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Resumen

Muchas de las decisiones importantes dependen de los resultados de las predicciones:
evaluar productividad futura de un producto, prestamistas que buscan estimar la
recuperación y ganancias sobre el capital, diagnósticos médicos, prónosticos del cli-
ma con diferentes fines (agricultura, turismo, meteoroloǵıa, etcétera), evaluación de
personal para decidir contrataciones en empresas, analizar postulantes para otorgar
admisiones y becas en universidades, entre otros [1] [2].

Los pronósticos se basan en el análisis de series de tiempo para entender comporta-
mientos, estacionalidades y tendencias en los datos. Sin embargo, es común que los
datos registrados puedan tener faltantes a la hora de recopilar dicha información. La
razones pueden ser variadas: pérdida de conectividad a internet, utilización de enerǵıa
solar en los sensores (que pueden dañarse o no tener suficiente carga), corto circuitos,
sensores húmedos o dañados, problemas de carga o estado en bateŕıas, etcétera.

A pesar de que actualmente ya existen estudios y algoritmos utilizados en la impu-
tación de datos faltantes en series de tiempo, es de interés de esta investigación evaluar
y proponer una arquitectura que utilice aprendizaje automático para la imputación
de datos en series de tiempo utilizando múltiples variables y varias estaciones clima-
tológicas de una misma zona geográfica para lograr la imputación de datos y comparar
su efectividad con respecto algunas metoloǵıas conocidas en la imputación de series
de tiempo.

Los resultados de esta investigación señalan que MissForest y EMB siguen siendo
algoritmos robustos para la imputación de datos faltantes, sin embargo la arquitectura
de aprendizaje automático propuesta es capaz de imputar al 1 %, 3 % y 5 % de datos
faltantes con métricas que compiten con los algoritmos supra mencionados con la
ventaja que se pueden imputar los datos faltantes de una estación a través del modelo
entrenado con alguna otra estación cercana que comparta caracteŕısticas similares a
la estación que se pretende imputar. Sin embargo, para datos faltantes al 10 % y 20 %
los algoritmos EMB y MissForest siguen siendo superiores a la arquitectura propuesta
en esta investigación.
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Abstract

Many important decisions are based on the outcomes of forecasts: estimating future

productivities, forecasting capital recovery and profits, estimating medical diagnoses,

forecasting climate for various purposes (agriculture, tourism, meteorology, etc.), eva-

luating employees to make hiring decisions, analyzing candidates for administrative

and financial positions in unions, and so on[1] [2].

Prognostications are based on the analysis of time series to understand behaviors,

trends, and patterns in data. However, it is common for registered data to be missing

when attempting to reassemble this information. The reasons for this can vary: loss of

internet connectivity, use of solar energy in sensors (which can cause damage or not

have enough capacity), short circuits, damaged sensors, battery problems, etc.

Despite the fact that there are currently studies and algorithms used in the imputation

of missing data in time series, it is the goal of this research to evaluate and propose an

architecture that uses machine learning for data imputation in time series by utilizing

multiple variables and various climatological stations in a single geographical area to

achieve data imputation and prediction.

The findings of this study indicate that MissForest and EMB continue to be un-

derutilized algorithms for the imputation of missing data. However, the proposed

auto-learning architecture is capable of imputing up to 1 %, 3 %, and 5 % of missing

data resulting in metrics that compete with the previously mentioned algorithms,

with the added benefit of being able to impute data from multiple locations. Howe-

ver, for missing data between 10 % and 20 %, the EMB and MissForest algorithms

continue to outperform the architecture proposed in this study.
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vida por estar siempre a mi lado, ayudarme a creer en mı́ aún cuando he créıdo no
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Glosario

ICAFE: El Instituto del Café de Costa Rica (ICAFE) es una institución pública

de carácter no estatal, fundada en 1933 como rectora de la caficultura costarricense,

con el objetivo de promover un modelo de producción único y equitativo entre los

productores, beneficios, tostadores y exportadores nacionales, dedicado a investigar

y desarrollar tecnoloǵıa agŕıcola e industrial.

Random forest: Modelo de clasificación basado en árboles de decisión aleatorios.

Overfitting: Término en inglés para referirse a un modelo de clasificación que apren-

de patrones de los datos de entrenamiento que no son generalizables a los datos de

prueba, generando que el rendimiento del modelo sea significativamente menor du-

rante la prueba que durante entrenamiento.

Bootstrapping: Término en inglés para aproximar el sesgo o la varianza de un

análisis estad́ıstico, aśı como para construir intervalos de confianza.

Imputación: En estad́ıstica, la imputación es la sustitución de valores no infor-

mados en una observación por algún valor a partir de otros valores válidos en otras

observaciones.

Jupyter Notebook: Es un proyecto y una comunidad donde el objetivo es desa-

rrollar software libre, con estándares abiertos y servicios para una computación inter-

activa sobre docenas de lenguajes de programación.

Google Colab: Es un cuaderno Jupyter en ĺınea que permite escribir y compartir

cuadernos Jupyter con quien quiera através de la cuenta de Google. Es equivalente

a un ambiente local de trabajo de programación, pero en la nube, por lo que no re-

quiere instalación de software y está disponible solamente con una conexión a internet.
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Wandb: Es una plataforma de aprendizaje automático basada en seguimiento de

experimentos, versionamiento de conjunto de datos y evaluaciones de modelos.

Keras Tuner: Es una herramienta muy sencilla de utilizar que simplifica en gran

medida la complejidad de aplicar un proceso de hiperparametrización sobre redes

neuronales profundas construidas mediante Keras, ofreciendo un amplio grado de

versatilidad para optimizar tanto la estructura de la red como la configuración de los

parámetros.
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3.3. Hipótesis . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 44

3.4. Métricas . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 45

4. Diseño Experimental 46

4.1. Descripción de experimentos . . . . . . . . . . . . . . . . . . . . . . . 46

4.1.1. Descripción del Problema . . . . . . . . . . . . . . . . . . . . 46

4.1.2. Variables de Respuesta . . . . . . . . . . . . . . . . . . . . . . 46

4.1.3. Factores . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 47

4.1.4. Selección del diseño experimental . . . . . . . . . . . . . . . . 48

4.1.5. Análisis estad́ıstico . . . . . . . . . . . . . . . . . . . . . . . . 49

4.2. Detalles de los experimentos . . . . . . . . . . . . . . . . . . . . . . . 49

4.2.1. Ambiente de desarrollo . . . . . . . . . . . . . . . . . . . . . . 49

4.2.2. Conjuntos de datos . . . . . . . . . . . . . . . . . . . . . . . . 50

9



4.2.3. Preprocesamiento de datos . . . . . . . . . . . . . . . . . . . . 53

4.2.4. Generación de datos faltantes para evaluación de imputaciones 66

5. Arquitectura propuesta de aprendizaje automático para la impu-
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4.8. Temperatura máxima en las estaciones 9, 10 11 y 12. . . . . . . . . . 59
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6.6. Experimento E. Imputación por variable Dew Pt. al 1 %,3 % y 5 %. La

dimensión X representa el intervalo de tiempo. La dimensión Y unidad
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Índice de cuadros
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Introducción

A través del tiempo, el ser humano ha recopilado información para identificar patrones

o realizar predicciones; esto con el fin de poder utilizar esta información de forma que

le permita anticipar el futuro y tomar decisiones [11].

Las aplicaciones del análisis de las series de tiempo son muy diversas, incluyendo inge-

nieŕıa de tráfico, economı́a, estudios de ambiente, ecoloǵıa, investigaciones de enerǵıa

y señales de procesamiento, entre otros [8]. Muchas de las decisiones importantes

dependen de las predicciones: gerentes que evalúan la productividad futura para con-

tratar, prestamistas que pronostican futuros pagos, médicos que forman diagnósticos

y pronósticos, e incluso los comités de admisiones de doctorado en economı́a evalúan

el éxito futuro de sus postulantes a la hora de otorgar las admisiones [1] [2], entre

otros.

Sin embargo, los datos faltantes en las series de tiempo han sido un problema común

y muy conocido, pero que a su vez es dif́ıcil de resolver [12]. No sorprende que existan

faltantes de datos, pues no existen sistemas de observación ideales [13]. Estos casos de

datos faltantes son producidos por diferentes razones: datos ruidosos, señales caóticas

[10], fallas de comunicación en redes, pacientes de salud fuera de instituciones que son

monitoreados y pierden comunicación con redes para env́ıo de datos [13], problemas

de mantenimiento en sensores [14], daños en equipos [15], etcétera.

En el área del clima, los faltantes de datos en las series de tiempo es una problemática

muy común. Dentro de las opciones que los investigadores han utilizado para solventar
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esta problemática se encuentran: la interpolación de datos y la imputación de datos

(a ejemplificar más adelante), que buscan rellenar o adivinar esos faltantes de datos

con la información disponible [7].

El problema con esos faltantes de información radica en que pueden llevar a resultados

defectuosos o indeseables, incluyendo predicciones no precisas o problemas en la toma

de decisiones [8].

Existen métodos para solventar las problemáticas de los datos faltantes en series

de tiempo, como por ejemplo, construir alguna función que pase cerca de los datos

conocidos o los más cercanos [13] para darle un valor aproximado al dato faltante.

Sin embargo, normalmente el rellenado de los datos faltantes en las series de tiempo

implica algunas suposiciones, pero estos deben ser rellenados en la forma más precisa

posible, para evitar distorsiones de datos [13].

Desde la mitad de los ochentas del siglo anterior, métodos sofisticados han sido in-

troducidos, incluyendo maximización de la expectativa (EM), métodos de estimación

por peso, y en particular, el K-Nearest Neighbors (vecinos más cercanos), imputación

múltiple e imputación bayesiana [16].

La meta de esta investigación es generar un estudio utilizando algoritmos de apren-

dizaje automático (“machine learning”), para imputación múltiple y multivariada en

series de tiempo, que permita descubrir y explorar los resultados de diferentes algo-

ritmos utilizados en el campo del aprendizaje profundo (“deep learning”). Además,

pretende lograr la comprobación de los métodos de imputación múltiple y multiva-

riada en los datos de la climatoloǵıa costarricense, y verificar si benefician el llenado

de los datos faltantes.
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Marco Teórico

Las series de tiempo son una técnica estad́ıstica que resulta apropiada cuando los

datos son medidos en forma repetida y en intervalos de tiempo iguales [17]. Los da-

tos están compuestos por observaciones consecutivas tomadas en puntos temporales

sucesivos. Existen dos tipos principales de series de tiempo basados en la longitud de

los intervalos entre los puntos de tiempo de observación: series de tiempo espaciadas

regularmente (de manera uniforme o igual) y series de tiempo espaciadas irregular-

mente (de manera desigual). El análisis de series espaciadas regularmente es menos

compleja al emplear métodos de análisis convencionales, por ejemplo, el análisis de

las tendencias temporales y descomposición, análisis de estacionalidad, entre otros.

Sin embargo, es un desaf́ıo cuando las series de tiempo son irregulares, ya que la

irregularidad de las series causa pérdida de información y hace más dif́ıcil capturar

tendencias, correlaciones seriales y estacionalidad [18]. Muchas de estas fallas irregu-

lares a la hora de capturar los datos en las series de tiempo, se deben a fallas en los

dispositivos que recopilan la información [15].

Los datos de las series de tiempo pueden ser procesados por patrones de datos emer-

gentes con el fin de predecir el comportamiento futuro para informar sobre poĺıticas o

uso de control de medidas. La extracción de información de series de tiempo depende

de la confiabilidad de los datos y la integridad de la información. Al medir, recopilar

o generar datos, los datos faltantes pueden ocurrir comúnmente como resultado de

numerosos procesos, como errores de comunicación, fallas de los sensores que generan

19



datos o cortes de enerǵıa. La falta de datos en los estudios anaĺıticos puede condu-

cir a resultados defectuosos e indeseables, incluidas predicciones inexactas o malas

decisiones en la formulación de poĺıticas [8].

Existen diferentes tipos de datos: los datos univariables y los datos datos multiva-

riables. En los datos univariables el prefijo “uni” significa “uno”, en otras palabras,

datos de una sola variable [19]. Se utilizan para estudiar el comportamiento de las

variables de forma individual [20]. Algunos ejemplos: las edades de un grupo de perso-

nas, el tiempo de duración de un viaje en minutos, el peso de un grupo de cachorros,

entre otros. Los datos multivariables se presentan cuando el análisis de los datos está

basado en más de dos variables por observación. Usualmente los datos multivariables

se usan con propósitos explicativos [21]. Es decir, es cuando el análisis de los datos

está basado en dos o más variables por observación o, dicho de otra forma, cuando se

observan dos o más variables en cada momento (en cada tiempo). Los datos multi-

variables pueden ser ejemplificados con un sensor climatológico que registre variables

de clima, por ejemplo, rayos UV, temperatura, precipitación, etcétera.

Las covariables son variables independientes que junto a una o más variables sirven

para explicar una variable de respuesta [22]. Por ejemplo, si pretendemos explicar las

diferencias existentes en el nivel de cortisol en sangre por un grupo de tratamiento A

/ B, teniendo en cuenta el peso. La variable peso es una covariable [23].

Los datos faltantes en series de tiempo ocurren cuando solo pueden ser obser-

vados en ciertos periodos de tiempo [18]. Los datos de series de tiempo desigualmente

espaciados (también llamados espaciados de manera desigual o irregular) ocurren na-

turalmente en muchos dominios industriales y cient́ıficos. Los desastres naturales como

terremotos, inundaciones o erupciones volcánicas ocurren t́ıpicamente en intervalos de

tiempo irregulares. En la astronomı́a observacional, las mediciones de propiedades ta-

les como los espectros de los objetos celestes se toman según determinadas condiciones

estacionales y climáticas, y la disponibilidad de los espacios de tiempo de observa-

ción. En los ensayos cĺınicos (o más generalmente, estudios longitudinales), el estado

de salud de un paciente puede observarse sólo en intervalos de tiempo irregulares, y
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generalmente se observan diferentes pacientes en diferentes momentos. Hay muchos

más ejemplos en climatoloǵıa, ecoloǵıa, economı́a, finanzas, geoloǵıa, meteoroloǵıa y

análisis de tráfico de red. [24].

Los principales factores responsables de los vaćıos y las inconsistencias en las series

de tiempo disponibles, que incluyen la ausencia temporal de observaciones, son: el

uso de equipos diferentes, la poca e infrecuente calibración de los sensores, el mal

funcionamiento del equipo que recopila la información, entre otros, que pueden variar

de una colección de datos a otra [25, 10].

Para solventar el problema de los datos faltantes en series de tiempo se recurre a la

metodoloǵıa de imputación de datos. La imputación es el proceso de reconstrucción

de los valores faltantes basados en los datos ya conocidos. Utilizando estad́ısticas

para la imputación se pueden obtener buenos estimados de los datos no recopilados

cuando las series de datos tienen una pequeña cantidad de vaćıos. Sin embargo, es

dif́ıcil predecir datos consecutivos en las series de tiempo [10].

Desde un punto de vista de estad́ıstico, se define como el proceso de sustitución

de un único valor razonable para una observación faltante. La imputación de datos

faltantes en el área de la estad́ıstica, ha atráıdo la atención de investigadores en

las décadas recientes. Muchas estrategias del proceso de rellenado de datos están

inspiradas en estad́ısticas y aprendizaje automático (definido en la sección 2) que han

sido desarrollados para solucionar el problema de datos faltantes [26].

En la investigación realizada en este documento, se pretende brindar una solución

utilizando aprendizaje automático que sea una alternativa al proceso de rellenado de

datos faltantes en series de tiempo en las predicciones climatológicas.

La imputación de datos puede ser simple o múltiple. La imputación simple de datos

significa que sólo se construye un valor sustituto razonable para cada valor faltante, y

lo interpola a la ubicación de los datos originales que resultan escasos para construir

un conjunto de datos completo [7]. Por ejemplo, un valor razonable para estimar

un valor faltante en una hora determinada de la temperatura diaria, podŕıa ser el
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promedio entre la hora anterior y la hora posterior a dicha hora faltante.

La imputación múltiple de datos, completa los datos faltantes en los datos utilizan-

do un modelo predictivo que incorpora toda la información disponible de los datos

observados junto con cualquier conocimiento previo. Se crean conjuntos de datos

“completados” separados, donde los datos observados permanecen iguales, pero los

valores faltantes se completan con diferentes imputaciones [27].

También existe la imputación univariable y la imputación multivariable de da-

tos. Por definición de series de tiempo, univariable se entiende que son una secuencia

de observaciones únicas o1,o2,o3,...,on en puntos sucesivos en el tiempo t1,t2,t3,...,tn.

Las observaciones univariables en series de tiempo pueden considerarse como una co-

lumna de observaciones, donde el tiempo es un factor impĺıcito de la variable [15].

Las series de tiempo univariable son un desaf́ıo especial. La mayoŕıa de los algoritmos

estándar que mejor se desempeñan en la imputación de datos, se basan en las corre-

laciones entre los atributos para estimar los valores de los datos faltantes. En el caso

de los datos univariables, no se pueden emplear atributos adicionales directamente.

Los algoritmos univariados efectivos necesitan utilizar las caracteŕısticas intŕınsecas

de series de tiempo [15].

En contraste con la imputación univariable, la imputación multivariable usa varios

conjuntos de datos (denotados como m) para imputar los valores faltantes. Un valor

faltante en su conjunto de datos original, es reemplazado por m valores plausibles

imputados (como lo hace el algoritmo EMB utilizado en el presente estudio). Estos

valores toman la incertidumbre de la imputación en consideración. Las estad́ısticas

de interés se estiman a partir de cada conjunto de datos y luego se combinan en

uno final [28]. Las series de tiempo multivariable son abundantes en muchas áreas

de aplicación, como el mercado financiero, salud, meteoroloǵıa, ingenieŕıa de tráfi-

co y climatoloǵıa, entre otras. Las series de tiempo se utilizan ampliamente como

señales para la clasificación/regresión en varias aplicaciones de las áreas mencionadas

[14].

En el presente estudio se utiliza la imputación multivariable en climatoloǵıa, a partir
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de variables del clima que son capturadas por el ICAFE, con fin de evaluarlas en el

proceso de siembra y cosecha del café en Costa Rica.

Dentro de las métricas más utilizadas en los modelos de regresión se encuentran:

error promedio absoluto (Mean Absolute Error MAE), ráız de la desviación

cuadrática promedio (Root Mean Square Error RMSE) y el coeficiente de

determinación (R2).

El MAE mide la magnitud promedio de los errores en un conjunto de predicciones,

sin considerar su dirección. Es el promedio sobre la muestra de prueba de las diferen-

cias absolutas entre la predicción y la observación real, donde todas las diferencias

individuales tienen el mismo peso [29].

MAE = 1
n

∑n
i=1 | yi − ŷi|

La fórmula de MAE puede comprenderse como: n es el número de muestras observa-

das. Donde ŷi y yi (i=1,2,...,n) denotan los valores estimados y los valores observados,

respectivamente.

Es una medida de uso frecuente de las diferencias entre valores (valores de muestra o

población) predichas por un modelo y los valores observados.

El RMSE representa la ráız cuadrada del segundo momento muestral de las diferencias

entre los valores predichos y los valores observados, es decir el promedio cuadrático

de estas diferencias. Estas desviaciones se denominan residuales cuando los cálculos

se realizan sobre la muestra de datos que se utilizó para la estimación y se denominan

errores residuales (o errores de predicción) cuando los cálculos se realizan fuera de la

muestra de datos que se utilizó para la estimación. El RMSE sirve para agregar las

magnitudes de los errores en las predicciones varias veces en una sola medida de poder

predictivo. RMSE es una medida de precisión que compara errores de pronóstico de

diferentes modelos para un conjunto de datos en particular y no entre conjuntos de

datos, ya que depende de la escala [30].

RMSE =

√
1
n
Σn

i=1

(
yi− ŷi

)2
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Las fórmula de RMSE puede comprenderse como: n es el número de muestras observa-

das. Donde ŷi y yi (i=1,2,...,n) denotan los valores estimados y los valores observados,

respectivamente.

El coeficiente de determinación o R2, se define como la proporción de la varianza total

de la variable explicada por la regresión. El coeficiente de determinación, también

llamado R cuadrado, refleja la bondad del ajuste de un modelo a la variable que

pretende explicar [31].

r2 =

( ∑n
i=1(yi − ȳ)(ŷi − ỹ)√∑n

i=1(yi − ȳ)2
∑n

i=1(ŷi − ỹ)2

)2

.

Es importante saber que el resultado del coeficiente de determinación, usalmente

oscila entre 0 y 1, pero en algunos casos puede tomar valores negativos. Cuanto más

cerca de 1 se sitúe su valor, mayor será el ajuste del modelo a la variable que estamos

intentando explicar. De forma inversa, cuanto más cerca de cero, menos ajustado

estará el modelo y, por tanto, menos fiable será [31].

Los métodos basados en aprendizaje automático son procedimientos sofisticados

que generalmente consisten en crear un modelo predictivo para estimar los valores

que van a sustituir los datos faltantes. Estos modelos de enfoque de estimación de

datos faltantes están basados en información disponible en los conjuntos de datos. Si

los valores observados contienen información útil para predecir los valores faltantes,

el proceso de imputación puede utilizar esta información para dar con estimaciones

de alta precisión [26].

Los métodos de aprendizaje automático han sido ampliamente estudiados y muchos

trabajos han demostrado su utilidad en la predicción. Una de las ventajas de utilizar

aprendizaje automático es que usualmente son más flexibles que los modelos estad́ısti-

cos estándar, ya que pueden capturar en alto orden las interacciones entre los datos,

lo cual resulta en mejores predicciones. En los modelos que utilizan redes neuronales
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artificiales, por lo cual la interpretabilidad de los resultados es más compleja, aun-

que existen herramientas que facilitan la extracción y comprensión del conocimiento

adquirido por estos modelos. [26].

Existen muchos métodos de aprendizaje automático para realizar predicciones e impu-

taciones de datos, como Support Vector Machines (SVM), redes neuronales artificales

(ANNs), K-nearest neighbors (KNN), aprendizaje profundo (deep learning), entre

otros [14].

El origen de los estudios en redes neuronales artificiales estuvo en la búsqueda de

analoǵıas cerebrales a partir de estudios fisiológicos iniciados a finales del siglo pasado

[32]. Se trata de reproducir el esquema neuronal, tanto en sus unidades de proceso

(neuronas), como en sus conexiones y modo de establecerlas [32].

Estos sistemas, inspirados en las neuronas densamente interconectadas del cerebro,

tratan de imitar el aprendizaje humano, modificando la fuerza de las conexiones

neuronales simuladas a partir de la experiencia [33].

El aprendizaje profundo (deep learning) es una técnica de aprendizaje automáti-

co que enseña a los ordenadores a hacer lo que resulta natural para las personas:

aprender mediante ejemplos. El aprendizaje profundo atrae mucha atención en tiem-

pos recientes, y hay razones de peso para ello: está consiguiendo resultados que antes

no eran posibles [34].

Con el aprendizaje profundo, un modelo informático aprende a realizar tareas de cla-

sificación directamente a partir de imágenes, texto o sonido. Los modelos de aprendi-

zaje profundo pueden obtener una precisión de vanguardia que, en ocasiones, supera

el rendimiento humano. Los modelos se entrenan mediante un amplio conjunto de da-

tos etiquetados y arquitecturas de redes neuronales que contienen muchas capas [34].

Los algoritmos y arquitecturas de aprendizaje profundo son adecuados para abordar

problemas con grandes volúmenes de datos y la variedad de análisis de Big Data

[35].

La aplicación de técnicas de aprendizaje profundo ha llevado a un éxito dramático
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y al desarrollo de soluciones del estado del arte en numerosos problemas del mundo

real, como por ejemplo, visión por computadora, traducción automática, robótica,

entre otros. En el contexto de predicción secuencial existe una gran gama de técnicas

que han sido desarrolladas para solucionar el problema del procesamiento del len-

guaje natural (NLP por sus siglas en inglés) en: secuencias genéticas, predicciones

en el mercado de reservas, generación de música y un gran rango de otros dominios

[36].

Mientras que muchos estudios discuten el uso de aprendizaje profundo para resol-

ver directamente problemas de detección de anomaĺıas e intrusiones, sólo algunos se

enfocan en el problema de restaurar datos con pérdida o ruidosos [36].

Los métodos de aprendizaje profundo son muy prometedores para la previsión de

series temporales, como el aprendizaje automático de la dependencia temporal y

el manejo automático de estructuras temporales como tendencias y estacionalidad

[37].

Las redes neuronales recurrentes (RNN) son un tipo de red neuronal potente y

robusto, y pertenecen a los algoritmos más prometedores en uso porque es el único

con memoria interna.

Debido a su memoria interna, los RNN pueden recordar cosas importantes sobre la

entrada que recibieron, lo que les permite ser muy precisos al predecir lo que vendrá

después. Es por eso que son el algoritmo preferido para datos secuenciales como series

de tiempo, voz, texto, datos financieros, audio, video, clima y mucho más. Las redes

neuronales recurrentes pueden formar una comprensión mucho más profunda de una

secuencia y su contexto en comparación con otros algoritmos [38].

La mayoŕıa de las RNN sufren de problemas con la memoria a corto plazo. Si una

secuencia de datos es muy larga, tendrá problemas con sobrellevar la información de

pasos en el tiempo anteriores a los posteriores. Durante el proceso de “back propaga-

tion”, las RNN sufren del “vanishing gradient problem”, que sucede cuando el valor

gradiente se vuelve muy pequeño y no contribuye al aprendizaje de la red. Para solu-
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cionar los problemas anteriores surgen los Long Short-Term Memory (LSTMs)

como solución a los problemas de memoria a corto plazo, para ello los LSTM tienen

mecanismos internos llamados puertas que pueden regular el flujo de información a

guardar o olvidar, lo cual los hace ser una opción de red neuronal buena para procesar

secuencias de datos grandes [3].

La figura 2.1 describe la forma interna de una neuronal LSTM. Su funcionamiento

es similar al de las RNN, procesa los datos pasando información y propagándola

hacia adelante, la diferencia principal radica en las operaciones ejecutadas en las

celdas LSTM. Estas operaciones permiten a LSTM conservar u olvidar información

[3].

Figura 2.1: Representación de una neuronal LSTM: tomado de [3]

Los LSTM Bidireccionales es la técnica de permitir que cualquier red neuronal

almacene información de secuencia en ambos sentidos, ya sea hacia atrás o hacia

adelante. Nuestra entrada se ejecuta de dos maneras en bidireccional, distinguiendo

un BiLSTM de un LSTM estándar. Podemos tener el flujo de entrada en ambas

direcciones; para almacenar información pasada y futura en cualquier paso de tiempo.

Sin embargo, los LSTM normales permiten el flujo de entrada en una dirección (hacia

adelante o hacia atrás)[39].

Los LSTM bidireccionales son una extensión de los LSTM tradicionales que pueden
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mejorar el rendimiento del modelo en problemas de clasificación de secuencias.

En problemas donde todos los pasos de tiempo de la secuencia de entrada están dis-

ponibles, los LSTM bidireccionales entrenan dos en lugar de un LSTM en la secuencia

de entrada. El primero en la secuencia de entrada tal cual y el segundo en una copia

invertida de la secuencia de entrada [39].

El LSTM Encoder-Decoder toma la secuencia de serie temporal como entrada

(un paso de tiempo por celda LSTM) y crea una codificación de la secuencia de

entrada. Esta codificación es un vector que consta de los estados ocultos y de celda

de todas las celdas LSTM del codificador (encoder). Luego, el encoder se pasa al

decodificador (decoder) LSTM como estados iniciales junto con otras entradas del

decodificador para producir las predicciones (salidas del decodificador). Durante el

entrenamiento del modelo, se configura la secuencia de salida de destino como las

salidas del decodificador para el entrenamiento del modelo [4].

Figura 2.2: Encoder-Decoder [4]

El Transformer es un RNN que es capaz de considerar el contexto información, es

más fácil de entrenar y más eficiente que LSTM, no requiere datos secuenciales para

ser procesado en orden[40].

Redes Convolucionales (CNN) son un tipo de red neuronal que fue diseñada

para manejar datos de imágenes de manera eficiente.

La capacidad de las CNN para aprender y extraer caracteŕısticas automáticamente

de los datos de entrada sin procesar se puede aplicar a los problemas de pronóstico

de series temporales. Una secuencia de observaciones puede tratarse como una ima-
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gen unidimensional que un modelo CNN puede leer y destilar en los elementos más

destacados[37].

Las redes con unidades recurrentes (GRU) se comportan mejor con conjuntos

de datos pequeños, pueden verse como una simplificación de las LSTM. Su simpleza

permite que sean ampliamente usadas, dado que son mas fáciles de entrenar y son

más rápidas en la inferencia que las LSTM[41].

Existen otras técnicas de aprendizaje supervisado como los árboles de decisión.

Los arboles de decisión son comúnmente utilizados en problemas de clasificación y

también en muchos negocios. Como su nombre lo indica, esta técnica de aprendizaje

automático toma una serie de decisiones en forma de árbol. Los nodos intermedios

(las ramas) representan soluciones. Los nodos finales (las hojas) nos dan la predicción

que se busca. Los árboles de decisión pueden utilizarse para resolver problemas de

clasificación o de regresión [42].

Un tipo espećıfico de árboles de decisión son los Random Forests o bosques alea-

torios. Están hechos de muchos árboles de decisión. Son conjuntos de árboles de

decisión, cada árbol de decisión creado mediante el uso de un subconjunto de los

atributos utilizados para clasificar una población determinada. Esos árboles de deci-

sión votan sobre cómo clasificar una instancia dada de datos de entrada y el bosque

aleatorio toma esos votos para elegir la mejor predicción. Esto se hace para evitar el

sobreajuste, un defecto común de los árboles de decisión [43]. Un bosque aleatorio es

un algoritmo de clasificación supervisado. Crea un bosque (muchos árboles de deci-

sión), ordena sus nodos y se divide al azar [43]. Si ingresa un conjunto de datos de

entrenamiento con objetivos y caracteŕısticas en el árbol de decisión, formulará un

conjunto de reglas que se pueden usar para realizar predicciones [43].

Para ejemplificar cómo funciona Random Forest en forma sencilla, suponga que se

tiene un conjunto de datos que se compone de números de arriba a la derecha (ver

2.3). Se tiene dos 1s y cinco 0s (1s y 0s son las clases) y se desea separar las clases

en caracteŕısticas. Las caracteŕısticas son el color (por ejemplo azul y rojo) donde

las observaciones están en forma subrayadas o no subrayadas. El color resulta una
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caracteŕıstica obvia pero solamente un 0 es color azul. Entonces, se puede usar la pre-

gunta, ¿es rojo? y aśı continuar evaluando las demás caracteŕısticas y de esta manera

construir el árbol de decisión. La siguiente pregunta puede ser: ¿está subrayado? y de

esta manera se ha desarrollado un árbol que es capaz de utilizar dos caracteŕısticas

para dividir los datos. [5]

Figura 2.3: Imagen ejemplo de Random Forest [5]

El modelaje a través de Random Forest, va mejorando las predicciones a mayor can-

tidad de árboles no correlacionados hayan en el modelo [5].

Otra técnica de aprendizaje supervisado, utilizada en esta investigación es el algorit-

mo de maximización de la expectativa o expectation maximization (EM).

El algoritmo EM, toma en cuenta el patrón de los datos faltantes para estimar los

valores estad́ısticos que se calcularán para completar el conjunto de datos. La base de

este método de imputación es interpolar estos valores faltantes con puntos de datos

adyacentes, producir un par de valores de imputación y, finalmente, construir con-

juntos de datos de muestra completos [7]. El algoritmo EM inicia asignando valores

en forma aleatoria todos los parámetros para ser estimados. En forma iterativa alter-

na entre dos pasos: el paso de la expectativa ‘E-step’ y el paso de la maximización

‘M-step’. En el ‘E-step’ se calcula la probabilidad esperada para los datos completos

(llamada función Q) donde la expectativa es tomada del cálculo de la distribución

condicional de las variables ocultas, dadas ciertas caracteŕısticas de los parámetros y

los datos observados (incompletos). En el paso ‘M-Step’, reestima todos los paráme-

tros por medio de la maximización de la función Q. Una vez generados los valores de
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los parámetros, se puede repetir el ‘E- step’ y otro ‘M-step’. Intuitivamente, EM lo

que hace es ‘aumentar’ iterativamente los datos ‘adivinando’ los valores de las varia-

bles ocultas y volver a estimar los parámetros asumiendo que los valores adivinados

son los valores verdaderos [44].

Y una variación de EM es el algoritmo maximización de la expectativa con boos-

trap o expectation maximization with boostrap (EMB), que fue desarrollado

para resolver problemas de escasez de datos, al combinar las ventajas de enfoques de

imputación múltiple y el algoritmo EM [7]. El algoritmo EMB basado en bootstrap

hace que sea más rápido y robusto imputar muchas variables, incluyendo datos de se-

ries transversales, series de tiempo, entre otros [45]. La figura 2.4 describe el esquema

del enfoque de imputación múltiple con el algoritmo EMB.

Figura 2.4: Esquema del algoritmo EMB. Fuente: tomado de [6]

EMB es un algoritmo general y efectivo que subyace a muchos algoritmos de aprendi-

zaje automático. Requiere que el conjunto de datos de entrenamiento esté completo

y que todas las variables que interactúan aleatoriamente estén presentes.

El algoritmo de maximización de expectativas es un enfoque para realizar la estima-

ción de máxima verosimilitud en presencia de variables latentes. Lo hace estimando

primero los valores de las variables latentes, luego optimizando el modelo y, finalmen-

te, repite estos dos pasos hasta la convergencia. Es un enfoque efectivo y general y

se usa más comúnmente para la estimación de densidad con datos faltantes, como
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algoritmos de agrupamiento como el modelo de mezcla gaussiana[46].

La idea básica de utilizar Boostrap es producir una muestra aleatoria, de dónde se

obtiene el muestreo con reemplazo del conjunto original de datos. Es utilizado para

computar el estimado del parámetro en investigación (y esto produce la extracción

de una muestra aleatoria y la computación del estimado) y se repite muchas veces

para crear una distribución emṕırica que representa una buena aproximación al valor

verdadero [47].

En esta investigación se pretende evaluar los métodos de aprendizaje supervisado

como EMB y Random Forest y comprobar la efectividad de los algoritmos de apren-

dizaje automático a la hora de imputar datos sobre las series de tiempo y mostrar el

impacto de algoritmos de aprendizaje automático en la predicción en series temporales

que sean múltiples y multivariadas.
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Descripción de la Investigación

3.1. Trabajos relacionados: “Datos faltantes en se-

ries de tiempo”(estado del arte)

La problemática de los faltantes en datos en las series de tiempo observadas ha sido

un tema bien reconocido en diversos estudios [12, 15, 48] que muestran la realidad de

los datos faltantes en observaciones a través del tiempo y buscan encontrar formas de

solventar esta problemática (presente en muchos campos de estudio como bioloǵıa,

finanzas, ciencias sociales, industria de enerǵıa y observación del clima [15]) dados

los diferentes factores que interfieren en la pérdida de estas observaciones, entre ellos

se puede citar: negocios cerrados por un d́ıa, errores de comunicación en redes o

sensores defectuosos [15], aleatoriedad e incontrolabilidad del viento [48], datos que

solo pueden observarse en ciertos periodos de tiempo (condición de salud de pacientes

o desastres naturales) [18], entre otros.

En la actualidad, existen muchos estudios relacionados con la necesidad de dar solu-

ción a los datos faltantes en las series de tiempo a través de la imputación de datos y

utilizando técnicas de aprendizaje automático [12, 15, 49, 26, 48, 18, 16, 7], y, entre

estos, muchos utilizan la técnica de imputación múltiple de datos [12, 48, 16, 7]. Según

los autores Jerez et al [26], las técnicas de aprendizaje automático fueron los más ade-

cuados en la imputación de valores faltantes y condujeron a una mejora significativa
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de la precisión del pronóstico de cáncer de seno en comparación con los métodos de

imputación basados en procedimientos estad́ısticos.

Estos estudios han utilizado muchos tipos de métodos diferentes para realizar este tipo

de imputaciones de datos, por ejemplo, entre los más conocidos: K-Nearest Neighbors

(KNN) [26, 48, 16, 12], Self-Organization Maps (SOM) y variaciones de este algoritmo

utilizadas en [26, 12], Expectation Maximization (EM) [48] o Expectation Maximiza-

tion con Boostrap (EMB) [7] (ampliado más adelante) y las variantes de EM como

RegEM [12], métodos bayesianos [16], Random Forest [15, 8] (ampliado más adelante)

y Redes Neuronales Artificiales (ANNs por sus siglas en inglés) [26].

Los resultados obtenidos por Miró et al en [12] demuestran que el algoritmo “Non-

linear Principal Component Analysis”(NLPCA) y sus variantes (NLPCA + EOF-

QM y NLPCA + EOF) son una alternativa poderosa en la imputación masiva de

datos. En el art́ıculo de Jerez et al [26], se concluye que la utilización de técnicas de

aprendizaje automático son el mejor enfoque a la hora de imputar datos y obtener

mejoras significativas en cuanto a la predicción de la exactitud. En el art́ıculo de Liu

et al [48], los resultados muestran que los métodos de imputación múltiple superan

otros enfoques en el manejo de datos faltantes. En el art́ıculo Quinteros et al [16],

se determina que la imputación múltiple puede ser exitosa en la reconstrucción de

un conjunto de datos con mejor rendimiento cuando se incluyen covariantes de otras

estaciones.

En esta investigación se propone la utilización de datos múltiples (varias variables) y

multivariables (varias estaciones geográficas con climatoloǵıa similar) para la predic-

ción de datos faltantes.

Para evaluar la efectividad de los métodos de imputación realizados en diferentes

literaturas, los autores se han basado en métricas estad́ısticas para comprobar la

efectividad de los algoritmos empleados. Dentro de las métricas más populares se

encuentran Root Mean Squared Error (RMSE) [8, 48, 15, 12, 16, 49], Mean Absolute

Error (MAE) [8, 48, 12, 16, 49, 50], Mean Absolute Percentage Error (MAPE) [15,

10, 12], Desviación Estándar [26], Mean Squared Error (MSE) [18, 50, 26], Coeficiente
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de determinación (R2), entre otros [7, 16].

Es de interés del presente estudio ampliar sobre el algoritmo EMB utilizado en [7,

27], que muestra los siguientes resultados presentados por Chen et al [7], donde fue

utilizado con el fin de resolver los problemas de escasez de lluvia registrada en las series

de tiempo disponibles. En las figuras 3.1 y 3.2 se presentan los resultados obtenidos por

EMB (Expectation Maximization Boostrap) y DA (Data Augmentation). Se puede

observar que con el aumento en la tasa de escasez de 0 % al 60 %, en general, la

variación en el algoritmo DA y el algoritmo EMB disminuyó de 106.50 a 58.31 y de

106.50 a 90.67, respectivamente. Sin embargo, la varianza en el algoritmo EMB no

fue inferior a 86.00 y se ajustó mejor al valor observado que el algoritmo DA.

Figura 3.1: Comparación de los efectos entre los algoritmos de DA y EMB. Fuente:
tomado de [7]

Figura 3.2: Efectos de la imputación de datos en seis tasas faltantes. Fuente: tomado
de [7]
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Por lo tanto, el conjunto de datos que fue interpolado por el algoritmo EMB fue mucho

mejor que el interpolado por el algoritmo DA y estaba más cerca del valor observado

[7]. También, el método de imputación EMB, se puede aplicar a la imputación de

datos faltantes durante peŕıodos de flujo alto, periódos de flujo normal o peŕıodos de

flujo bajo. Este hecho debe considerarse una ventaja importante del algoritmo EMB

[7].

Este estudio sugiere que el algoritmo EMB puede resolver efectivamente el proble-

ma de escasez independientemente de las diferentes tasas faltantes y los diferentes

peŕıodos faltantes de datos de lluvia.

El otro algoritmo de interés es Random Forest utilizado en [8, 15], muestra que en las

medias históricas, la interpolación lineal y los Random Forests obtuvieron resultados

ligeramente mejores [8]. Como métrica se utiliza RMSE para evaluar la efectividad

de la imputación de los datos. Cabe mencionar que en esta investigación el análisis

principal no se centra en el comportamiento del algoritmo Random Forest. El primer

ejemplo, ver figura 3.3, es la comparación de los algoritmos con el conjunto de datos de

velocidad de tráfico en reconocimiento de patrones de letras. En el segundo ejemplo,

ver figura 3.4, se comparan los algoritmos en los faltantes en patrones de flujo de

agua. Y finalmente, el tercer ejemplo, ver figura 3.5, se utiliza en patrones faltantes

en conjunto de datos Nottem. En las tres gráficas se puede evidenciar que Random

Forest tiene un comportamiento aceptable (cerca de la media). Es por ello que se

evaluará como algoritmo de comparación en el presente estudio.
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Figura 3.3: Porcentaje de observaciones faltantes en conjunto de datos de velocidad
de tráfico en reconocimiento de patrones de letras.

Fuente: Tomado de [8]

Figura 3.4: Porcentaje de observaciones faltantes en patrones de flujo de agua en
series de tiempo. Fuente: Tomado de [8]

Figura 3.5: Porcentaje de observaciones faltantes en patrones del conjunto de datos
Nottem. Fuente: Tomado de [8]
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El algoritmo de aprendizaje profundo propuesto por Zhang et al en [9]; Sequence

to Sequence Imputation Model (SSIM) es evaluado con otros métodos de imputación

(EM, MF, ARIMA, SARIMA, MICE), para la evaluación se logran generar tres mues-

tras de entrenamiento usando tres algoritmos diferentes de ventana deslizante. En la

comparación de los algoritmos:

1. Generic Sliding Window (GSW) genera muestras con información histórica co-

mo entrada.

2. Sliding Window with Future information (SWF) también incluye información

de pasos futuros en cada muestra.

3. El algoritmo Variable Length Sliding Window (VLSW) desarrollado por los

autores para este estudio busca entrenar el modelo con conjuntos de datos más

pequeños (lo que significa apertura para aplicar el modelo propuesto a otras

arquitecturas).

El conjunto de datos utilizado en el estudio realizado por Zhang[9], utiliza múltiples

variables como temperatura máxima, temperatura mı́nima, lluvia, evaporación, ra-

diación, nitrato y otras más. Un detalle importante a notar es que el comportamiento

del agua no sigue una distribución normal 3.6, lo cual puede impactar en el desempeño

del modelo en forma significativa.
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Figura 3.6: Distribución de la lluvia y concetraciones de nitrato durante Junio 2017
y Mayo 2018. Fuente: Tomado de [9]

La arquitectura desarrollada en SSIM se basa en modelos de secuencia - secuencia,

que en años anteriores han demostrado efectividad en áreas de traducción, captura

de imágenes y reconocimiento de voz. La mayoŕıa de las implementaciones secuencia

- secuencia utilizan redes neuronales recurrentes como Long Short Term Memory

(LSTM).

Está claro que el SSIM ofrece el mejor rendimiento para cuatro métricas en los tres

casos analizados. Por ejemplo, el SSIM con respecto a los otros métodos evaluados

en el estudio (EM, MF, ARIMA, SARIMA y MICE) logra 2.87, 3.11 y 3.29 puntajes

RMSE en los casos 1, 2 y 3, respectivamente, como se puede observar en la figura 3.7

(a) [9].

En comparación con los otros cinco métodos de imputación de datos comparativos,

el SSIM puede mejorar el rendimiento de todas las métricas para los tres casos.
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Figura 3.7: Evaluación de datos imputados para las métricas RMSE y MAE en 3
casos. Fuente: Tomado de [9]

Figura 3.8: Gráfico Box-whisker para el MAE derivado de SSIM en los tres casos
experimentales. Fuente: Tomado de [9]

La figura 3.8 representa la distribución del MAE del SSIM a través de los cuartiles.

En todos los casos experimentales, aproximadamente el 25 % de los datos imputados

señalados por el SSIM tienen un MAE inferior a 2 [9]. Además, más del 75 % de los

puntos de datos imputados tienen un MAE inferior a 3 para el primer y el segundo

caso. Cuando se imputan datos de series de tiempo en el tercer caso, el 75 % de

los resultados generados por el SSIM todav́ıa tienen un MAE menor que 3.2. Estos

resultados demuestran claramente que el SSIM propuesto es capaz de imputar datos
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de series temporales faltantes con una precisión satisfactoria para la mayoŕıa de las

muestras de prueba [9].

El algoritmo de aprendizaje profundo propuesto por Sucholutsky et al en [36], LTSM,

logra predecir los eventos en un segmento (ver figura 3.9). El problema de omisión se

presenta cada vez que se omite un evento en las predicciones, la secuencia completa

de eventos predichos se desplaza hacia la izquierda, lo que provoca desajustes cada

vez más grandes (comparar figura 3.9 y 3.10 ). El enfoque basado en LSTM (al ser

capaz de detectar los problemas por omisión y darles solución) es, por lo tanto, lo

suficientemente robusto para trabajar y restaurar no sólo datos con pérdida, sino

también ruidosos [36]. Predecir múltiples pasos en el pasado es todo un reto, pero

es importante para la restauración de datos faltantes, como múltiples eventos que

han sido extraviados. Dos formas de predecir múltiples eventos en el pasado son

considerados:

1. Incrementar el tamaño de la capa de salida por el factor de n para predecir

directamente n eventos en el pasado, el problema de este enfoque es que cada

vez que n cambia, una nueva red necesita ser inicializada y entrenada, lo cual

requiere de muchos recursos.

2. Predecir únicamente una entrada cada vez, sin embargo el código fue modificado

para usar las predicciones como entradas a la vez. De alguna manera, el modelo

usa sus propios salidas, una cada vez, para hacer predicciones más largas.

Figura 3.9: Ejemplo de alineamiento propio. Fuente: Tomado de [10]
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Figura 3.10: Ejemplo de valor omitido. Fuente: Tomado de [10]

El modelo LSTM fue suficientemente robusto para restaurar no sólo datos faltantes,

sino también datos con ruido.

En la investigación realizada por Cao en [14], la mayoŕıa de los métodos basados

en RNN, excepto GRU-D, demuestran un rendimiento significativamente mejor en

las tareas de imputación que los algoritmos non-RNN (Redes Neuronales no Recu-

rrentes). Se hace hincapié en que GRU-D no imputa el valor faltante expĺıcitamente.

M-RNN utiliza un procedimiento de imputación expĺıcito y logra resultados de impu-

tación notables. El modelo BRITS supera significativamente a todos los modelos de

referencia (para referencia ver figura 3.11). Los resultados de los experimentos indican

que BRITS demuestra resultados más precisos tanto para la imputación como para

la clasificación/regresión que los métodos de vanguardia. Es importante aclarar que

la capa recurrente en la arquitectura de BRITS está basada en LSTM como RNN

[14].

Es de interés, para el presente estudio, evaluar la imputación en series de tiempo utili-

zando los algoritmos de Expectation Maximization with Boostrap (EMB), MissForest

(un tipo de Random Forest) y una arquitectura basada en Long Short Term Memory

(LSTM) para evaluar las imputaciones con múltiples variables y múltiples estaciones

que permitan evaluar la efectividad del aprendizaje automático utilizando LSTM en

la imputación de datos faltantes en comparación a los algoritmos estad́ısticos tradi-

cionales que han demostrado gran efectividad a la hora de imputar datos faltantes en

series de tiempo.
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Figura 3.11: Comparación de rendimiento de las tareas de imputación.
Fuente: Tomado de [14]
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3.2. Objetivos

3.2.1. Objetivo general

Evaluar una estrategia de imputación de datos, múltiple y multivariada, de valo-

res faltantes en series de tiempo en el campo meteorológico utilizando aprendizaje

automático.

3.2.2. Objetivos espećıficos

Los objetivos espećıficos de este proyecto son los siguientes:

1. Evaluar varios métodos conocidos de imputación de datos múltiple y multiva-

riada con el fin de medir su nivel de predicción con las métricas acordadas.

2. Proponer una estrategia de imputación de datos múltiple y multivariada.

3. Realizar un análisis comparativo del desempeño obtenido al realizar imputacio-

nes múltiples y multivariadas en las series de tiempo con los métodos propuestos

y la estrategia presentada.

3.3. Hipótesis

Con base en la justificación del problema y en los objetivos del proyecto, se define la

siguiente hipótesis:

Utilizando la estrategia propuesta, basada en el aprendizaje profundo, para la impu-

tación múltiple y multivariada de series de tiempo, es posible reducir el RMSE respecto

a las otras técnicas utilizadas como comparación, EMB y Random Forest, en al menos

un 5 % del valor obtenido en dicha métrica en las técnicas supramencionadas en la

imputación de los conjuntos de datos propuestos.
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3.4. Métricas

La determinación de las métricas a considerar para la evaluación del desempeño de la

estrategia propuesta se basan en las métricas comúnmente utilizadas en los art́ıculos

presentados en el estudio del estado del arte [12, 48, 18, 16]. Las métricas a emplear

seŕıan:

1. Mean Absolute Error (MAE)

2. Root Mean Square Error (RMSE)

3. Coeficiente de determinación (R2)

4. Tiempo de ejecución: Tiempo que le toma al algoritmo utilizado en realizar la

imputación de datos.

Previamente detalladas en la sección 2.

45



Diseño Experimental

4.1. Descripción de experimentos

Este caṕıtulo expone los pasos desarrollados para implementar la propuesta Impu-

tación múltiple y mulivariada de valores faltantes en series de tiempo del campo me-

terológico utilizando aprendizaje automático. Se describe el diseño de experimentos

planteados basados en los lineamientos desarrollados en el libro de Douglas C. Mont-

gomery [51].

4.1.1. Descripción del Problema

Desarrollar una propuesta de imputación múltiple y multivariada de series de tiem-

po que, utilizando aprendizaje automático, mejoren los resultados obtenidos con los

algoritmos propuestos como punto de comparación.

4.1.2. Variables de Respuesta

Las variables de respuesta corresponden a las métricas previamente detalladas en la

sección 2 de este documento:

1. MAE
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2. RMSE

3. R2

4. Tiempo de ejecución

4.1.3. Factores

Se enumeran todos los posibles factores que puedan influenciar el experimento. Selec-

ción de factores:

Algoritmos: Los algoritmos seleccionados de la literatura analizada en esta in-

vestigación, en la sección 3.1, se aplicarán a los conjuntos de datos seleccionados

de ICAFE.

• Algoritmo EM basado en bootstrap. Se utilizará un algoritmo para la impu-

tación múltiple de los datos faltantes. Este algoritmo permite reducir la

parcialidad e incrementar la eficiencia. Está habilitado por el boostrap ba-

sado en el algoritmo EM que hace más rápida y robusta la imputación de

varias variables, incluyendo series de tiempo.

• Random Forest (MissForest): Se utilizará una implementación del algo-

ritmo base Random Forest, denominada MissForest, la cual realiza una

imputación no paramétrica que se puede aplicar a varios tipos de varia-

bles. Construye un modelo Random Forest para cada variable. Después,

usa el modelo para predecir valores faltantes en la variable con ayuda de

otros valores observados.

• Propuesta de la presente investigación.

Conjuntos de datos: Se utilizaron los siguientes datos reales facilitados por

ICAFE: estaciones climatológicas pertenecientes a una misma zona geográfica

identificadas por los números 9, 10, 11 y 12. Cada una de ellas cuenta con las

variables de precipitación, temperatura máxima, temperatura exterior, punto
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de roćıo y humedad exterior. Estas variables fueron preseleccionadas con la in-

tención de que compartieran algún grado de correlación entre ellas. La cantidad

de datos disponibles para cada estación comprenden desde 01-12-2013 hasta el

30-04-2015 para un total de 12382 observaciones (registradas por hora) para

cada estación.

Conjuntos de entrenamiento, validación y pruebas: Consiste en dividir

los datos en un 80 % para entrenamiento, 10 % para validación y 10 % para

pruebas.

Cantidad de datos faltantes en los diseños experimentales: Consiste en

generar series de tiempo con faltantes de datos para ser evaluados por igual en

los diferentes algoritmos al 1 %, 3 %, 5 %, 10 % y 20 %, a partir de los datos

originales previamente trabajados.

4.1.4. Selección del diseño experimental

Para el diseño experimental se realiza entrenamiento con los datos de la estación

9 y se imputa y valida sobre las estaciones 10, 11 y 12, dando como resultado 15

experimentos para evaluar la arquitectura LSTM propuesta.

Estación Imputada Algoritmo % Train, Val & Test % Datos faltantes

9 LSMT propuesto 80/10/10 1,3,5,10 y 20

11 LSMT propuesto 80/10/10 1,3,5,10 y 20

12 LSMT propuesto 80/10/10 1,3,5,10 y 20

También se comparan los algoritmos EMB, MissForest y la arquitectura LSTM pro-

puesta entrenando con la estación 9 e imputando sobre las estaciones 10, 11 y 12

(se utilizan 5 experimentos generados en el paso anterior) y se comparan con los 10

experimentos nuevos de los resultados EMB y MissForest, dando como resultado 10
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experimentos más. Para un total de 25 experimentos en esta sección.

Estación Imputada Algoritmos % Train, Val & Test % Datos faltantes

10 EMB 80/10/10 1,3,5,10 y 20

11 MissForest 80/10/10 1,3,5,10 y 20

12 Algoritmo desarrollado 80/10/10 1,3,5,10 y 20

Las métricas descritas en la sección 3.4 serán utilizadas para analizar cada uno de

estos experimentos como variables de respuesta en el análisis de los resultados.

4.1.5. Análisis estad́ıstico

Para validar si las distribuciones obtenidas como resultado de los experimentos mos-

traron diferencias de medias significativas de acuerdo a la estrategia utilizada, se

emplearon bibliotecas de sklearn metrics [52] en Python para realizar el análisis es-

tad́ıstico según las métricas mencionadas en la sección 4.1.2.

4.2. Detalles de los experimentos

A lo largo de esta sección, se profundiza en los detalles técnicos y del proceso relaciona-

dos a la preparación, implementación y ejecución de los experimentos realizados.

4.2.1. Ambiente de desarrollo

Esta sección detalla los requerimientos necesarios para lograr el preprocesamiento,

implementación, ejecución y validación de los experimentos, que facilitaron el desa-

rrollo y la configuración de los métodos a utilizar. A continuación, se describen los

aspectos técnicos requeridos para lograr la ejecución de los experimentos.
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Se propone el uso de las siguientes tecnoloǵıas:

1. Lenguaje de programación Python: para el uso de la biblioteca Keras, missFo-

rest y otras tareas de propósito general. Bibliotecas de Python: pandas, numpy,

random, math, statsmodels, scipy, sklearn, matplotlib, IPython, wandb, tensor-

flow, kerastuner, keras, math, seaborn.

2. Lenguaje de programación R: para el uso de la biblioteca de Amelia. Bibliotecas

de R: Amelia, Rcpp

3. Gestor de versiones de código: GIT

4. Notebooks de Jupyter en Cloud: Google Colab

5. Sistema Operativo y hardware mı́nimo: Las pruebas fueron realizadas en Google

Colab, por lo tanto, se requiere una computadora con acceso a internet y una

cuenta gratuita en Google Colab. Las especificaciones técnicas de la máquina

utilizada para realizar el presente estudio son: Windows HP Pavilion con un

Intel Core I3, 8GB RAM de 2.0 GHZ procesador.

4.2.2. Conjuntos de datos

El conjunto de datos utilizados en esta investigación fueron proporcionados por el

Instituto del Café de Costa Rica (ICAFE), que cuenta con una serie de sensores en

diferentes zonas alrededor del páıs en donde se monitorean múltiples variables de la

climatoloǵıa costarricense. Sin embargo, por diversas razones, los datos no siempre se

han podido recolectar de forma efectiva.

El conjunto de datos de ICAFE está compuesto por 32 estaciones (a noviembre del

2019), en donde cada estación cuenta con múltiples variables, y para efectos de este

estudio se delimitará técnicamente a las variables de temperatura exterior (en grados

cent́ıgrados), temperatura máxima (en grados cent́ıgrados), humedad exterior (por-

centaje de humedad relativa), punto de roćıo (en grados cent́ıgrados) y precipitación

(en miĺımetros cúbicos). Es importante aclarar que cada estación cuenta con 2 senso-
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res, uno a la intemperie y otro ubicado en una bodega, por lo cual la humedad interior

y exterior pueden no estar correlacionadas por factores como el aire acondicionado o

ventiladores en bodega.

Para el entrenamiento y la prueba de los modelos desarrollados en esta investiga-

ción se utilizaron cuatro conjuntos de datos (detallados en el diseño experimental

4.2.2) provenientes de estaciones climatológicas ubicadas en la zona de Los Santos,

con caracteŕısticas muy similares entre śı (en su ubicación geográfica y caracteŕısticas

climatológicas). En la siguiente gráfica 4.1, se muestra el análisis de los datos realizado

a las 32 estaciones facilitadas por ICAFE, las columnas representan el año, las filas

el número de estación y los espacios en blanco representan d́ıas faltantes en la serie

de tiempo. Cuando el espacio en blanco entre los datos es pequeño, puede valorarse

si lo que faltan son horas o d́ıas que podŕıan rellenarse con el fin de lograr una serie

de tiempo más completa (bajo criterios explicados más adelante). Cuando el espacio

en blanco es mayor a 2 pixeles, según la gráfica, puede entenderse que faltan más

de 2 d́ıas consecutivos en la serie de tiempo y por ende se debe valorar si utilizar

esa franja de tiempo o incluso descartar esa estación para su análisis. Las estaciones

están agrupadas de acuerdo con la zona geográfica a la que pertenecen. Las zonas

geográficas se distinguen entre ellas por colores diferentes. Algunas de las celdas en

color blanco pueden ser trabajadas para realizar una imputación de datos suponiendo

que sean d́ıas u horas que manejan una misma climatoloǵıa y que los extremos de los

datos que los rodean muestren que no ha cambiado en forma significativa el clima en

ese rango de datos ausente. La idea de rellenar esos datos es convertir los espacios en

blanco al color de su zona, con el fin de producir un conjunto de datos más robusto

para utilizar en los entrenamientos.
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Figura 4.1: Presencia de datos en las 32 estaciones de ICAFE
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4.2.3. Preprocesamiento de datos

Con el propósito de preprocesar el conjunto de datos, muchos factores debieron ana-

lizarse con el fin de obtener un conjunto de datos con caracteŕısticas similares entre

las estaciones y su periocidad. El proceso de preprocesamiento implica realizar una

serie de transformaciones al contenido de cada estación con el fin de disminuir el ruido

presente en los datos en las series de tiempo y aśı lograr que el conjunto de datos sea

lo más uniforme posible. Los pasos de preprocesamiento utilizados en la propuesta

final son:

1. Se toman las 32 estaciones a analizar y se generan nuevas estaciones con las 5

variables de interés, mencionadas anteriormente: temperatura exterior (Temp

Out), temperatura máxima (Hi Temp), humedad exterior (Out Hum), punto de

roćıo (Dew Pt.) y precipitación (Rain).

2. Para cada una de las estaciones se proceden a generar conjuntos de datos con

las mismas periocidades en las series de tiempo, es decir cada 15 minutos, 30

minutos, 45 minutos y cada 60 minutos con el fin de buscar la combinación más

adecuada en cantidad de datos y periocidad según las estaciones disponibles en

el estudio.

3. Una vez analizadas las 32 estaciones se procede a analizar la presencia de los

datos en las 32 estaciones, dos requisitos importantes deben cumplirse al se-

leccionar un conjunto de datos: se requieren 2 o más estaciones de una misma

zona geográfica y además deben compartir el mismo intervalo de tiempo con

datos. Esto con el fin de escoger las estaciones con caracteŕısticas similares (en

su ubicación geográfica) y que contengan una cantidad poco significativa de va-

lores faltantes (preferiblemente celdas con espacios mı́nimos en blanco), pues el

grupo de datos a utilizar debe ser lo más completo posible para evitar introducir

“outliers”(observaciones que se salen del comportamiento normal de los datos

que a la vez pueden introducir ruido a los algoritmos de aprendizaje automáti-

co) en el proceso de rellenado manual y también evitar que cualquier proceso
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de rellenado manual o automático (si es utilizado frecuentemente para rellenar

faltantes) agregue el riesgo de perder el comportamiento real de los datos.

4. En conjunto con una persona experta de ICAFE, se procede a analizar el con-

junto de los datos extráıdos: la identificación de las estaciones con climatoloǵıa

similar (se determina que la zona de Los Santos, representada en color morado,

cumple estas caracteŕısticas) y que además contengan datos completos (o casi

completos), la definición de criterios de llenado o imputación de datos según la

cantidad de horas faltantes (sólo se rellenan espacios en blanco menores iguales

a 4 horas) y la temporada en que se encuentran dichos datos faltantes. Todo

lo anterior se realizó con el fin de definir las estaciones y los intervalos en las

series de tiempo que van a ser la base para el entrenamiento de los algoritmos

de aprendizaje automático.

5. Con las estaciones preseleccionadas se procede a analizar la cantidad de datos

según las periocidades generadas. Para este estudio se determinó que la perio-

ciodidad de los datos de cada 60 minutos, en la zona de Los Santos (en color

morado 4.1), en el intervalo de años de diciembre 2013 a abril 2015 (en el si-

guiente punto se proporciona el detalle de cómo se obtuvieron), produce una

cantidad de 12382 datos por estación para poder entrenar los algoritmos.

6. Se procedió a realizar rellenado automático de datos en donde se realiza un

barrido por todas las estaciones 9, 10, 11 y 12 de la zona de Los Santos. Este

proceso consiste en rellenar cualquier faltante de datos menor o igual a 4 horas

de datos en un d́ıa en horas consecutivas. Si el rango de horas faltantes es mayor

se procede a generar arhivos de intervalos indicando el d́ıa inicial y la hora inicial

y la fecha final con su hora final, de esta manera se identifica a partir de cuándo

no se pudo rellenar los datos, pues el “hueco” faltante era mayor a las 4 horas

consecutivas. Para ejemplificar el proceso la siguiente imagen muestra cómo se

producen los intervalos en la estación 9.
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Figura 4.2: Archivos de intervalos generados de la estación 9, se muestra el rango de
tiempo de datos faltantes

7. En este paso, se procede a analizar los archivos de intervalos generados en cada

estación, para verificar si es viable realizar algún tipo de rellenado manual de

datos. Se analizan los d́ıas que colindan con el “hueco” y a través de observación

del comportamiento de todas las variables, se decide si rellenar o no los datos

con los datos de alguno de los extremos, tomando el comportamiento de d́ıas

previos, y revisando que las variables compartan un comportamiento similar a

los d́ıas que colindan directamente con los faltantes en las horas que se requieren

rellenar. Todo esto según las recomendaciones dadas por el experto de ICAFE

mencionado en el punto tras anterior. En caso de que se descarte realizar el

rellenado de datos manual, ese intervalo es descartado como opción para el

conjunto de datos que se busca generar.

8. Con los datos rellenados en las estaciones preseleccionadas, y con la periocidad

deseada, se analiza el conjunto de los datos con el fin de determinar los subgrupos

de análisis de los datos y sus cantidades, y de esta manera determinar cuál será

el subconjunto de datos a seleccionar para entrenar los algoritmos.

Un ejemplo del preprocesamiento realizado se puede apreciar en la gráfica 4.3, donde
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se muestran los datos originales para la zona de Los Santos en las estaciones 8, 9, 10,

11, 12, 21 y 31, en donde existen algunas ĺıneas delgadas en color blanco, indicando

que hay datos que pueden ser rellenados para generar una continuidad de los datos

más amplia. Cuando las ĺıneas son delgadas indican poca ausencia de datos en d́ıas.

Siguiendo los pasos detallados anteriormente se determina que las estaciones 9, 10,

11 y 12, con fechas entre diciembre 2013 y abril del 2015 nos brindan la posibilidad

de tener 4 estaciones con condiciones geográficas similares y cada una con 12372

observaciones por cada hora todos los d́ıas desde diciembre 2013 a abril del 2015,

para poder utilizarlas con confianza en el diseño experiemental.

Figura 4.3: Filas: Identificación de la estación, columnas: año, y en cada celda la
presencia de los datos originales en intervalos de cada d́ıa, facilitados por ICAFE

Figura 4.4: Ubicación geográfica de las estaciones metereológicas de la Zona de los
Santos, Costa Rica.
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En la gráfica 4.5, se pueden apreciar seis subconjuntos de datos, representados por

los colores amarillo, rojo, azul, verde, negro y gris, estos subconjuntos de zonas se

evaluaron durante el preprocesamiento de datos con el fin de encontrar un subcon-

junto de datos lo suficientemente grande que agrupe varias estaciones y que además

aglomere la mayor cantidad de datos posibles y utilice lo menos posible el proceso

manual de rellenado de datos.

Figura 4.5: Muestra diferentes subconjuntos de datos representados por diferentes
colores

El análisis de los datos realizado en la estación de Los Santos 4.5, en forma preliminar

nos mostró que, aunque hab́ıan muchas zonas candidatas a ser evaluadas para el

presente estudio, al realizar el análisis de forma minuciosa en cuanto a la cantidad

de horas faltantes en mismo un d́ıa (que pueden ser no consecutivas pero a la vez

tener muchos faltantes) y en cuanto a la cantidad de d́ıas consecutivos con pérdida

de datos (que, aunque pueden rellenarse, introducen mucho ruido a los datos), se

concluyó que seleccionar la zona roja con las estaciones 9, 10, 11 y 12 comprendidas

desde diciembre 2013 a abril 2015 es la opción más viable.

A continuación se detalla la cuantificación de datos faltantes por estación (que cada

estación contiene un total de 61860 valores):

- Estación 9: 85 valores faltantes fueron rellenados en forma automática y ma-

nual equivalentes a 17 horas.

- Estación 10: 310 valores faltantes fueron rellenados en forma automática, no

hubo relllanado manual, equivalentes a 62 horas.

- Estación 11: 615 valores faltantes fueron rellenados en forma automática y

manual, equivalentes a 123 horas.
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- Estación 12: 615 valores faltantes fueron rellenados en forma automática y

manual, equivalentes a 123 horas.

Se notó que, cuando las variables se agrupan y se comparan las gráficas de las esta-

ciones, estas muestran tendencias similares en el periodo de tiempo analizado. Por

ejemplo cuando son agrupadas por variable temperatura exterior 4.6, humedad ex-

terior 4.7, temperatura máxima 4.8, las estaciones 9 y 11 y las estaciones 10 y 12

muestran similitudes en cuanto al comportamiento de estas variables, el punto de

roćıo 4.9 muestra una tendendcia similar en las 4 estaciones. Y en cuanto al gráfico

de precipitación4.10 las estaciones 9, 10 y 11 comparten una tendencia similar, siendo

la estación 12 la que difiere respecto a las demás estaciones.

Figura 4.6: Temperatura Exterior en las estaciones 9, 10 11 y 12.

Figura 4.7: Humedad exterior en las estaciones 9, 10 11 y 12.
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Figura 4.8: Temperatura máxima en las estaciones 9, 10 11 y 12.

Figura 4.9: Punto de roćıo en las estaciones 9, 10 11 y 12.

Figura 4.10: Precipitación en las estaciones 9, 10 11 y 12.
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La gráfica 4.11 muestra las variables agrupadas en cada estación. Se puede visualizar

que la humedad interior en la estación 9 y 11 muestran tendencias similares, y que

la humedad interior en la estación 10 y 12 tienen comportamientos muy diferentes

entre śı y en comparación a las estaciones 9 y 11. Se puede apreciar que para todas

las estaciones las variables de tempertura máxima, velocidad del viento, precipitación

y punto de roćıo tienen tendencias similar entre ellas a través de todas las estaciones

de la zona de Los Santos.

Figura 4.11: Variables no correlacionadas en las estaciones 9, 10 11 y 12.

En la gráfica 4.12 muestra el comportamiento de las variables seleccionadas para esta

investigación y cómo se comportan en forma similar en las 4 estaciones seleccionadas

anteriormente, siendo la temperatura exterior la variable que presenta un poco más

de variación con respecto a las demás.
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Figura 4.12: Variables en todas las estaciones 9, 10 11 y 12.

Las distribuciones multivariable deben tener una distribución normal por tres razones

muy importantes:

1. La simplificación matemática: la distribución se torna más sencilla de trabajar.

2. Teorema del Ĺımite Central en versión multivariable: si se tiene una colección de

vectores aleatorios que son independientes e idénticamente distribuidos, enton-

ces el vector medio muestral, será aproximadamente multivariante normalmente

distribuido para grandes muestras.

3. Muchos fenómenos naturales pueden modelarse con distribuciones normales al

igual que los casos univariados.

Se puede apreciar en las gráficas 4.13, 4.14, 4.15 y 4.16, cómo siguen una distribución

normal o “casi”normal, el “casi”normal se debe principalmente a que los datos no

están tan lejos de la normalidad dado que el “p-value” es muy pequeño en un con-

junto de datos relativamente grande, lo que hace que algunos valores se desv́ıen de la

“normalidad” [53, 54].

También se analizan, junto a las distribuciones, dos métricas importantes: la asimetŕıa
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“skewness” y el “curtosis”. El “skewness” se carateriza por medir la asimetŕıa de la

distribución, este valor puede ser negativo o positivo y dependiendo del rango para

este valor puede ser aceptada o rechazada la asimetŕıa de normalidad. La medida del

“curtosis” se caracteriza por medir si una distribución es de cola pesada o cola ligera

en una distribución normal. El “curtosis” de una distribución normal es 3. Si una

distribución determinada tiene una curtosis inferior a 3, se dice que es “playkurtic”,

lo que significa que tiende a producir menos valores at́ıpicos y menos extremos que

la distribución normal. Si una distribución determinada tiene una curtosis superior

a 3, se dice que es “leptokurtic”, lo que significa que tiende a producir más valores

at́ıpicos que la distribución normal [55].

Los valores de asimetŕıa y curtosis entre -2 y +2 se consideran aceptables para demos-

trar una distribución univariada normal (George Mallery, 2010). Cabello et al. (2010)

y Bryne (2010) argumentaron que los datos se consideran normales si la asimetŕıa está

entre -2 y +2 y la curtosis está entre -7 y +7 [56].

Figura 4.13: Distribución de los datos en la variable temperatura máxima estación 9.
Kurtosis y Skew cumplen las afirmaciones para conciderarse una distribución normal.
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Figura 4.14: Distribución de los datos en la variable temperatura exterior estación 9.
Kurtosis y Skew cumplen las afirmaciones para conciderarse una distribución normal.

Figura 4.15: Distribución de los datos en la variable humedad exterior estación 9.
Kurtosis y Skew cumplen las afirmaciones para conciderarse una distribución normal.
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Figura 4.16: Distribución de los datos en la variable punto de roćıo estación 9. Kurtosis
y Skew cumplen las afirmaciones para conciderarse una distribución normal.

A diferencia de las demás variables, la precipitación tiene una una distribución similar

a la distribución Pareto [57], pues el análisis de “skewness” y el “curtosis” en los

rangos en que caen no pueden ser clasificadas de esta manera, sin embargo, según el

análisis realizado por Boakye y Yao en [56], existen muchas maneras de determinar

la normalidad en algunos casos. Por lo tanto, la variable de precipitación no cumple

con el requerimiento de seguir una distribución normal y es una de las asunciones

requeridas por el algoritmo EMB a la hora de imputar los datos, sin embargo en la

sección de resultados se ampliará cómo las pruebas realizadas en EMB, con y sin

precipitación, el algoritmo fue capaz de imputar los valores faltantes incluso cuando

se trataba con la precipitación, sin elevar el error de forma importante.
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Figura 4.17: Distribución de los datos en la variable precipitación estación 9. Kurtosis
y Skew no cumplen las afirmaciones para conciderarse una distribución normal.
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4.2.4. Generación de datos faltantes para evaluación de impu-

taciones

La generación de archivos con porcentajes de datos faltantes para la ejecución del

diseño experimental busca simular la problemática real experimentada por ICAFE

cuando recopilan la información de los sensores. Varios escenarios pueden ocurrir

durante la pérdida de datos. Por ejemplo, si los datos faltantes son durante la noche, es

porque algunos sensores trabajan con paneles solares durante el d́ıa, pero en la noche

entra a trabajar la bateŕıa, si la bateŕıa se agota o no son reemplazadas a tiempo,

ocurre la pérdida de datos por falta de enerǵıa en el sensor. Si la pérdida de datos

ocurre durante varios d́ıas consecutivos, el error puede ser debido a que la consola o

datalogger al perder conectividad o electricidad se desconfiguran y dejan de almacenar

la información (aunque el sensor esté enviando correctamente la información). Si la

pérdida de datos se da solamente en algunas variables puede darse debido a que si

son sensores de viento y no hay viento, el sensor no registra datos. También puede

ocurrir un corto circuito (provocado por un animal, humedad o una gota de agua en

el sensor) en el sensor que mide esa variable, por lo tanto, los datos no pueden ser

enviados al datalogger.

Para la generación de los datos faltantes se procedió a generar archivos con faltantes

aleatorios en las estaciones 9, 10 , 11 y 12 en las diferentes variables de modo que se

tuvieran archivos con 1, 3, 5, 10 y 20 por ciento de datos faltantes. En este escenario,

se busca evaluar los resultados de cada algoritmo a la hora de imputar datos faltantes

en forma aleatoria (utilizado en el diseño experimental A, C, D).

Existen otros escenarios que se buscan evaluar en los diseños experimentales am-

pliados en este estudio. Por ejemplo, el diseño experimental B, busca someter a una

prueba de estrés el rendimiento de los algoritmos utilizados para evaluar la capacidad

de imputar datos faltantes en forma consecutiva (no mayor a 5 d́ıas consecutivos de

datos faltantes), el diseño experimental E, que busca abordar de manera integral el

caso de los datos faltantes y probar la efectividad de los algoritmos utilizados en la
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imputación de datos faltantes (faltantes, por horas, faltantes por d́ıas, faltantes por

variable y faltantes en todas las combinaciones) con las fallas frecuentes experimen-

tadas en el ICAFE.
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Arquitectura propuesta de aprendi-

zaje automático para la imputación

múltiple y multivariada de valores

faltantes en series de tiempo del cam-

po meteorológico utilizando LSTM

Para desarrollar la arquitectura propuesta de esta sección, es importante mencionar

que mucha experimentación fue llevada a cabo a través de variaciones de arquitectu-

ras LSTM, hiperparametrización con diferentes herramientas como Keras Tunner y

Wandb para obtener una arquitectura que lograra mejoras con respecto a las fuentes

utilizadas y consultadas en este estudio.

Los detalles de la experimentación llevada a cabo se mencionan en la sección del

diseño experimental, sin embargo, en forma general, se puede mencionar que se uti-

lizaron arquitecturas LSTM Encoder-Decoder, LSTM Encoder-Decoder Bidireccio-

nal, Transformer con LSTM Decoder, Redes Convolucionales, LSTM Bidireccionales,

LSTM Encoder y Decoder Bidireccionales, LTSM Encoder con capas GRU, y otras
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variantes de estas, con el fin de encontrar la mejor combinación de hiperparámetros

y capas que nos brindara los mejores resultados en la imputación de datos faltantes

en las series de tiempo.

La arquitectura de aprendizaje profundo desarrollada en esta investigación se basa

en la arquitectura propuesta por Alhamid en [58]. En su trabajo, Alhamid propone

una arquitectura a partir 2 capas ocultas, seguidas de 2 capas LSTM bidireccionales

y una capa adicional oculta. La entrada es una secuencia de eventos y la salida es la

predicción del siguiente evento en la secuencia. Tomando como base la arquitectura

propuesta por Sucholutsky [36] se recopilan las recomendaciones y lineamientos brin-

dados en su investigación de interés para la presente investigación: la utilización del

optimizador Adam, y sugiere una RNN en forma bidireccional como trabajo futuro;

utilizando LSTM bidireccional (considerando que esta sugerencia puede involucrar

más latencia), utiliza 5 capas ocultas, sin embargo, concluye que capas adicionales no

mejoran el rendimiento. Dadas las recomendaciones brindadas por los autores supra

mencionados y a través de experimentación se logra desarrollar la siguiente arquitec-

tura que mejora en un 2 % con respecto a las mejores arquitecturas LSTM evaluadas

en la sección de diseño experimental A: 6.5, 6.7, 6.8, 6.9, 6.5.

A continuación, se describe la arquitectura utilizada en el presente estudio 5.1 que

compite en cierta manera con algoritmos tan exitosos en la imputación de datos como

lo son EMB y MissForest.

La capa de entrada de nuestro modelo es una capa Secuencial. Seguida de una capa

LSTM con los siguientes parámetros: 64 unidades en la salida, inicializador kernel

“he uniform”, inicializador recurrente “he uniform”, forma de la entrada: 5 pasos

en el pasado, y 5 caracteŕısticas a analizar, retorno de las secuencias en “True”, y

definiendo esta capa de entrada con el nombre de “enconder1”.

La siguiente capa es una capa Bidireccional con parámetros merge mode con valor

mul. Dicha capa Bidireccional envuelve una capa LSTM con parámetros: 32 unidades

en la salida, inicializador kernel “he uniform”, inicializador recurrente “he uniform”,

retorno de secuencias en “False” y finalmente un “dropout”de 0.5.
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La siguiente capa es un Vector de Repetición con 5 pasos al futuro llamada “enco-

der decoder bridge”.

Seguida de otra capa Bidireccional que envuelve una capa LSTM con parámetros:

32 unidades en la salida, inicializador kernel “he uniform”, inicializador recurrente

“he uniform”, retorno de secuencias en “True” y finalmente un “dropout”de 0.5,

llamada “decoder 1”.

Nuevamente se agrega otra capa LSTM con parámetros: con 64 unidades en la salida,

inicializador kernel “he uniform”, inicializador recurrente “he uniform”, retorno de

secuencias en “True” llamada “decoder 2”.

La siguiente capa es un “GaussianDropout” con probabilidad de abandono o de cáıda

(drop out) 0.5.

Finalmente la capa de salida es “Time Distributed”que contiene una capa Densa con

parámetros: 5 caracteŕısticas y con la función de activación “relu”.
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Figura 5.1: Arquitectura LSTM propuesta
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5.0.1. Arquitectura propuesta de aprendizaje automático pa-

ra la imputación múltiple y multivariada de valores

faltantes en series de tiempo del campo meteorológico

utilizando LSTM con conjuntos de datos correlaciona-

dos por variable según las estaciones aledañas

En esta sección se propone una variante a las pruebas ya realizadas, al obtener que el

LSTM propuesto no mejora en forma significativa las imputaciones realizadas, por lo

que se desea evaluar si las estaciones aledañas y las variables mejor correlacionadas

pueden ayudar a mejorar las métricas obtenidas en los experimentos A, B y C.Se

utiliza la misma arquitectura, pero se genera un nuevo connjunto de datos, de manera

que si se pretende imputar la estación 10, en las variables de temperatura exterior,

humedad exterior, temperatura máxima, precipitación y punto de roćıo, para cada

una de las variables se toman los valores de cada variable en las estaciones aledañas

que guarden mejor grado de correlación y se construye un nuevo conjunto de datos

tomando las columnas individuales predichas por los modelos que corresponden a las

columnas que guardan mejor correlación con la estación que se pretende imputar. La

gráfica 5.2, muestra cómo se construye el nuevo conjunto de datos de la estación 10, a

partir de la búsqueda de las variables correlacionadas en las estaciones aledañas.
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Figura 5.2: Construcción de nuevo conjunto de datos basado en la correlación entre
las variables con las estaciones aledañas

Se realizan los cálculos para generar una matriz de correlación que permita visuali-

zar la correlación entre variables y estaciones de forma sencilla. Ver gráfica 5.3. De

esta gráfica se pueden realizar dos deducciones muy importantes, la precipitación no

guarda correlación con ninguna de las demás variables en cada estación. También se

puede apreciar que la humedad exterior no tiene correlación en la estación 9 y la 11,

ni tampoco en la estación 11 con la estación 9 en la misma variable.

Una vez generado el nuevo conjunto de datos, se procede a entrenarlo para luego

proceder a imputar la estación deseada, utilizando cada caracteŕıstica que guarda

mejor correlación. Para esta prueba se genera un diseño experimental D, en dónde se

evalúan los resultados de realizar esta prueba.
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(a) Matriz de correlación, estación 9 (b) Matriz de correlación, estación 10

(c) Matriz de correlación, estación 11 (d) Matriz de correlación, estación 12
Figura 5.3: Matriz de correlación entre estaciones y variables

5.0.2. Hiperparametrización

En esta sección, se detallan los experimentos ejecutados y se analizan los resultados

obtenidos. Los experimentos se dividen en dos fases: hiperparametrización y experi-

mentos finales. En la fase de hiperparametrización se eligen los mejores hiperparáme-

tros de cada modelo a analizar, para luego utilizarlos en la fase de experimentos

finales. Los experimentos finales son el resultado de la depuración de la sección de

hiperparametrización de los modelos.
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Hiperparametrización del modelo EMB

El algoritmo EMB no requirió ninguna hiperparametrización especial (pues al tratar

de hiperparametrizarlo no aportaba mejoras al modelo y agregaba tiempo de ejecu-

ción), se imputaron los datos faltantes con la configuración “default”[59]. El algoritmo

está representado en su forma más básica al no especificar columna de tiempo, pues

esto genera más tiempo de procesamiento, por tanto, la complejidad temporal no está

limitada por algún polinomio (el parámetro “polytime” indica el poder del polinomio

a ser incluido en el modelo de imputación).

Hiperparametrización del modelo Random Forest: Missforest

El algoritmo MissForest no fue hiperparametrizado (a excepción del diseño experi-

mental B, sin embargo de igual manera ni la configuración “default”ni ninguna otra

variante logró afrontar el problema de rellenar grandes “huecos”de datos), ya que

agregar o restar árboles de decisión, que es lo que puede hiperparametrizarse, no

aportaba mejoras al modelo de predicción, los demás valores que se podŕıan hiperpa-

rametrizar aplican bien a este caso, por tanto no fueron modificados. Sin embargo,

al agregar más árboles de decisón no se presentaron mejoras, por lo tanto se utilizó

la configuración “default”. Dentro de las posibilidades que presenta el algoritmo, se

puede realizar el “fit” con una estación y ejecutar el “transform” con otra estación, a

diferencia de EMB que solamente puede imputar sobre una estación sin realizar algún

entrenamiento o análisis previo.

Hiperparametrización del modelo LSTM propuesto

El modelo LSTM múltiple y multivariado desarrollado en esta investigación, fue hiper-

parametrizado utilizando la metodoloǵıa de búsqueda aleatoria sobre los parámetros:

timesteps, epochs, learning rate, merge mode y loss. En donde, basados en la investiga-

ción Sucholutsky [36] y la exploración de parámetros realizada en esta investigación,

se muestran las mejores combinaciones de los parámetros que brindan las mejores
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métricas para la imputación de los datos en los conjuntos de datos mencionados ante-

riormente con el fin de utilizarlos en los experimentos finales. El cuadro 5.1 muestra

los hiperparámetros y los valores que dieron mejores resultados en la hiperparametri-

zación del presente modelo. En otras palabras, se escogió el modelo que proporciona

el mejor rendimiento con el objetivo de maximizar la métrica RMSE. En total, todos

los experimentos abarcan 7 variables diferentes, con 800 combinaciones de valores dis-

tintos. El cuadro 5.1 muestra las variables probadas durante la hiperparametrización.

Para reducir la cantidad de experimentos, se utilizaron siempre los conjuntos estación

9 y estación 10. Para elegir los mejores resultados en las imputaciones de datos se

tomaron en cuenta las métricas arrojadas por RMSE, MAE y R2 en los algoritmos

(detallados en la siguiente sección) a la hora de predecir los datos imputados para el

1 %, 3 %, 5 %, 10 % y 20 % de los datos faltantes.

Hiperparámetro Valores Probados
batch size 128, 64, 32, 16

activation function relu, sigmoid
timesteps 72, 48, 24, 12, 5

epochs 10, 20, 50, 80, 100
learning rate 0.0001
merge mode sum, mul, concat, ave

loss mse

Cuadro 5.1: Hiperparámetros y valores utilizados en la búsqueda aleatoria del modelo
LSTM múltiple y multivariado.
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Experimentos finales y análisis de

resultados

Los experimentos finales comprenden los 15 experimentos establecidos en la sección

4.1.4 y detallados en la sección Diseño experimental A (detallada más adelante). Pero

además, durante la experimentación se encontraron nuevas opciones que se considera-

ron importantes de evaluar e incluir en los resultados producto de esta investigación.

Es importante aclarar que la imputación de variables se realiza sobre cualquiera de las

cinco variables utilizadas en este estudio (precipitación, punto de roćıo, temperatura

máxima, humedad exterior, y temperatura exterior).

Los resultados de la hiperparametrización de la arquitectura LSTM propuesta apun-

taron a que los mejores valores durante la hiperparametrización son los especificados

en la tabla 6.1.

Hiperparámetro Valor seleccionado
batch size 32

activation function relu
timesteps 24

epochs 100
learning rate 0.0001
merge mode concat

loss mse

Cuadro 6.1: Hiperparámetros y valores utilizados en la búsqueda aleatoria del modelo
LSTM múltiple y multivariado.
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Para todos los experimentos planteados en los diseños experimentales, se evalúan las

métricas MAE, RMSE , R2 y el tiempo de ejecución, siendo el RMSE la principal

métrica para determinar la efectividad de las imputaciones en los diferentes algorit-

mos. Para ello, esta sección se dividió en cuatro diseños experiementales detallados a

continuación.

Diseño experimental A (original): Se utiliza el conjunto de datos de la

estación 9 para entrenamiento de la arquitectura LSTM propuesta. Y para la

validación y pruebas se utilizan los conjuntos de datos de las estaciones 10, 11

y 12. Con datos comprendidos entre diciembre 2013 y abril 2015, y con valores

borrados al azar al 1 %, 3 %, 5 %, 10 % y 20 %, dando como resultado un total

de 15 experimentos. En tabla 6.2 se presentan los resultados obtenidos, se puede

observar que el MAE, RMSE y R2 tienen valores similares entre las estaciones

entre śı para cada uno de los porcentajes de valores faltantes.

También se comparan los algoritmos EMB y MissForest con la arquitectura

LSTM propuesta. Como limitaciones, se encuentra que, EMB solamente puede

imputar datos utilizando la misma estación (se utiliza la estación 10), MissFo-

rest puede hacer fit con una estación y hacer imputación de otra estación (por

lo que se hace fit con la estación 9 e imputación en la estación 10), generando

10 experimentos más y comparando con el experimento generado con la arqui-

tectura LSTM propuesta con la estación 10. En la tabla 6.3 y en la gráfica 6.1

se comparan los algoritmos EMB, MissForest y el LSTM propuesto, entrenan-

do e imputando los mismos datos para verificar la eficacia de estos algoritmos

a la hora de imputar y aśı poder compararlos bajo los mismos criterios. Los

resultados basados en el análisis del RMSE en la imputación en forma general

(para la imputación de todos las variables) muestran que MissForest y EMB lo

hacen mucho mejor que la arquitectura LSTM propuesta. En la gráfica 6.1, se

puede apreciar que la arquitectura LSTM propuesta obtiene el valor del RMSE

más grande (en comparación con los demás algoritmos) para cada uno de los

porcentajes de datos faltantes evaluados, indicando mayor error a la hora de
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imputar, sin embargo, para el 1 %, 3 %, 5 % y 10 % de datos faltantes en el R2

la arquitectura LSTM compite con métricas similares contra MissForest y el

algoritmo EMB. Las gráficas 6.1, 6.2 y 6.3 pretenden mostrar visualmente el

comportamiento de las métricas analizadas con las imputaciones de datos en

los diferentes porcentajes de datos faltantes.

Para una mejor referencia del comportamiento, se puede apreciar la media y las

desviaciones estándar en la tabla 6.3

Adicionalmente, se incluyen en esta sección otros experimentos realizados con

otras arquitecturas LSTM con el fin de buscar las mejores variantes en LSTM

en series de tiempo: LSTM + Loung Attention, LSTM + Red Convolucional,

Tranformer + LSTM, LSTM Encoder-Decoder y LSTM Bidirectional, dando

como resultado 21 experimentos adicionales, pero no se toman en cuenta para

definir los resultados de este diseño experimental, sino que pretenden mostrar

el trabajo realizado en analizar otras variantes LSTM y su efectividad en impu-

tación de datos de series de tiempo, donde la arquitectura LSTM propuesta

en este estudio muestra una mejora leve con respecto a estas arquitecturas. El

resultado de estas pruebas muestran que otros LSTM evaluados fueron inferio-

res a los obtenidos con la arquitectura LSTM propuesta en la imputación de

datos, 21 experimentos adicionales son detallados en las gráficas 6.5, 6.6, 6.7,

6.8, 6.9 en donde ninguna de las arquitecturas evaluadas presenta una mejora

que supere el 80 % en el R2 y que el RMSE sea inferior a 2.62 para el 20 % de

datos faltantes en comparación a LSTM propuesto que obtiene un 82 % en el

R2 y el RMSE es menor a 2.47 para el 20 % de datos faltantes.
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E10 E11 E12

MAE RMSE R2 MAE RMSE R2 MAE RMSE R2
1% 0.02 0.54 0.99 0.02 0.51 0.99 0.032 0.61 0.99
3% 0.07 0.91 0.98 0.06 0.84 0.99 0.10 1.03 0.98
5% 0.12 1.20 0.97 0.10 1.03 0.98 0.16 1.31 0.97
10% 0.26 1.74 0.91 0.21 1.45 0.94 0.34 1.91 0.94
20% 0.58 2.47 0.82 0.48 2.06 0.84 0.77 2.99 0.83

Cuadro 6.2: Diseño experimental A. Métricas resultantes de la hiperparametrización de la arquitectura LSTM propuesta en la
imputación de datos sobre las estaciónes 10, 11, 12 entrenadas con la estación 9. Comprendiendo 15 experimentos en total en
esta sección

EMB MissForest LSTM propuesto

MAE RMSE R2 Dur Mean STDev MAE RMSE R2 Dur Mean STDev MAE RMSE R2 Dur Mean STDev
1% 0.01 0.11 1.00 1.86s 26.76 29.05 0.00 0.06 1.00 56s 26.75 29.05 0.02 0.54 0.99 4s 26.85 29.15
3% 0.03 0.32 0.99 2.48s 26.76 29.05 0.01 0.24 1.00 55s 26.76 29.05 0.07 0.91 0.98 4s 26.80 29.09
5% 0.05 0.42 0.99 1.72s 26.77 29.04 0.016 0.30 0.99 1:05m 26.76 29.05 0.12 1.20 0.97 5s 26.82 29.11
10% 0.12 0.88 0.93 2.08s 26.78 29.03 0.05 0.65 0.96 37s 26.76 29.05 0.26 1.74 0.91 5s 26.77 29.07
20% 0.32 1.70 0.88 2.84s 26.80 29.04 0.17 1.24 0.92 52s 26.77 29.05 0.58 2.47 0.82 4s 26.80 29.07

Cuadro 6.3: Diseño experimental A. Métricas resultantes en la imputación de datos sobre la estación 10 con el algoritmo EMB,
MissForest y el algoritmo LSTM propuesto
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Datos Originales

Mean STDev

Estación 09 26.84 29.78

Estación 10 28.90 32.09

Estación 11 29.46 32.02

Estación 12 27.84 30.86

Cuadro 6.4: Métricas de media y desviación estándar sobre los datos originales en la estación 10 con el algoritmo EMB, MissForest
y el algoritmo LSTM propuesto
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Figura 6.1: Métricas obtenidas en la comparación de los algoritmos MissForest, EMB
y el LSTM propuesto, imputando con los diferentes porcentajes valores faltantes.

Figura 6.2: Gráfica que analiza el RMSE de los algoritmos MissForest, EMB y LSTM
propuesto en los diferentes porcentajes de datos faltantes
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Figura 6.3: Gráfica que analiza el MAE de los algoritmos MissForest, EMB y LSTM
propuesto en los diferentes porcentajes de datos faltantes

Figura 6.4: Gráfica que analiza el R2 de los algoritmos MissForest, EMB y LSTM
propuesto en los diferentes porcentajes de datos faltantes

RMSE R2 Duración

1 % 77.23 -639.51 NA

Cuadro 6.5: Métricas resultantes en la imputación de datos sobre la estación 10 y
haciendo entrenamiento con la estación 9, con el algoritmo LSTM + Loung, Attention,
muchos valores en negativo, no aprende, se descarta esta arquitectura

RMSE R2 Duración

1 % 0.59 0.99 1 seg

3 % 1.02 0.97 1 seg

5 % 1.33 0.95 1 seg

10 % 1.91 0.88 1 seg

20 % 2.69 0.76 1 seg

Cuadro 6.6: Métricas resultantes en la imputación de datos sobre la estación 10 y
haciendo entrenamiento con la estación 9, con el modelo Red convolutional + LSTM
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RMSE R2 Duración

1 % 0.56 0.99 1 seg

3 % 0.99 0.98 1 seg

5 % 1.31 0.96 1 seg

10 % 1.93 0.88 1 seg

20 % 2.68 0.77 1 seg

Cuadro 6.7: Métricas resultantes en la imputación de datos sobre la estación 10 y
haciendo entrenamiento con la estación 9, con el modelo Transformer + LSTM

RMSE R2 Duración

1 % 0.54 0.99 4 seg

3 % 0.92 0.98 4 seg

5 % 1.22 0.97 4 seg

10 % 1.80 0.90 4 seg

20 % 2.62 0.80 4 seg

Cuadro 6.8: Métricas resultantes en la imputación de datos sobre la estación 10 y
haciendo entrenamiento con la estación 9, con el modelo LSTM Encoder-Decoder

RMSE R2 Duración

1 % 0.54 0.99 3 seg

3 % 0.92 0.98 3 seg

5 % 1.23 0.97 3 seg

10 % 1.83 0.91 3 seg

20 % 2.76 0.80 3 seg

Cuadro 6.9: Métricas resultantes en la imputación de datos sobre la estación 10 y
haciendo entrenamiento con la estación 9, con el modelo LSTM Bidireccional
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Diseño experimental B: Esta variante contempla la posibilidad de que los

datos faltantes se presenten en forma secuencial para todas las variables, es de-

cir, el sensor que registra los datos del clima pierde por completo el rastreo de

las variables por un periodo de 2 a 5 d́ıas consecutivos hasta completar el 1 %,

3 %, 5 %, 10 % y 20 % de datos faltantes. Se pretend́ıa evaluar los mismos 15

experimentos planteados en el Diseño Experimental A, pero con datos faltantes

en forma consecutiva, se observó que: el algoritmo MissForest no logra manejar

la imputación de datos consecutivos, el algoritmo EMB a pesar que tiene como

supuesto para el rendimiento del algoritmo que los datos faltantes deben encon-

trarse al azar, logra imputar con mejor efectividad los datos faltantes respecto

a los otros dos algoritmos y finalmente el algoritmo LSTM propuesto no logra

imputar, solamente repite datos de las ventanas previas, no tiene información de

otras variables (solamente de los pasos pasados) y, por lo tanto, la imputación

de datos no es buena, se descarta seguir evaluando este experimento con datos

faltantes mayores a 1 %.

Diseño experimental C: Para esta propuesta de diseño experimental, al eva-

luar la arquitetura LSTM propuesta en forma general y no presentar los resul-

tados esperados, y, además comprendiendo que las redes neuronales recurrentes

requieren de muchos datos y en los experimentos anteriores la cantidad de da-

tos presente por estación es relativamente poca (1 año y 4 meses), se procede

a evaluar otros rangos (en años) de las estaciones 8 y 9 con datos presentes

desde 2014 al 2018 (duplicando la cantidad de datos). Se vuelven a evaluar los

algoritmos evaluados en los diseños A y B, pero con mayor cantidad de datos y

los archivos de datos faltantes con datos eliminados al azar, con 1 %, 3 %, 5 %,

10 % y 20 %, dando como resultado otros 15 experimentos.
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EMB MissForest LSTM propuesto

MAE RMSE R2 Dur Mean STDev MAE RMSE R2 Dur Mean STDev MAE RMSE R2 Dur Mean STDev
1% 0.01 0.10 1.00 4.66s 27.27 29.64 0.00 0.07 1.00 2.24m 27.27 29.65 0.02 0.52 0.99 12s 27.28 29.66
3% 0.02 0.21 0.99 4.9s 27.27 29.64 0.00 0.15 0.99 2.22m 27.26 29.65 0.06 0.79 0.98 12s 27.29? 29.67
5% 0.03 0.30 0.98 5.00s 27.27 29.64 0.01 0.20 0.99 1.54m 27.26 29.64 0.10 1.03 0.96 12s 27.31 29.68
10% 0.07 0.55 0.96 5.17s 27.28 29.63 0.03 0.36 0.98 3.18m 27.27 29.65 0.22 1.43 0.92 23s 27.34 29.70
20% 0.22 1.21 0.89 5.43s 27.30 29.62 0.11 0.88 0.93 1.51m 27.26 29.63 0.50 2.04 0.79 12s 27.27 29.63

Cuadro 6.10: Diseño Experimental C. Métricas resultantes en la imputación de datos sobre la estación 9 con el algoritmo EMB,
MissForest y LSTM propuesto. Las métricas resultantes haciendo entrenamiento con la estación 8 e imputando sobre la estación
9.

EMB MissForest LSTM propuesto

MAE RMSE R2 Dur Mean STDev MAE RMSE R2 Dur Mean STDev MAE RMSE R2 Dur Mean STDev
1% 0.01 0.11 1.00 1.86s 26.76 29.05 0.00 0.06 1.00 56s 26.75 29.05 0.02 0.54 0.99 4s 26.85 29.15
3% 0.03 0.32 0.99 2.48s 26.76 29.05 0.01 0.24 1.00 55s 26.76 29.05 0.07 0.91 0.98 4s 26.80 29.09
5% 0.05 0.42 0.99 1.72s 26.77 29.04 0.016 0.30 0.99 1:05m 26.76 29.05 0.12 1.20 0.97 5s 26.82 29.11
10% 0.12 0.88 0.93 2.08s 26.78 29.03 0.05 0.65 0.96 37s 26.76 29.05 0.26 1.74 0.91 5s 26.77 29.07
20% 0.32 1.70 0.88 2.84s 26.80 29.04 0.17 1.24 0.92 52s 26.77 29.05 0.58 2.47 0.82 4s 26.80 29.07

Cuadro 6.11: Diseño Experimental A. Copia de la gráfica 6.2 para utilizar como referencia para comparar con la tabla anterior
el diseño experimental A y el diseño experimental C.

Para una mejor referencia del comportamiento, se puede apreciar la media y las

desviaciones estándar en la tabla 6.10
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En general, se puede sintetizar que mayor cantidad de datos requirió más tiempo

de entrenamiento e imputación durante el análisis del tiempo de ejecución. Las

métricas son muy similares a cuando se hizo con los datos del experimento A

(menos de la mitad de datos) (ver gráfica 6.14 y comparar con la gráfica 6.10).

Se puede apreciar que, a mayor cantidad de datos, hay mejoras en las métricas

MAE, RMSE y R2 en la evaluación del LSTM propuesto.

Diseño experimental D: En este diseño experimental, se plantea evaluar

los modelos utilizados previamente, pero creando un nuevo conjunto de datos,

utilizando cada variable de la estación mejor correlacionada con la variable en

cuestión. De esta manera, se crea un nuevo conjunto de datos mixto que contiene

las 5 variables tomadas de las estaciones mejor correlacionadas. Para ilustrar lo

anterior, si se está imputando la estación 9, en la variable de precipitación, se

busca cuál de las estaciones cercanas 10, 11 o 12 tiene mejor correlación en la

variable de precipitación y se toma toda esa columna de datos, de forma sucesiva,

se hace el mismo procedimiento con las variables restantes. Se genera un modelo

entrenado sobre la estación mejor correlacionada a la actual, siendo la actual

estación sobre la cual se pretende hacer el rellenado de datos faltantes. Los datos

faltantes a imputar se evalúan en forma aleatoria con 1 %, 3 %, 5 %, 10 % y 20 %

de datos faltantes, dando como resultado 15 experimentos adicionales para la

nueva evaluación de la arquitectura.

E10 E11 E12

MAE RMSE R2 MAE RMSE R2 MAE RMSE R2

1 % 0.02 0.54 0.99 0.02 0.51 0.99 0.03 0.62 0.99

3 % 0.07 0.91 0.99 0.06 0.86 0.98 0.10 1.03 0.98

5 % 0.12 1.20 0.97 0.10 1.05 0.97 0.16 1.32 0.97

10 % 0.27 1.77 0.91 0.23 1.50 0.93 0.34 1.92 0.93

20 % 0.62 2.57 0.78 0.51 2.23 0.83 0.77 2.95 0.82

Cuadro 6.12: Imputación de datos sobre las estaciones 10, 11, 12 entrenadas con la
estación 9. Experimento D
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EMB MissForest LSTM propuesto

MAE RMSE R2 Dur Mean STDev MAE RMSE R2 Dur Mean STDev MAE RMSE R2 Dur Mean STDev
1% 0.01 0.11 1.00 1.86s 26.76 29.05 0.00 0.06 1.00 1.06m 26.75 29.05 0.02 0.54 0.99 12s 26.77 29.07
3% 0.03 0.31 0.99 2.48s 26.76 29.05 0.01 0.24 0.99 48s 26.76 29.05 0.07 0.91 0.99 8s 28.95 32.13
5% 0.05 0.42 0.98 1.72s 26.77 29.04 0.02 0.30 0.99 47s 26.76 29.05 0.12 1.20 0.97 8s 26.82 32.17
10% 0.12 0.88 0.93 2.08 s 26.78 29.03 0.05 0.65 0.96 46s 26.78 29.03 0.27 1.77 0.91 9s 26.85 32.22
20% 0.31 1.69 0.88 2.84 s 26.80 29.04 0.17 1.26 0.92 53s 26.77 29.05 0.62 2.57 0.78 8s 26.83 32.21

Cuadro 6.13: Diseño experimental D. Métricas resultantes en la imputación de datos sobre la estación 10 con la arquitectura
LSTM (EMB, MissForest utilizan las métricas obtenidas en el experimento A y se utilizan como referencia para comparación).

EMB MissForest LSTM propuesto

MAE RMSE R2 Dur Mean STDev MAE RMSE R2 Dur Mean STDev MAE RMSE R2 Dur Mean STDev
1% 0.01 0.11 1.00 1.86s 26.76 29.05 0.00 0.06 1.00 56s 26.75 29.05 0.02 0.54 0.99 4s 26.85 29.15
3% 0.03 0.32 0.99 2.48s 26.76 29.05 0.01 0.24 1.00 55s 26.76 29.05 0.07 0.91 0.98 4s 26.80 29.09
5% 0.05 0.42 0.99 1.72s 26.77 29.04 0.016 0.30 0.99 1:05m 26.76 29.05 0.12 1.20 0.97 5s 26.82 29.11
10% 0.12 0.88 0.93 2.08s 26.78 29.03 0.05 0.65 0.96 37s 26.76 29.05 0.26 1.74 0.91 5s 26.77 29.07
20% 0.32 1.70 0.88 2.84s 26.80 29.04 0.17 1.24 0.92 52s 26.77 29.05 0.58 2.47 0.82 4s 26.80 29.07

Cuadro 6.14: Diseño Experimental A. Copia de la gráfica 6.2 para utilizar como referencia para comparar con la tabla anterior
el diseño experimental A y el diseño experimental D.

Para una mejor referencia del comportamiento, se puede apreciar la media y las

desviaciones estándar en la tabla 6.13
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Para evaluar las imputaciones realizadas (ver 6.12) con LSTM en las estaciones 10,

11 y 12, se puede apreciar que en la estación 10 para el 10 % y 20 % de los datos

faltantes, la imputación presenta una desmejora con respecto a las estaciones 11 y 12

y con respecto a las métricas obtenidas en el diseño experimental A (ver 6.2).

Al comparar los experimentos A (ver 6.2 ) y D (ver 6.13 ) se concluye que, a pesar

de que se busca imputar las estaciones por caracteŕıstica en correlación con otras

estaciones de la misma zona geográfica, al combinar las variables de las estaciones para

generar un modelo a entrenar, las métricas se desestabilizan y esto podŕıa explicarse

por la pérdida de estacionalidad y tendencia entre las variables. El experimento D no

presenta mejoras importantes en las métricas de imputación con LSTM en relación

con el experimento A.

Diseño experimental E: En este punto se ha evaluado datos faltantes aleatorios,

datos faltantes consecutivos produciendo grandes “huecos”de datos faltantes y, en

esta prueba de diseño experimental, se pretende simular los escenarios de casos reales

a los que se expone el ICAFE cuando hay pérdida de datos, especificados en la sec-

ción 4.2.4 (falta de bateŕıa en el sensor solar, faltantes en horas aleatorias por corto

circuito, faltantes en rangos menores a las 24 horas debido a la desincronización con

el datalogger). Es importante aclarar que los datos faltantes desarrollados en esta

sección fueron generados en forma manual simulando los posibles escenarios de datos

faltantes en ICAFE. Se añaden 9 diseños experimentales más, imputando la estación

10 y se pretende comparar las métricas obtenidas. A su vez, también se busca propor-

cionar una visualización enfocada a las imputaciones realizadas por cada algoritmo

y compararlas con respecto a los datos reales. A continuación, en la tabla 6.15, se

muestran las métricas obtenidas en este diseño y se puede deducir que la arquitectu-

ra LSTM propuesta, se desempeña mejor que los algoritmos de imputación EMB y

MissForest.
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EMB MissForest LSTM propuesto

MAE RMSE R2 D Mean STDv MAE RMSE R2 D Mean STDv MAE RMSE R2 D Mean STDv
1% 0.05 0.78 0.98 2.18s 26.74 29.02 0.03 0.43 0.99 1.16m 26.75 29.05 0.02 0.40 0.99 5s 26.75 29.04
3% 0.14 1.32 0.94 2.35s 26.74 29.00 0.09 1.00 0.97 40s 26.76 29.07 0.08 0.93 0.98 5s 26.77 29.06
5% 0.23 1.68 0.92 2.18s 26.75 29.00 0.15 1.32 0.95 40s 26.78 29.08 0.13 1.25 0.96 5s 26.80 29.09

Cuadro 6.15: Diseño Experimental E. Métricas obtenidas al evaluar EMB, MissForest y LSTM propuesto en la imputación de
la estación 10.

Para una mejor referencia del comportamiento, se puede apreciar la media y las desviaciones estándar en la tabla 6.15
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(a) EMB - Rain - 1 % (b) EMB - Rain - 3 % (c) EMB - Rain - 5 %

(d) MissForest - Rain - 1 % (e) MissForest - Rain - 3 % (f) MissForest - Rain - 5 %

(g) LSTM - Rain - 1 % (h) LSTM - Rain - 5 %
Figura 6.5: Experimento E. Imputación por variable Rain al 1 %,3 % y 5 %. La dimensión X representa el intervalo de tiempo.
La dimensión Y unidad de medida de la precipitación es en miĺımetros cúbicos
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(a) EMB - Dew Pt - 1 % (b) EMB - Dew Pt. - 3 % (c) EMB - Dew Pt. - 5 %

(d) MissForest - Dew Pt. - 1 % (e) MissForest - Dew Pt. - 3 % (f) MissForest - Dew Pt. - 5 %

(g) LSTM - Dew Pt. - 1 % (h) LSTM - Dew Pt. - 3 % (i) LSTM - Dew Pt. - 5 %
Figura 6.6: Experimento E. Imputación por variable Dew Pt. al 1 %,3 % y 5 %. La dimensión X representa el intervalo de tiempo.
La dimensión Y unidad de medida del punto de roćıo es en grados cent́ıgrados
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(a) EMB - Temp Out - 1 % (b) EMB - Temp Out - 3 % (c) EMB - Temp Out - 5 %

(d) MissForest - Temp Out - 1 % (e) MissForest - Temp Out - 3 % (f) MissForest - Temp Out - 5 %

(g) LSTM - Temp Out - 1 % (h) LSTM - Temp Out - 3 % (i) LSTM - Temp Out - 5 %
Figura 6.7: Experimento E. Imputación por variable Temp Out al 1 %,3 % y 5 %. La dimensión X representa el intervalo de
tiempo. La dimensión Y unidad de medida de la la temperatura exterior es en grados cent́ıgrados
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(a) EMB - Hi Temp - 1 % (b) EMB - Hi Temp - 3 % (c) EMB - Hi Temp - 5 %

(d) MissForest - Hi Temp - 1 % (e) MissForest - Hi Temp - 3 % (f) MissForest - Hi Temp - 5 %

(g) LSTM - Hi Temp - 1 % (h) LSTM - Hi Temp - 3 % (i) LSTM - Hi Temp - 5 %
Figura 6.8: Experimento E. Imputación por variable Hi Temp al 1 %,3 % y 5 %. La dimensión X representa el intervalo de
tiempo. La dimensión Y unidad de medida de la temperatura máxima es en grados cent́ıgrados
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(a) EMB - Out Hum - 1 % (b) EMB - Out Hum - 3 % (c) EMB - Out Hum - 5 %

(d) MissForest - Out Hum - 1 % (e) MissForest - Out Hum - 3 % (f) MissForest - Out Hum - 5 %

(g) LSTM - Out Hum - 1 % (h) LSTM - Out Hum - 3 % (i) LSTM - Out Hum - 5 %
Figura 6.9: Experimento E. Imputación por variable Out Hum al 1 %,3 % y 5 %. La dimensión X representa el intervalo de
tiempo. La dimensión Y unidad de medida de la humedad en porcentaje de humedad relativa
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Al visualizar los gráficos presentados por variable en forma independiente, se concluye

que:

1. La precipitación 6.5, muestra que EMB se mantiene imputando datos en un solo

rango, MissForest no intenta predecir los valores ni acercarse a un aproximado

y LSTM para intentar predecir los datos faltantes de una forma más intuitiva

el patrón original del comportamiento real de los datos.

2. El punto de roćıo 6.6, la temperatura exterior 6.7, la temperatura máxima 6.8 y

la humedad exterior 6.9 muestran que EMB es el algoritmo que mejor trata de

imputar los datos faltantes, MissForest no intenta predecir los valores ni acer-

carse a un aproximado y LSTM intenta predecir los datos faltantes de una forma

más intuitiva, sin embargo, tiene un ĺımite inferior que no le permite imputar

más abajo de śı, además, LSTM busca esas tendencias y estacionalidades para

predecir los valores faltantes con mayor exactitud que los demás algoritmos.

3. Se plantea la interrogante de evaluar los mismos algoritmos con la variante de

remover la función de activación en la arquitectura LSTM, y aśı observar su

comportamiento, y evaluar el efecto del ĺımite inferior señalado en el punto

anterior.

4. También se plantea evaluar cada una de las variables con rangos de aceptación

(utilizando una escala de mı́nimos y máximos proporcionada por ICAFE por

variable y a su vez evaluando el sitio web https://www.tiempo3.com/north-

america/costa-rica?page=today y determinando cuáles podŕıan ser los rangos

en los que puede variar una variable de una hora a otra hora). De esta manera

se establece que

a) Rain (precipitación): en la mañana cambia poco, como 0.33 mm cada 3

horas, en la noche puede llegar hasta 6 mm. Valor mı́nimo y máximo

aceptable: 0 - 25. Valor de aceptación con respecto al valor original versus

el valor imputado: 1 mm.

b) Temp Out (temperatura exterior): los cambios abruptos cuando entra el

96



sol y sale, pueden llegar hasta 4 grados. Valor mı́nimo y máximo aceptable:

10 - 40. Valor de aceptación con respecto al valor original versus el valor

imputado: 2 grados.

c) Hi Temp (temperatura máxima): debe ser mayor o igual a Temp Out. Valor

mı́nimo y máximo aceptable: 10 - 40. Valor de aceptación con respecto al

valor original versus el valor imputado: 2 grados.

d) Out Hum (humedad exterior): Puede variar en 3 % y cuando entra el sol

hasta un 5 %. Valor mı́nimo y máximo aceptable: 40 - 100. Valor de acep-

tación con respecto al valor original versus el valor imputado: 3 %.

e) Dew Pt. (punto de roćıo): Puede variar en 2 grados y no puede ser mayor

que la temperatura. Valor mı́nimo y máximo aceptable: 10 - 40. Valor de

aceptación con respecto al valor original versus el valor imputado: 2 grados.

Para calcular si un valor es aceptado, únicamente se evalúa si el valor imputado

cae en el rango de aceptación establecido por variable, en cualquier otro caso

dicha imputación es rechazada. Los resultados obtenidos producto de evaluar los

algoritmos con rangos de aceptación se pueden visualizar en el siguiente cuadro

6.16.

Es perceptible que dadas los rangos de aceptación descritos, los porcentajes de

aceptación alcanzados por LSTM presentan mejores métricas con respecto a las

imputaciones realizadas por los otros algoritmos: EMB y MissForest. También la

variante del LSTM propuesto sin función de activación en algunas imputaciones

de algunas estaciones (espećıficamente: la estación 9 al 3 % y al 5 %, estación 10

al 1 % y al 5 %, estación 11 al 1 % y estación 12 al 1 %) genera mejores resultados

que el LSTM propuesto inicialmente.
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EMB E9 E10 E11 E12

1 % 0.40 0.34 0.37 0.30

3 % 0.37 0.33 0.37 0.30

5 % 0.35 0.31 0.35 0.28

MissForest

1 % 0.48 0.51 0.45 0.43

3 % 0.60 0.50 0.53 0.43

5 % 0.58 0.50 0.51 0.46

LSTM propuesto

1 % 0.71 0.51 0.66 0.43

3 % 0.66 0.52 0.63 0.44

5 % 0.67 0.54 0.62 0.46

LSTM propuesto sin función activación

1 % 0.70 0.55 0.71 0.45

3 % 0.68 0.52 0.62 0.44

5 % 0.70 0.55 0.62 0.46

Cuadro 6.16: Diseño Experimental E. Métricas obtenidas al evaluar EMB, MissForest
y LSTM con rangos de aceptación.
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Conclusiones y Trabajo futuro

En este caṕıtulo se resumen los principales hallazgos, conclusiones y potencial trabajo

futuro para esta investigación.

7.1. Conclusiones

La investigación realizada permitió crear una nueva arquitectura de aprendizaje pro-

fundo con diferentes evaluaciones de la misma; la primer evaluación basada en una

modificación del LSTM que incluye capas bidireccionales con capas de ruido gaus-

siano y la segunda evaluación con la misma arquitectura pero realizando imputaciones

múltiples y multivariadas según el grado de correlación con las estaciones aledañas

a ella. La aquitectura propuesta fue evaluada en 4 variantes (utilizando siempre la

misma semilla para todos los casos a evaluar):

Los resultados obtenidos en cada tipo de experimento:

1. La arquitectura LSTM propuesta obtiene resultados similares entre las impu-

taciones realizadas para las estaciones 10, 11 y 12.

2. El algoritmo MissForest obtiene los mejores resultados en los experimentos A

(datos faltantes aleatorios), C (duplicando la cantidad de datos para entrenar

con respecto al experimento A) y D (generación de nuevo conjunto de datos a

partir de las estaciones mejor correlacionadas por cada variable).
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3. MissForest no logra imputar datos faltantes en forma consecutiva, siendo el

algoritmo EMB la mejor opción cuando los datos faltantes se presentan en

intervalos de 2 a 5 d́ıas consecutivos en todas las variables (diseño experimental

B).

4. El algoritmo LSTM cuando se evalúa en un conjunto de datos de mayor volu-

men, muestra que, a mayor cantidad de datos para entrenamiento, el algoritmo

presenta mejoras en las métricas de imputación. Sin embargo, se cuenta con

poca disponibilidad de datos entre estaciones de una misma zona en cantidad

de años que nos permitan verificar si con una cantidad de datos de años en

forma sustancial, el algoritmo mejora significativamente.

5. Cuando los datos faltantes son aleatorios y a mayor cantidad de datos para en-

trenar el algoritmo LSTM muestra resultados competitivos con respecto a EMB

y MissForest para 1, 3, 5 y 10 por ciento de datos faltantes, sin embargo, para el

20 % de datos faltantes, el LSTM propuesto no brinda resultados competitivos

contra los algoritmos en comparación.

6. Cuando se genera un nuevo conjunto de datos a partir de las estaciones mejor

correlacionadas con respecto a cada variable los resultados obtenidos no presen-

taron una mejora importante, debido a que las métricas en LSTM empeoraron

a la hora de imputar el 10 % y 20 % de datos faltantes. Al crear un nuevo con-

junto de datos donde sus variables no guardan correlación entre śı, se pierde

la estacionalidad y tendencias. Sin embargo, sus métricas compiten cuando los

datos faltantes son aleatorios (diseño experimental A).

7. Cuando los datos faltantes presentes son aleatorios y continuos a la vez, simu-

lando las fallas reales de los sensores en ICAFE (diseño experimental E), se

demuestra que MissForest, a pesar de tener métricas generales aceptables, en

realidad no trata de imputar datos, sino que se mantiene imputando en un rango

que resulta aceptable, pero que a nivel de visualización por variable, demuestra

no estar intentando imputar los datos faltantes en forma intuitiva.
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8. Continuando la idea evaluada en el punto anterior EMB muestra utilizar ciertos

intervalos y predecir sobre cierto patrón, y es debido a esto es que sus métricas

resultan aceptables.

9. Y LSTM (en el experimento E) demuestra estar intentando predecir valores

faltantes de forma intuitiva a diferencia de MissForest y EMB.

10. En comparación con los demás algoritmos (experimento E), se realiza un análisis

por variable, con rangos y criterios de aceptación o rechazo para cada imputación

realizada por los algoritmos LSTM propuesto, LSTM propuesto sin función de

activación, EMB y MissForest. Las imputaciones realizadas por LSTM tienen

mejores porcentajes de aceptación.

11. Dadas las métricas y la forma de evaluar la hipótesis establecida en la sección

del diseño experimental, se rechaza la hipótesis propuesta bajo los criterios

evaluados, pues, RMSE no logra mejorar en un 5 % las métricas obtenidas por

MissForest y EMB.

7.2. Trabajo futuro

Esta investigación abre las puertas a otras posibles áreas de investigación para mejorar

aún más el rendimiento de las arquitecturas de aprendizaje automático con el fin de

imputar datos faltantes en series de tiempo o generar nuevos hallazgos en el dominio

de la aplicación. A continuación, se mencionan las principales:

1. Encontrar series de tiempo en climatoloǵıa que contengan una cantidad de datos

mayor que demuestren que la cantidad de datos disponibles para entrenamiento

en el LSTM propuesto impactan directamente el desempeño del mismo a la hora

de imputar datos.

2. Seleccionar variables que guarden un mejor grado de correlación entre śı y que

tengan una distribución normal como es lo requerido por el algoritmo EMB

para la imputación de datos faltantes o buscar alternativas para variables cuyo
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comportamiento no sea normal.

3. En el caso de que alguna estación carezca de alguna información como precipita-

ción o temperatura máxima, nace la interrogante de si la caracteŕıstica faltante

podŕıa generarse a través de alguna estación aledaña en su totalidad, a partir

de alguna otra caracteŕıstica con la que guarde extrema correlación como se

realiza en el experimento D.

4. O bien, una variante a probar podŕıa realizarse generando un conjunto de datos

nuevo con las estaciones aledañas mejor correlacionadas por cada variable, pero

solamente rellenando los faltantes (y dejando los valores originales) de la esta-

ción que se pretende imputar, con esto se genera un nuevo conjunto de datos

para entrenar, y a partir de este modelo, se imputa sobre la estación deseada.

5. Generar para los diseños experimentales A, C y D, intervalos de aceptación o

rechazo de cada una de las variables y realizar las métricas por variable (al igual

que en el diseño experimental E), en lugar de realizar una evaluación general

de las imputaciones realizadas.

6. Un ejercicio importante de evaluar para este tipo de diseño experimental A, C

y D, seŕıa revisar de la misma manera en que se hizo en el diseño experimental

E la visualización de las imputaciones por cada variable para identificar si hay

alguna mejora que se pueda hacer a través de la identificación de patrones

en las visualizaciones de los gráficos que puedan contribuir en la mejora de la

arquitectura propuesta con la arquitectura LSTM.

Aunque en la sección de conclusiones se rechaza la hipótesis propuesta, se plan-

tea la interrogante de evaluar cada una de las imputaciones por variable y por

estación para determinar cuál algoritmo se desempeña mejor y realizar la misma

evaluación en los diferentes diseños experimentales presentes en esta investiga-

ción con el fin de validar si el algoritmo LSTM propuesto logra mostrar mejores

resultados con respecto a los demás algoritmos.

102



Bibliograf́ıa

[1] S. Athey, L. F. Katz, A. B. Krueger, S. Levitt, and J. Poterba, “What does per-

formance in graduate school predict? graduate economics education and student

outcomes.,” American Economic Review, Papers and Proceedings., vol. 97, no. 7,

pp. 512–518, 2007.

[2] A. Chalfin, O. Danieli, A. Hillis, Z. Jelveh, M. Luca, J. Ludwig, and S. Mullai-

nathan, “Productivity and selection of human capital with machine learning.,”

American Economic Review, Papers and Proceedings., vol. 106, no. 7, pp. 124–

127, 2016.

[3] “Illustrated guide to lstm’s and gru’s: A step by

step explanation.” https://towardsdatascience.com/

illustrated-guide-skewnesskurtosis2to-lstms-and-gru-s-a-step-by-step-explanation-44e9eb85bf21.

Accessed: 2022-03-20.

[4] “Time series forecasting with deep stacked unidirectional

and bidirectional lstm.” https://towardsdatascience.com/

time-series-forecasting-with-deep-stacked-unidirectional-and-bidirectional-lstms-de7c099bd918.

Accessed: 2022-04-28.

[5] “Understanding random forest.” https://towardsdatascience.com/

understanding-random-forest-58381e0602d2. Accessed: 2022-02-08.

[6] J. Honaker, G. King, and M. Blackwell, “Amelia II: A program for missing data,”

Journal of Statistical Software, vol. 45, no. 7, pp. 1–47, 2011.

103

https://towardsdatascience.com/illustrated-guide-skewnesskurtosis2to-lstms-and-gru-s-a-step-by-step-explanation-44e9eb85bf21
https://towardsdatascience.com/illustrated-guide-skewnesskurtosis2to-lstms-and-gru-s-a-step-by-step-explanation-44e9eb85bf21
https://towardsdatascience.com/time-series-forecasting-with-deep-stacked-unidirectional-and-bidirectional-lstms-de7c099bd918
https://towardsdatascience.com/time-series-forecasting-with-deep-stacked-unidirectional-and-bidirectional-lstms-de7c099bd918
https://towardsdatascience.com/understanding-random-forest-58381e0602d2
https://towardsdatascience.com/understanding-random-forest-58381e0602d2


[7] L. Chen, J. Xua, G. Wangb, and Z. Shena, “Comparison of the multiple impu-

tation approaches for imputing rainfall data series and their applications to wa-

tershed models,” Journal of Hydrology., vol. 572, no. 7, pp. 449–460, 2019.
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