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Resumen

En los siguientes apartados se muestra el desarrollo de un ambicioso proyecto que consiste
en utilizar el robot Pepper para que asista a pacientes discapacitados con el objetivo de
mejorar su calidad de vida. Esto se realiza mediante la integraci�on de herramientas de dis-
tintos campos de investigaci�on comodeep learning, reconocimiento de voz y manipulaci�on
de robots. Al �nal de este documento se demuestra que es posible incorporar este tipo
de robots en bene�cio de la sociedad y especialmente de los pacientes, aunque se deduce
que hay varios detalles a nivel de programaci�on y construcci�on del robot que deben ser
mejorados.

Palabras clave: Faster R-CNN, Reconocimiento de Voz, ROS, Robot Pepper.





Abstract

The following sections show the development of an ambitious project that uses the Pepper
robot to assist disabled patients with the purpose of improving their quality of life. To
achieve this goal, it is necessary the integration of di�erent tools from di�erent �elds of
research such as deep learning, speech recognition and robot manipulation. At the end
of this document it is shown that it is possible to incorporate this type of robots for
the bene�t of society and especially of patients, although with some restrictinos, because
there are several details at the level of programming and construction of the robot that
should be improved.

Keywords: Faster R-CNN, Speech Recognition, ROS, Robot Pepper.
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Cap��tulo 1

Introducci�on

En el primer cap��tulo, se brinda una breve descripci�on del problema que se atac�o con este
proyecto, el contexto en el que se encuentra inmerso, una propuesta inicial de soluci�on,
los objetivos generales y espec���cos que de�nen los l��mites por alcanzar, la metodolog��a
de dise~no utilizada y, por �ultimo, un p�arrafo que sintetiza cada uno de los cap��tulos que
componen el documento.

1.1 Situaci�on mundial

Es claro que en todos los pa��ses existen personas que, por razones de enfermedad, acci-
dentes, vejez u otras situaciones, son declaradas con alg�un tipo de discapacidad y que,
de manera parcial o total, pierden la movilidad en su cuerpo. A manera de ejemplo y
basado en el resumen del Informe Mundial de la Discapacidad del a~no 2011 [1], se expresa
lo siguiente:

Se estima que m�as de mil millones de personas viven con alg�un tipo de discapacidad, o
sea, alrededor del 15% de la poblaci�on mundial (seg�un las estimaciones de la poblaci�on
mundial en 2010). Esta cifra es superior a las estimaciones previas de la Organizaci�on

Mundial de la Salud, correspondientes a los a~nos 1970, que eran de aproximadamente un
10%.

Lo anterior permite a�rmar que una gran cantidad de personas alrededor del mundo
sufre de alguna discapacidad, para las cuales se pueden buscar alternativas, con el �n de
garantizarles una mejor calidad de vida. Una de las prioridades de los profesionales en
ingenier��a es buscar el bienestar de los dem�as y lograr una vida digna para ellos, por esta
raz�on, el problema que afront�o este proyecto fue la di�cultad de ejecuci�on de actividades
cotidianas por parte de personas con alg�un tipo de discapacidad y, en este caso, se enfoc�o
en la tarea de alcanzar objetos que se encuentran en su entorno. Afecciones como lesi�on
cerebral y movilidad reducida cong�enita o adquirida son algunos de los casos cl��nicos que
se apoyaron con este proyecto.
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2 1.2 Implementaci�on de un robot humanoide para afrontar el problema

1.2 Implementaci�on de un robot humanoide para afron-
tar el problema

Aunque el trabajo de atenci�on de pacientes en situaci�on de discapacidad puede ser ejecu-
tado por personas capacitadas en el �area, tambi�en puede ser realizado por robots capaces
de cumplir con labores varias y, de esta forma, se podr��a reubicar al personal capacitado
en actividades que requieran habilidades m�as complejas, con el �n de mejorar la atenci�on
a los pacientes. Como respuesta, se propuso implementar un sistema para la asistencia
de pacientes mediante el robot Pepper, un robot humanoide capaz de asistir al paciente
facilitando el cuidado que �el requiere.

Debido a que el proyecto utiliz�o este robot, no hubo opciones de selecci�on dehardware,
sino que fue necesario aprovechar todo el potencial de dicho robot e incorporar todas las
herramientas desoftware para ejecutar el proyecto de la mejor manera. Las especi�ca-
ciones generales sobre el robot se muestran en la tabla A.1 y en la �gura 1.1 se muestra
una fotograf��a del robot Pepper, donde se pueden observar algunos de los m�odulos men-
cionados en dicha tabla.

El proyecto se llev�o a cabo en el Laboratorio de Investigaci�on en Rob�otica y Visi�on Tri-
dimensional (RoViT), ubicado en la Universidad de Alicante, Espa~na. Este laboratorio
investiga muchos aspectos de la rob�otica m�ovil, usando datos 3D como la principal fuente
de percepci�on. Algunas de las l��neas de investigaci�on del laboratorio, relevantes a este
proyecto, comprenden m�etodos tradicionales de visi�on por computador, aceleraci�on de
algoritmos utilizando GP-GPU y aprendizaje profundo. Por su parte, este proyecto su-
pone una parte fundamental en los temas de investigaci�on del laboratorio, ya que llega a
reforzar el proyecto Retogar [2], el cual propone implementar un asistente rob�otico que
realice tareas de asistencia a personas dependientes. El robot debe ser capaz de procesar
la orden del paciente, reconocer y localizar el objeto solicitado, acercarse a �el, agarrarlo
y, por �ultimo, llev�arselo a su sitio.

Utilizando todas estas herramientas que posee el robot, se propuso una soluci�on que se
describe seguidamente:

El robot debe estar pendiente de las instrucciones que le indique el paciente, para lo cual,
se utilizar�an los micr�ofonos, con el �n de grabar el audio (mensaje) emitido por la persona
para, posteriormente, convertirlo a texto y, por �ultimo, interpretar este texto como una
instrucci�on. Despu�es de interpretar la instrucci�on, el robot debe buscar el objeto que se
le solicit�o. Si no logra localizarlo, este deber�a noti�carle al paciente que no lo encontr�o;
por otro lado, si logra localizarlo, este deber�a desplazarse hasta donde se encuentre el
elemento, sujetarlo y llevarlo hasta el paciente. El robot debe entregarle el objeto a la
persona en un lugar cercano, por ejemplo, una mesa de noche, por motivos de seguridad
y salud del paciente.

En la �gura 1.2 se brinda un diagrama que describe la propuesta de soluci�on inicial.
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Figura 1.1: Fotograf��a del robot Pepper. [3]

1.3 Objetivos de la investigaci�on

1.3.1 Objetivo general:

Dise~nar un sistema que asista al paciente en la tarea espec���ca de alcanzar objetos, seg�un
lo requiera la persona, utilizando el robot Pepper.

1.3.2 Objetivos espec���cos:

� Implementar el reconocimiento de los objetos espec���cos en el entorno que rodea al
robot.

{ Indicador: el robot debe reconocer tres objetos peque~nos, m��nimo en el 90 %
de los intentos, en un rango de uno a cinco metros de distancia.

� Implementar el reconocimiento de la voz del paciente y traducirlo a texto como una
instrucci�on.

{ Indicador: el robot debe reconocer las siguientes palabras: traer, alcanzar y
los tres nombres de los objetos que se deben reconocer, m��nimo en un 90 % de
los intentos, cuando est�e a un metro de distancia o menos del paciente, una
vez que el mensaje haya sido traducido de audio a texto.

� Integrar las tareas de desplazamiento y el movimiento de objetos utilizando el robot,
junto con el reconocimiento de objetos y de voz.

{ Entregable: esta integraci�on debe cumplir con las m�etricas de�nidas anterior-
mente, adem�as de solucionar el problema de la siguiente forma: cuando la
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Figura 1.2: Diagrama de propuesta de soluci�on.

instrucci�on haya sido interpretada, el robot debe buscar el objeto deseado,
determinar su ubicaci�on y desplazarse hasta este a una distancia de aproxi-
madamente 35 cent��metros, despu�es, deber�a tomarlo y llevarlo hasta una po-
sici�on cerca del paciente, de igual manera a una distancia aproximada de 35
cent��metros. Si el robot no logra ubicar el objeto, deber�a indicarle al paciente
que no logr�o identi�carlo.

1.4 Metodolog��a utilizada en la investigaci�on

El �exito que tienen las ingenier��as para solucionar problemas se basa en la creatividad y
propuestas de soluciones con fundamentos cient���cos. Aunque hay muchas formas para
solucionar problemas en distintos �ambitos, en el �ambito ingenieril, la metodolog��a tiene
como base una serie de pasos, que consisten en primero desarrollar una descripci�on clara y
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concisa del problema; identi�car, al menos de manera tentativa, los factores importantes
que afectan el problema o que pueden jugar un papel en la soluci�on; proponer un modelo
para el problema, utilizando los conocimientos cient���cos o de la ingenier��a del fen�omeno
bajo estudio, tomando en cuenta todas las limitaciones o supuestos del modelo.

Adem�as, el siguiente paso consiste en realizar los experimentos apropiados y recolectar
datos para probar o validar el modelo tentativo; re�nar el modelo con base en los datos
observados; manipular el modelo para contribuir a desarrollar una soluci�on del problema;
realizar un experimento para con�rmar que la soluci�on propuesta del problema es efectiva
y al mismo tiempo e�ciente; por �ultimo, obtener conclusiones o hacer recomendaciones
con base en la soluci�on del problema [4]. En el diagrama mostrado en la �gura 1.3, se
muestran los pasos que sigue este proyecto en busca de la soluci�on.

Figura 1.3: Metodolog��a de investigaci�on aplicada al
proyecto.

A continuaci�on, se muestra, en pocas palabras, en qu�e consisten las etapas de la metodo-
log��a de la investigaci�on utilizada en este proyecto:

1. De�nir los requerimientos del proyecto: los requerimientos describen las necesidades



6 1.5 Estructura del documento

que debe satisfacer el proyecto.

2. Generar los candidatos y estructuras posibles del proyecto: seg�un una serie de di-
se~nos propuestos, se eval�uan los conceptos y se establece cu�al o cu�ales deben conti-
nuar y cu�ales deben morir. Esto se comporta como un proceso iterativo, en busca
de las mejores propuestas.

3. De�nir las especi�caciones del proyecto: las especi�caciones establecen de forma
clara todas las caracter��sticas que debe reunir un proyecto para que sea funcional.
Esta etapa es realmente cr��tica, ya que permite ahorrar tiempo y trabajo, debido a
que delimita los alcances del proyecto.

4. Desarrollar el plan de proyecto: este plan marca el ritmo de trabajo y metas por
lograr, a corto, mediano y largo plazo.

5. Ejecutar el plan de proyecto: se pone en marcha el plan del proyecto para lograr los
objetivos planteados.

6. Dise~nar e implementar: en esta etapa, se de�ne el dise~no y, con base en este, se
inicia con su implementaci�on o desarrollo.

7. Veri�car el proyecto: basado en una lista de veri�caci�on propuesta, idealmente,
por un grupo evaluador del proyecto, si alg�un requerimiento no se cumple, se debe
regresar a etapas previas y solventar el problema.

8. Validar el proyecto: basado en una lista de veri�caci�on propuesta, idealmente, por
un grupo evaluador del proyecto, si alguna especi�caci�on no se cumple, se debe
regresar a etapas previas y solventar el problema.

9. Entrega: en este apartado se entrega el proyecto, adem�as, se brindan las conclusiones
y recomendaciones que arroja el desarrollo del mismo.

1.5 Estructura del documento

Este documento consta de cinco cap��tulos, en el cap��tulo 2 se detalla el estado del arte en
el que se fundamenta este trabajo. En el cap��tulo 3, se muestra la soluci�on implementada
y la forma como se lograron los objetivos propuestos y bajo cu�ales condiciones. En el
cap��tulo 4, se brindan los resultados obtenidos y su respectivo an�alisis. En el cap��tulo
5, se concluye sobre el trabajo realizado y se aconseja al lector cu�ales recomendaciones
implementar. Por �ultimo, se muestra la secci�on de referencias bibliogr�a�cas y los anexos.



Cap��tulo 2

Marco te�orico

En este apartado, se exponen los fundamentos te�oricos que fueron utilizados para so-
lucionar el problema, los cuales giran alrededor de temas como visi�on por computador,
aprendizaje profundo, c�amaras 3D, reconocimiento de voz, as�� como elsoftware utilizado
para integrarlas. Adem�as, se brinda informaci�on sobre el robot Pepper, que es la pieza
fundamental en este proyecto, ya que permite que sea un prototipo implementado en la
realidad, en vez de quedar a nivel de simulaci�on.

2.1 Visi�on por computador

La visi�on por computador es un campo de estudio de la ciencia que incluye m�etodos para
adquirir, procesar, analizar y comprender las im�agenes del mundo f��sico, con el objetivo
de extraer informaci�on �util, para que sea procesada por un computador. Es sorprendente
c�omo los animales y los seres humanos llevan a cabo esta tarea con poco esfuerzo, mientras
que implementarla en un computador se convierte en un sistema altamente propenso a
cometer errores [5].

La detecci�on de objetos es un �area dentro del campo de visi�on por computador, la cual
estudia c�omo detectar la presencia de objetos en una imagen bas�andose en su apariencia,
por ejemplo, una persona o un autom�ovil. Generalmente, se pueden distinguir dos partes
en el proceso de detecci�on: la extracci�on de caracter��sticas del contenido de una imagen
y la b�usqueda de objetos basada en dichas caracter��sticas.

En la secci�on 2.2, se muestra la base sobre c�omo se llev�o a cabo el reconocimiento de
objetos en este proyecto, utilizando aprendizaje profundo y dejando de lado las t�ecnicas
tradicionales de visi�on por computador.

7
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2.2 Aprendizaje profundo

Para comprender lo que es aprendizaje profundo, es necesario describir los conceptos de
inteligencia arti�cial y aprendizaje autom�atico.

� Inteligencia arti�cial: se de�ne como un comportamiento inteligente adoptado por
las m�aquinas, a diferencia de la inteligencia natural de los seres humanos y animales.
En las ciencias de computaci�on, el t�ermino inteligencia arti�cial se re�ere al estudio
de \agentes inteligentes", los cuales se de�nen como cualquier dispositivo que logre
percibir su entorno y tome decisiones que maximicen las posibilidades de cumplir
exitosamente una tarea.

� Aprendizaje autom�atico: es un campo de estudio de las ciencias de la compu-
taci�on, el cual brinda habilidades a las computadoras para aprender sin haber sido
expl��citamente programadas.

Teniendo claros esos t�erminos, el aprendizaje profundo se encarga de explorar el estudio y
construcci�on de algoritmos que pueden aprender desde un conjunto de datos y hacer pre-
dicciones sobre estos. Tales algoritmos superan las instrucciones estrictamente est�aticas
de los programas convencionales, haciendo predicciones o decisiones basadas en datos,
mediante la construcci�on de modelos basados en datos de entrenamiento.

En los �ultimos a~nos, la inteligencia arti�cial ha crecido exponencialmente, en especial
desde el a~no 2015. Mucho de lo que se ha logrado hasta ahora se debe a la disponibilidad
de las GPU (en ingl�esGraphical Processing Unit), las cuales poseen una arquitectura
robusta para procesar tareas computacionales dif��ciles. Adem�as, no se puede dejar de
lado que la inteligencia arti�cial ha sido posible gracias al movimiento delBig Data, donde
grandes cantidades de informaci�on como im�agenes, textos, transacciones, datos de mapeo,
entre otros, sirven como conjuntos de datos de entrada para la etapa de aprendizaje.

La base del aprendizaje autom�atico fueron las redes neuronales, las cuales fueron inspira-
das al comprender el funcionamiento de los cerebros humanos y las interconexiones entre
las neuronas. Pero, a diferencia de los cerebros humanos, donde cada neurona se puede
comunicar con cualquier otra, las redes neuronales arti�ciales est�an compuestas por capas
discretas, conexiones y direcciones de programaci�on [6].

Una noci�on del funcionamiento de estas redes neuronales consiste en tomar una imagen
y separarla en secciones que son introducidas en la primera capa de esta red. En esta
primera capa, neuronas individuales ejecutan una tarea y transmiten esa informaci�on a
la segunda capa. Esta segunda capa de neuronas realiza otro tipo de an�alisis sobre la
imagen y as�� consecutivamente, hasta llegar a la �ultima capa donde el resultado �nal es
producido [6].

En la �gura 2.1, se muestran los per��odos por los cuales la inteligencia arti�cial ha evo-
lucionado y se ha segmentado en las �areas de investigaci�on de aprendizaje autom�atico y
aprendizaje profundo.
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Figura 2.1: Evoluci�on de inteligencia arti�cial [6].

En la siguiente secci�on se muestra una de las aplicaciones que tiene el aprendizaje pro-
fundo, lasCNN: Convolutional Neural Networks, en espa~nol Redes Neuronales Convolu-
cionales.

2.3 Redes Neuronales Convolucionales (CNN)

La clasi�caci�on de im�agenes se re�ere a la tarea de tomar una imagen y obtener como
resultado una clase o etiqueta de alg�un objeto reconocido. Para los humanos, la tarea
de reconocimiento de objetos es una de las primeras habilidades que aprenden desde el
momento en que nacen. Por ejemplo, cuando se observa una escena, el ser humano es
capaz de describirla y asignarle una etiqueta a cada objeto. Esta habilidad es la que se
desea implementar mediante sistemas computacionales.

Un concepto muy importante de aclarar es la forma en que las m�aquinas \observan" las
im�agenes. Cuando una computadora observa una imagen, es decir, toma una imagen
como entrada, no la observa como lo hacen los seres humanos, sino que interpretan esta
imagen como un arreglo de valores de p��xeles. Dependiendo de la resoluci�on y tama~no de
la imagen, las m�aquinas pueden observan un arreglo de tama~no 64 x 64 x 3, donde los
valores de 64 se re�eren a la altura y ancho de la imagen y el 3 se re�ere a los canales de
color.

Por dar un ejemplo, observe la imagen 640 x 640 x 1 en escala de grises mostrada en
la �gura 2.2, donde a cada uno de estos elementos, en esta matriz, se le asigna un valor
en el rango de 0 a 255, el cual describe la intensidad del p��xel. El objetivo �nal de las
CNN es entregarle esta matriz a la computadora y que esta obtenga las probabilidades
de encontrar objetos basados en esa informaci�on.

Al conocer los principios sobre c�omo se interpretan y manipulan las im�agenes, mediante
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Figura 2.2: Como ven los seres humanos y las m�aquinas [7].

una computadora para reconocer objetos, esta debe lograr diferenciar entre todas las
im�agenes que se le brindan y descifrar las caracter��sticas �unicas que hacen de un avi�on
un avi�on o de una botella una botella. Este proceso se lleva a cabo en los seres humanos
subconscientemente. Por ejemplo, cuando un ser humano ve a un caballo, este logra
identi�car que tiene cuatro patas y su caracter��stica cara y hocico alargados. Esto mismo
es lo que se busca que logren las m�aquinas, identi�car todos esos patrones que se logran
desde un bajo nivel como curvas y bordes, hasta conceptos m�as abstractos que se logran
con las redes neuronales convolucionales.

Las redes neuronales arti�ciales se inspiran en las redes neuronales biol�ogicas. Por ejemplo,
en el cerebro de los gatos, algunas neuronas se activan exclusivamente cuando observan
bordes verticales y otras neuronas se activan exclusivamente cuando observan bordes
horizontales [8]. Esto es lo que se procura conseguir con estas redes neuronales arti�ciales,
que sean capaces de responder a caracter��sticas exclusivas de un objeto. Para lograr
este objetivo, dichas redes se someten a una etapa de entrenamiento, donde aprenden
habilidades para desempe~nar una tarea en concreto, sin necesidad de una programaci�on
espec���ca de tareas, de la misma forma en que los seres humanos desde peque~nos aprenden
a interpretar su entorno.

El modelo de las redes neuronales arti�ciales se compone de simples elementos llamados
neuronas, como se muestra en la �gura 2.3. La estructura b�asica de una neurona arti�cial
est�a compuesta den entradas, donde cada canal de entradai puede transmitir un valor
real x i . La funci�on de activaci�on f calculada dentro de la neurona se selecciona de manera
arbitraria. Usualmente, a los canales de entrada se les asigna un peso, lo cual signi�ca que
la informaci�on de entrada es multiplicada por estos pesoswi . La informaci�on transmitida
se introduce en la neurona y la funci�on de activaci�on es evaluada [9].

El modelo matem�atico de cada neurona se puede pensar como un clasi�cador lineal, lo
cual se re�ere a que una neurona tiene la capacidad de que le \gusten" (activaci�on cerca
de 1) o \no le gusten" (activaci�on cerca de 0) ciertas regiones del espacio de entrada. Por
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lo tanto, con una apropiada funci�on de p�erdida (en ingl�esloss function) en la salida de la
neurona, se puede convertir a una neurona individual en un clasi�cador lineal. Algunas
de estas funciones son:Binary Softmax classi�er, Binary SVM classi�er, Regularization
interpretation, entre otras.

Figura 2.3: Estructura b�asica de una neurona arti�cial [9].

Si se acepta el hecho de que cada funci�on de activaci�on es capaz de tomar las entradas,
procesarlas y luego mostrar una salida precisa, entonces se asume que las redes neuronales
arti�ciales son, en esencia, redes de funciones de activaci�on. Distintos modelos de redes
neuronales arti�ciales se diferencian por razones como la funci�on de activaci�on utilizada,
los patrones de interconexi�on y el tiempo que tarda transmitir informaci�on [9].

Seguidamente, se muestra en la �gura 2.4 una estructura de una red neuronal, la cual
est�a compuesta por una capa de entrada, una capa de salida, y puede contener una o
varias capas ocultas o intermedias [9]. Esta red recibe una entrada (un vector simple) y
la transforma a trav�es de una serie de capas ocultas. Cada una de estas capas ocultas
est�a compuesta por un conjunto de neuronas, donde cada neurona est�a completamente
conectada a todas las neuronas de la capa anterior y donde neuronas de una misma capa
son independientes y no comparten conexi�on.

Los tres elementos principales que de�nen el comportamiento de una red neuronal arti�cial
son la estructura de los nodos, la topolog��a de la red y el algoritmo de aprendizaje utilizado
para encontrar los pesos de la red [9].

Para continuar con los detalles espec���cos de una red del tipo CNN, la idea es que la red
reciba una imagen como entrada e introducirla en distintas capas de convoluci�on, capas de
funciones de activaci�on,pooling y fully connected, y se obtenga como resultado una clase
o probabilidad de haber reconocido un objeto en la imagen. En los siguientes p�arrafos,
se detalla en qu�e consisten estas cuatro principales capas mencionadas previamente.

La capa de convoluci�on consiste en un conjunto de �ltros que llegan a ser aprendidos por
la red. Cada �ltro es peque~no, especialmente en las dimensiones de altura y ancho, pero
se extiende a lo largo de toda la profundidad de los datos de entrada, con distintos pesos.
Por ejemplo, un �ltro com�un podr��a tener un tama~no de 5x5x3, lo cual se re�ere a cinco
p��xeles de altura, cinco p��xeles de ancho y tres p��xeles de profundidad referentes a los
canales de color. Estos �ltros se deslizan o convolucionan en las direcciones de altura y
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Figura 2.4: Estructura b�asica de una red neuronal.

ancho a lo largo de toda la informaci�on de entrada, como se muestra en la �gura 2.5, en
este caso una imagen, y se multiplica uno a uno los valores del �ltro y cualquier posici�on
en la imagen, como se muestra en la �gura 2.6 (el c�alculo para esta imagen se muestra en
la ecuaci�on 2.1). Este proceso se repite en cada posici�on de la imagen, en las direcciones
de altura y ancho, hasta conseguir la capa convolucionada, tambi�en denominada mapa de
activaci�on.

Capa Entrada � F iltro = 9 � 1 + 0 � 0 + 9 � 0 + 0 � 0 + 3 � 1+

8 � 0 + 1 � 1 + 1 � 0 + 2 � 1 + 2 � 0+

1 � 0 + 7 � 0 + 7 � 1 + 8 � 0 + 8 � 0+

6 � 0 + 4 � 1 + 8 � 0 + 2 � 1 + 6 � 0+

4 � 1 + 2 � 0 + 0 � 0 + 0 � 0 + 5 � 1

) Resultado de Convolucion= 37

(2.1)

Conforme se convoluciona, este proceso produce un mapa de activaci�on de dos dimensio-
nes, el cual muestra la respuesta de un �ltro espec���co en cada posici�on espacial, en la
informaci�on de entrada. Intuitivamente, la red aprender�a �ltros con sus respectivos pesos,
que se activan cuando detectan alguna caracter��stica visual como, por ejemplo, un borde
con una orientaci�on caracter��stica o una mancha de alg�un color en la primera capa (bajo
nivel) e incluso un objeto entero en capas de m�as alto nivel. De esta forma, si se tienen
12 �ltros, cada uno de estos mapas de activaci�on se apilar�an a lo largo de la dimensi�on
de profundidad y se producir�a el volumen de salida.

La capa de funciones de activaci�on toma un n�umero individual y lo procesa a trav�es de
una operaci�on matem�atica �ja. Existen varios tipos de funciones de activaci�on que se
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Figura 2.5: Proceso de convoluci�on con un �ltro 5x5
(Cuadro).

encuentran en la pr�actica, como Sigmoide, tangente hiperb�olica, RELU (Recti�er Linear
Unit ), entre otras [10]. Otra capa importante es la capa depooling, donde su frecuencia
de uso es alta entre capas de una arquitectura CNN. Su funci�on, como se muestra en
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Figura 2.6: C�alculo al aplicar un �ltro de convoluci�on.

la �gura 2.7, es reducir progresivamente el tama~no del espacio de alguna representaci�on
brindada por una capa, con el �n de disminuir la cantidad de par�ametros y c�alculos en la
red, pero tambi�en buscar caracter��sticas de m�as alto nivel.

Por �ultimo, la capa fully connectedtoma como entrada el volumen de salida de la capa
anterior (ya sea una capa de convoluci�on, de funci�on de activaci�on,pooling) y produce un
vector de dimensi�on N, donde N es el n�umero de clases que calcula la red. Por ejemplo,
si se desea un programa de clasi�caci�on de d��gitos manuscritos entrenado con el conjunto
de datos MNIST [11], N responder��a a los 10 d��gitos en el sistema decimal. Cada n�umero
en este vector de dimensi�on N representa la probabilidad de haber reconocido cierta clase
(en este caso, la probabilidad de haber reconocido un d��gito donde la primera clase es
el n�umero cero y, mediante incrementos unitarios, llegar a la �ultima clase que ser��a el
n�umero nueve). En un caso hipot�etico de que el resultado de esta capafully connected
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Figura 2.7: Capapooling, con �ltro 2x2 y funci�on m�aximo.

sea el de la �gura 2.8, representado por el vector de la ecuaci�on 2.2, se puede concluir que
en la imagen de entrada se reconoci�o el n�umero 5 con una probabilidad de 0.75.

N = [0 0:1 0 0 0:1 0:75 0 0 0 0:05] (2.2)

La capa RELU aplicar�a una funci�on de activaci�on, lo cual deja el tama~no del volumen sin
cambios (32x32x12). Luego, la capa depooling realiza un proceso llamadodownsampling
que se encarga de reducir el tama~no de la matriz de trabajo, por ejemplo, a 16x16x12.
Por �ultimo, la capa fully connected calcula las probabilidades para cada clase, lo cual
resulta en una matriz 1x1x10, donde cada uno de esos 10 n�umeros corresponden a las
probabilidades de las clases, que directamente son las 10 categor��as del conjunto de datos
CIFAR-10 [12].

Con lo mencionado hasta el momento, es posible identi�car objetos dentro de una imagen,
pero no determinar la posici�on en que est�an localizados, por este motivo, en el siguiente
apartado, se muestra una aproximaci�on de c�omo lograrlo con lasRPN: Region Proposal
Networks, que en espa~nol se puede traducir como Redes de Propuestas de Regiones.

2.4 RPN: Region Proposal Networks

Las RPN tienen como objetivo buscar zonas dentro de una imagen donde existe la po-
sibilidad de encontrar objetos. Para explicar c�omo funciona la arquitectura de las RPN
mostradas en la �gura 2.11, se utilizar�a el ejemplo de la �gura 2.12.

Cuando se quiere buscar un objeto dentro de una imagen de entrada con este m�etodo, lo
primero es aplicar una serie de capas convolucionales (en este ejemplo el modelo VGG-16
[13], para obtener unfeature mapo mapa de caracter��sticas. Para generar estas propuestas
de regiones, se desliza una peque~na red a lo largo del mapa de caracter��sticas generado por
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Figura 2.8: Capafully connected.

la �ultima capa convolucional del bloque VGG-16. Esta peque~na red toma como entrada
una ventana de dimensionesnxn p��xeles de la entrada que se re�ere alfeature map. Este
�ultimo feature map es alimentado a dos capas fully connected, una capabox regression
(reg) y a una box-classi�cation (cls). Para este ejemplo se utilizan=3.

En cada posici�on de esta ventana deslizante, de forma simult�anea, se predicen m�ultiples
propuestas de regiones, donde el n�umero m�aximo de propuestas de regiones para cada
posici�on se denotak. De esta manera, la salida de la RPN est�a compuesta por la capa
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Figura 2.9: Conjunto de datos CIFAR-10 [12].

Figura 2.10: Arquitectura CNN para CIFAR-10.

Box-regression, la cual tiene 4k salidas que se re�eren a las coordenadas dek regiones
de inter�es y la capaBox-classi�cation con 2k puntajes que estiman la probabilidad de
detectar un objeto o no, tal como se muestra en la �gura 2.13. A las propuestask se
les denomina anclas, donde cada una est�a centrada en la ventana deslizante en cuesti�on
y tiene asociados una escala y raz�on de aspecto. Para unfeature map de convoluci�on
convencional de tama~no W x H (2400), existen WHk anclas en total.

Esta peque~na red se muestra en la esquina superior izquierda de la �gura 2.11. En la salida
de la RPN, se obtiene un conjunto de propuestas rectangulares de objetos, conocidas como
regiones de inter�es (en ingl�es ROI:Regions Of Interest) y dos probabilidades. De esta
manera, la salida est�a compuesta por seis par�ametros, los dos primeros:Es objeto y No es
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objeto, se re�eren a la probabilidad de que exista un objeto en la regi�on propuesta, tienen
esta con�guraci�on, ya que, al ser un par�ametro que debe utilizarse en otra red, se utilizan
en el formato one-hot-encoding; los otros cuatro par�ametros se re�eren a las regiones
de inter�es, compuestas por las dimensiones del rect�angulo y las coordenadas donde se
encuentra su centro, como se muestra en la �gura 2.14 [14].

Las RPN han sido dise~nadas para predecir propuestas de regiones con un rango amplio de
escalas y relaciones de aspecto, en contraste con los m�etodos convencionales que recurr��an
a m�etodos de pir�amides de im�agenes o pir�amides de �ltros [15] [16] [17].

Figura 2.11: Arquitectura de RPN.

Figura 2.12: Ejemplo de arquitectura RPN.



2 Marco te�orico 19

Figura 2.13: Ventana deslizante de RPN.

Figura 2.14: Regiones de inter�es generadas por RPN.

2.5 R-CNN: Region Convolutional Neural Networks

Al igual que la anterior RPN, las redes del tipo R-CNN tienen la funci�on de tomar como
entrada una imagen y en ella detectar, pero, adem�as, clasi�car objetos. Existen varias
arquitecturas para este tipo de redes, a continuaci�on, se muestra la R-CNN que se apega
a este proyecto, una arquitectura estructurada en tres etapas, tal y como se muestra en
la �gura 2.15. La primera etapa genera propuestas de regiones independientemente de la
categor��a del posible objeto. En la segunda etapa, se extrae un vector de longitud �ja
con caracter��sticas de cada regi�on propuesta por la primera etapa. El tercer m�odulo es
un class-speci�c linear Support Vector Machine[18].
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Figura 2.15: Arquitectura de red R-CNN.

2.5.1 Reconocimiento utilizando regiones

Este algoritmo funciona para la detecci�on de objetos [19], el cual inicia con la construcci�on
de un �arbol utilizando un motor de segmentaci�on jer�arquica [20]. Las regiones que se
toman en consideraci�on son los nodos de ese �arbol y la ra��z, la cual es la imagen completa
para lograr esta aproximaci�on. En la �gura 2.16, se presenta un ejemplo de un �arbol de
regiones, junto con un saco de regiones que representan la imagen de entrada, donde este
grupo descarta la estructura del �arbol. Luego, para describir una regi�on, se subdivide el
bounding box(este t�ermino se re�ere a la regi�on de inter�es) en una mallanxn, tal como
se muestra en la �gura 2.17.

Figura 2.16: Extracci�on de regiones [21].

El 
ujo de este sistema de reconocimiento consiste en tres etapas, como se muestra en la
�gura 2.18. Para una imagen de consulta, la etapa de votaci�on emite hip�otesis iniciales
de posiciones de objetos, escalas y soportes basados en regiones combinadas de ejemplos.
Estas hip�otesis son las entradas a las siguientes etapas y son re�nadas a trav�es de un
clasi�cador de veri�caci�on y una segmentaci�on restringida, respectivamente, para obtener
la detecci�on �nal y resultados de segmentaci�on.
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Figura 2.17: Descripci�on de regiones [21].

Figura 2.18: Diagrama de 
ujo en el reconocimiento
utilizando regiones [21].

2.5.2 Extracci�on de caracter��sticas

En esta etapa, se utilizan las regiones propuestas en la secci�on 2.5.1, las cuales son defor-
madas hasta lograr una dimensi�on de 227 x 227 p��xeles, debido a que se deben apegar a
las condiciones de entrada de la red CNN. Esta etapa de procesamiento de la imagen est�a
compuesta por cinco capas de convoluci�on y dos capasfully connected. En la salida, se
obtiene un vector de caracter��sticas de 4096 dimensiones de cada una de las propuestas
de regi�on, las cuales se calculan aplicandoforward propagation.

2.5.3 Class-speci�c linear support vector machine

El aprendizaje autom�atico del tipo support vector machine(m�aquinas de vectores de
soporte) son modelos de aprendizaje supervisado con algoritmos de clasi�caci�on basados
en regresiones. Dado un conjunto de ejemplos de entrenamiento, cada uno etiquetado
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en la categor��a que pertenece, en un conjunto de dos o m�as categor��as, un algoritmo de
entrenamiento SVM construye un modelo que posee un comportamiento de un clasi�cador
lineal binario no probabil��stico.

Para tener una idea m�as clara de c�omo funciona este algoritmo, se debe imaginar alguna
forma de clasi�car, mediante procesamiento de im�agenes, una pelota y una silla. El
primer paso es ense~narle a este algoritmo a diferenciar entre estos dos objetos. Esto lo
logra utilizando n caracter��sticas de los objetos analizados, en este ejemplon=2, altura y
ancho del objeto. Se debe suponer que la relaci�on de aspecto de estos objetos tiene una
estructura ancho: altura, donde para una pelota es aproximadamente 1:1 (�gura 2.19) y
para una silla 2:3 (�gura 2.20). Este aprendizaje se logra cuando el modelo observa un
conjunto de datos con informaci�on relevante de los objetos, en este caso, se utilizar�a una
etiqueta que identi�que al objeto, su altura y su ancho, como se muestra en la tabla 2.1.

Figura 2.19: Relaci�on de aspecto de una pelota.

Figura 2.20: Relaci�on de aspecto de una silla.
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Etiqueta Altura Ancho Altura Ancho
de (p��xeles) (p��xeles) normalizado normalizada

objeto (adimensional) (adimensional)

pelota1 15 16 0.1630434783 0.1739130435
pelota2 30 29 0.3260869565 0.3152173913
pelota3 70 75 0.7608695652 0.8152173913
pelota4 35 33 0.3804347826 0.3586956522
pelota5 89 92 0.9673913043 1
silla1 29 47 0.3152173913 0.5108695652
silla2 45 70 0.4891304348 0.7608695652
silla3 10 18 0.1086956522 0.1956521739
silla4 59 87 0.6413043478 0.9456521739
silla5 20 31 0.2173913043 0.3369565217

Tabla 2.1: Altura y ancho de objetos de entrenamiento
para SVM.

Observe que, para utilizar estos datos, un paso cr��tico es normalizar la informaci�on, con
el �n de que tome sentido relevante entre los objetos analizados. Lo siguiente es construir
un histograma, a partir de este conjunto de caracter��sticas normalizadas, para determinar
cu�ales patrones diferencian a estos objetos. Si se observa detenidamente el histograma
de la �gura 2.21, se puede inferir que las barras de altura y anchura de una pelota son
similares, mientras que, para las sillas, di�eren a raz�on de que la altura es mayor al ancho,
lo cual comprueba la hip�otesis inicial sobre la raz�on de aspecto.

Figura 2.21: Histograma para ejemplo de SVM.

Por lo tanto, la forma en que aprende el algoritmo de SVM a diferenciar objetos es
determinar un hiperplano (l��neas en la �gura 2.22) que logre separar estos dos grupos
de puntos en este gr�a�co de dispersi�on. Es f�acil pensar que existen muchas l��neas que
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pueden separar estas dos aglomeraciones de objetos, pero las que garantizan los mejores
resultados son las l��neas que permitan un margen m�aximo entre los elementos de las dos
categor��as (l��nea continua) y las dem�as propuestas se descartan (l��nea punteada y l��nea
discontinua).

Figura 2.22: Propuestas de hiperplanos para SVM.

Ser��a ideal que, con solo estas dos caracter��sticas, altura y ancho, se pudieran reconocer
todos los objetos, pero no es as��. Por esta raz�on, a lo largo de la R-CNN, se pueden obtener
muchas caracter��sticas, para este cason=4096. Cuando se construye un histograma para
cada objeto, cada uno de estos tendr�a un patr�on caracter��stico, por esta raz�on, el modelo
SVM busca similitudes entre los histogramas de los objetos aprendidos y una imagen de
entrada. Un ejemplo de un histograma de 4096 caracter��sticas de un objeto aprendido se
observa en la �gura 2.23.

De esta manera, despu�es de haber entrenado un modelo SVM, este podr�a predecir que,
si un objeto coincide con estos patrones caracter��sticos de los objetos aprendidos, tendr�a
altas probabilidades de haber sido reconocido.

2.6 Faster R-CNN

El modelo Faster R-CNN es una fusi�on de las redes RPN y R-CNN; el t�erminofaster (en
espa~nol se traduce como "m�as r�apido") se re�ere a que esta es una de las optimizaciones
m�as e�cientes en el tema de velocidad de detecci�on que se le ha hecho a una serie de
modelos basados en la arquitectura de la R-CNN. En la �gura 2.24, se puede observar,
al lado izquierdo, la RPN, la cual propone las regiones de inter�es (ROI ) y, en la parte
superior, se puede observar el clasi�cador R-CNN. En pocas palabras, despu�es de aplicar
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Figura 2.23: Histograma caracter��stico de un objeto
aleatorio para SVM.

una red convolucional (para efectos de estos proyectos, esta implementaci�on se basa en el
modelo VGG-16 antes mencionado), a la imagen en cuesti�on, por ejemplo, a la imagen de
la �gura 2.25, la RPN le dice d�onde buscar a la R-CNN. El objetivo de esta implementaci�on
es sustituir la etapa de reconocimiento utilizando regiones en la R-CNN convencional
por la RPN, ya que esta �ultima es m�as r�apida calculando las propuestas de regi�on y,
consecuentemente, la R-CNN cumple su funci�on como clasi�cador de objetos.

La salida de la Faster R-CNN est�a compuesta por la clase del objeto, la probabilidad de
haber identi�cado el objeto y las cuatro esquinas delbounding boxque localiza el objeto.
Por ejemplo, si se utiliza una red Faster R-CNN entrenada con el conjunto de datos Pascal
VOC 2012 [22] que tiene 20 categor��as, para una imagen de entrada mostrada en la �gura
2.25, los resultados de detecci�on de objetos se muestran en la �gura 2.26 para la categor��a
perro y en la �gura 2.27 para la categor��a persona.

2.7 Conjunto de datos

El conjunto de datos se re�ere a toda la informaci�on, que ser�a utilizada para las etapas
de entrenamiento y prueba de la red neuronal. La manera en que se prepara consiste en,
primero, recolectar m�ultiples im�agenes (idealmente mayor a 5000 im�agenes) de los objetos
que se pretenden reconocer. Una forma e�ciente de realizarlo es tomar un video del objeto
desde diferentes perspectivas, en diferentes entornos y luego extraer todos los cuadros del
video. Una recomendaci�on para tomar el video es utilizar una c�amara con estabilizador
de imagen, si esto no se cumple, las im�agenes del conjunto de datos contendr�an ruido que
afectar�a la etapa de entrenamiento.

En el segundo paso, por facilidad, se deben agrupar todas las im�agenes de una sola
categor��a en una carpeta. Luego, de esas 5000 im�agenes, se realiza una selecci�on aleatoria
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Figura 2.24: Arquitectura de Faster R-CNN.

Figura 2.25: Imagen de entrada a Faster R-CNN.

de 1000 im�agenes. Con base en estas 1000 im�agenes, se crea unmanifest �le, el cual se
de�ne como un archivo que contiene metadatos para un grupo de archivos adjuntos, los
cuales forman parte de un conjunto o unidad coherente. En otras palabras, es un archivo
que contiene la direcci�on que apunta a cada una de estas im�agenes acompa~nado delground
truth compuesto por la posici�on en la lista de categor��as de salida de la red y elbounding
box donde se encuentra el objeto, donde primero se indica su esquina superior izquierda y
luego la esquina inferior derecha. Por ejemplo, basado en la imagen mostrada en la �gura
2.28, una l��nea de estemanifest �le tiene un aspecto similar a lo que se muestra en la
�gura 2.29.

Para la imagen de la �gura 2.28, una l��nea real ser��a algo similar a la siguiente �gura 2.30:

Despu�es de construir estemanifest �le, que contenga alrededor de 1000 l��neas similares a
estas anteriores, contin�ua la etapa de entrenamiento de la red.
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