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Resumen

La presente tesis realiza un analisis comparativo entre el algoritmo Damerau-
Levenshtein y un algoritmo de deep learning y confirma que, utilizando deep lear-
ning, se puede obtener mejores resultados en el reconocimiento de gestos descritos
por LaGeR, tanto en tiempo de ejecucion como en exactitud. Ademads, demuestra

que dicho método es efectivo con varios dispositivos de entrada.
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Abstract

The present thesis is a comparative analysis between the Damerau-Levenshtein
algorithm and a deep learning algorithm and confirms that, by using deep learning
techniques, one can obtain better results when recognizing gestures described by
LaGeR, in terms of both running time and accuracy. Additionally, it shows that

said method is effective with several input devices.
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Introduccion




Introduccion 2

1.1. Planteamiento del Problema

Esta investigacion continiia y mejora la eficiencia y exactitud lograda en el
trabajo de la tesis de maestria de Andrés Odio Vivi denominado “LaGeR: Lenguaje
para descripcién de gestos bidimensionales y tridimensionales” Odio-Vivi, 2015;
Mata-Montero y Odio-Vivi, 2015. El problema a resolver sigue siendo en el campo
de aplicaciones con interfaces gestuales. Especificamente, cémo facilitar el diseno,
programacion y mantenimiento de este software de manera modular, eficiente,
confiable, y, sobre todo, de la forma mas independiente posible del dispositivo
utilizado para capturar los gestos. El objetivo principal de esa investigacién fue
definir e implementar un lenguaje Language for Gesture Representation (LaGeR)
y un workbench para la representaciéon e interpretacion de gestos bidimensionales
y tridimensionales mediante el cual los desarrolladores pueden definir gestos que
se detecten de manera agnostica a los dispositivos usados, es decir, sin importar
el dispositivo o las Application Programming Interface (API) de por medio.

El método original para la detecciéon de gestos con LaGeR se basa en la dis-
tancia de Damerau-Levenshtein Bard, 2007 pero tiene varios inconvenientes. Por
ejemplo, la forma en la que se expanden las hileras para obtener invariabilidad de
escala es — en un escenario de peor caso — muy lento, por lo que resulta en largos
tiempos de ejecucion bajo ciertas circunstancias. De igual manera, no es capaz de
proveer invariabilidad de rotacion. Ademds, su tolerancia a gestos imprecisos se
ve limitada por el hecho de que no considera que algunos literales corresponden a

direcciones mas cercanas que otras.

FiGurA 1.1: Distancia entre letras de gestos

Una de las caracteristicas principales de LaGeR es que representa gestos por
medio de una secuencia de literales a — z que corresponden a movimientos en dife-

rentes direcciones (ver Subseccién 3.3.2). El algoritmo de reconocimiento antiguo
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simplemente compara la hilera de LaGer del gesto de entrada con las de gestos
candidatos, pero no toma en cuenta la relacién espacial real entre cada literal (ver
Seccién 2.4). Esto se ilustra en la Figura 1.1, donde la primera hilera corresponde
al gesto de entrada y las tres hileras restantes corresponden a los gestos candida-
tos entre los cudles el LaGeR Workbench original debe elegir. Para el algoritmo
Damerau-Levenshtein, la tercera y la cuarta hilera tendrian la misma probabilidad
de ser la respuesta correcta a pesar de que el movimiento correspondiente al literal
'h’ sea mas cercano al del literal ’a’ que al del literal 't .

Por lo tanto, se desea implementar y evaluar algoritmos con otros enfoques
que tedricamente tienen amplio potencial tales como los basados en deep learning.
Para tal fin, se necesitara un amplio y variado conjunto de datos de entrenamiento,
lo cual implica explorar formas de generar datos de entrenamiento a gran escala

(data augmentation).

1.2. Impacto

Actualmente, hay una proliferacion de dispositivos de entrada para la captura
de gestos por parte de usuarios. Por ejemplo, los Oculus Touch (xinreality, 2018),
los HTC Vive controllers (HTC, 2017), el SensIR (McIntosh, Marzo & Fraser,
2017) y, mas recientemente, el proyecto Soli de Google (Google, 2017). Este tipo de
interfaz, es no solamente muy 1til en la billonaria industria de los juegos de video,
sino también en aplicaciones de realidad virtual y para el apoyo a personas con
discapacidad. Desde el punto de vista de ingenieria de software, no es aceptable que
los desarrolladores se vean obligados a reprogramar el procesamiento de los gestos
de forma diferente para cada dispositivo. La primera versién del LaGeR Workbench
logré una primera aproximacion exitosa. Sin embargo, para que esto sea realmente
util en un contexto practico es necesario que el reconocimiento de dichos gestos,
especialmente para gestos complejos, sea rapido y confiable. Al introducir técnicas
modernas de reconocimiento de patrones como deep learning, este trabajo logra

mejorar lo alcanzado por el LaGeR Workbench original.

1.3. Fundamentos

Esta tesis busca mejorar la plataforma LaGeR mediante el uso de técnicas de
inteligencia artificial. Por lo tanto, es importante presentar, aunque sea de forma

resumida, el marco conceptual y terminologia basica relevante de la inteligencia



Introduccion 4

artificial. En el Capitulo 2 se discutird més profundamente los conceptos introdu-
cidos en esta seccion.

La inteligencia artificial (IA, o Al segiin sus siglas en inglés), comenzé a desa-
rrollarse después de la Segunda Guerra Mundial. Sin embargo, no fue hasta 1956
cuando se le otorgd el nombre por el que hoy conocemos a esta area de estudio
(McCarthy, Minsky, Rochester & Shannon, 1955). A continuacién presentamos al-
gunas definiciones del campo de la TA que son relevantes para este trabajo (Russell
& Norvig, 2009):

Machine learning (aprendizaje de maquina) es un area de la IA que mejora los
primeros algoritmos de IA al plantear mecanismos capaces de aprender e inferir
reglas sin necesidad de programar directamente esas reglas. Machine learning es ir
un paso adelante de lo que era la TA en sus principios. Antes de machine learning
existian retos para la IA que probaron ser demasiado dificiles, por ejemplo, porque
las reglas légicas que gobiernan muchos sistemas complejos son muy dificiles de
inferir y codificar por parte de programadores.

Sin embargo, conforme ha pasado el tiempo, la cantidad de datos digitales exis-
tentes aumentd considerablemente y esto ha posibilitado otras opciones. Ademas
el poder computacional del hardware ha crecido exponencialmente. Para el anélisis
inteligente de grandes cantidades de datos (big data), ha surgido otra rama de la
A llamada deep learning (Deng & Yu, 2014). Sus caracteristicas principales son
(Deng & Yu, 2014):

= Hace uso de una cascada de multiples capas de procesamiento de unidades
no lineales para extraccién y transformacion de caracteristicas. Cada capa

sucesiva usa la salida de la capa previa como entrada.

» Aprende de forma supervisada (e.g., clasificacién) y/o no supervisada (e.g.,

analizando patrones).

= Aprende multiples niveles de representaciones que corresponden a diferentes

niveles de abstraccién; los niveles forman una jerarquia de conceptos.

» Usa alguna forma de descenso de gradiente para entrenamiento via retropro-

pagacion.

En resumen, la TA es un esfuerzo para lograr que las mdquinas sean capaces
de desarrollar comportamientos previamente solo exhibidos por humanos. Como

resultado de estos esfuerzos, se ha logrado el avance en muchos temas tales como
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los vehiculos auténomos, la deteccién y extraccion de elementos en imégenes, y el
desarrollo de agentes inteligentes en videojuegos, entre otros.

Para el desarrollo de esta tesis contamos con la exigencia de que el entrena-
miento de modelos de deep learning requiere de gran cantidad de datos. Nos to-
maria demasiado tiempo y esfuerzo recopilar esa cantidad de datos para LaGeR,
lo cual pondria en riesgo la viabilidad del estudio. Sin embargo es posible hacer
modificaciones leves en los datos capturados y de esa forma aumentar el niimero
de mediciones captadas. Para este fin haremos uso del algoritmo de Monte Car-
lo, que ha sido usado exitosamente en otras investigaciones, tal y como se puede

corroborar en (Goodfellow, Bengio & Courville, 2016) y en (Deviant, 2011) .

1.4. Objetivos

1.4.1. Objetivo General

Definir, implementar y probar un sistema de reconocimiento de gestos basado
en LaGeR que mejore la forma en la que LaGeR Workbench actualmente compara
literales, para distinguir y reconocer los gestos de forma més exacta, sin impactar

significativamente el tiempo de ejecucién.

1.4.2. Objetivos Especificos

1. Desarrollar e implementar algoritmos de deep learning como mejoras del

LaGeR workbench.

2. Comparar los algoritmos implementados con el algoritmo original de LaGeR
Workbench (Damerau-Levenshtein), enfocdndose en la exactitud de la de-
teccion de gestos, la invariabilidad de escala, la invariabilidad de rotacién, y

el tiempo de ejecucion.

3. Utilizar al menos un dispositivo mas de entrada para la prueba del funcio-
namiento de LaGeR Workbench.

1.4.3. Hipotesis

Es posible encontrar un algoritmo de deep learning para mejorar el enfoque
actual de reconocimiento de gestos con LaGeR, de forma que sea mas rapido y

con mayor exactitud.
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1.5.

Estructura del documento

Capitulo 2: Se presenta un resumen de conceptos fundamentales para en-
tender la importancia y el impacto del presente trabajo. La primera sec-
cién plantea antecedentes y terminologia sobre técnicas de machine learning
desarrolladas antes del advenimiento de deep learning. La segunda seccion
se concentra en deep learning. La tercera y cuarta secciones son muy cor-
tas, definen respectivamente los algoritmos de Markov y el algoritmo de

Damerau-Levenshtein.

Capitulo 3: Se resume el trabajo relacionado en el reconocimiento de gestos
usando técnicas de deep learning y modelos ocultos de Markov. En la ultima

seccion se introduce el lenguaje LaGeR y el LaGer Workbench.

Capitulo 4: Se describe la metodologia utilizada para las modificaciones
realizadas al LaGeR Workbench haciendo uso de algoritmos de deep learning.
Ademas, se describen los experimentos llevados a cabo para probar el nuevo

enfoque y compararlo con el original de LaGer.

Capitulo 5: En este capitulo se detalla la estructura de directorios utilizada
en la implementacién de LaGeR deep learning. Ademas de esto se explica la

red neuronal utilizada y como se implementé el algoritmo de Monte Carlo.

Capitulo 6: Se analizan los resultados de los experimentos descritos en el

capitulo 4.

Capitulo 7: Este capitulo contiene las conclusiones y recomendaciones para

trabajos futuros de la investigacion.
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Antecedentes
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2.1. Machine Learning

Machine learning es un campo de estudio dentro de la IA que busca darle
la habilidad a las computadoras de aprender sin especificar de forma explicita
en el programa cémo llegar a ese objetivo. En el campo de machine learning,
el programa tiene la capacidad de mejorar las tareas que realiza conforme va
adquiriendo experiencia en dichas areas.

A continuacién algunos ejemplos de aplicaciones de machine learning que han

sido exitosas:

= Aprender a reconocer palabras habladas: Los mas exitosos sistemas de reco-
nocimiento de voz emplean machine learning desde hace casi tres décadas.
Por ejemplo el sistema Sphinx (Lee, Hon, Hwang, Mahajan & Reddy, 1989)
permitié aprender estrategias especificas para el reconocimiento de sonidos
primitivos (fonemas) y palabras de la senial de voz observada. Las redes neu-
ronales (Waibel, Hanazawa, Hinton, Shikano & Lang, 1989) y métodos de
Modelos ocultos de Markov (Lee et al., 1989) fueron efectivos personalizan-
do para hablantes individuales, vocabularios, diferentes tipos de microfonos,
ruidos, entre otros. M4s recientemente, investigadores de Microsoft (Xiong et
al., 2016) y Google (Li et al., 2017) han logrado crear algoritmos basados en
deep learning capaces de detectar el habla con tasas de exactitud del habla
que sobrepasan la del humano promedio (~94 %). Técnicas similares tienen

aplicaciones en muchas areas de interpretacion de senales.

= Aprender a conducir vehiculos autéonomos: Métodos de machine learning
han sido utilizados para entrenar computadores de vehiculos para conducir
en diferentes tipos de rutas. Por ejemplo, ya desde 1989 el sistema ALVINN
(Pomerleau, 1989) permitié conducir sin asistencia a una velocidad de 70
millas por hora por 90 millas de autopista publica acompanado por otros
vehiculos. Mas recientemente, las redes neuronales convolucionales han per-
mitido manejar vehiculos auténomos con minimo entrenamiento y valiéndose
unicamente de una camara frontal que provee pixeles al algoritmo, el cual
manipula directamente el sistema de direccién del automévil (Bojarski et
al., 2016). Este tipo de tecnologia ya estd siendo comercializada por empre-
sas como Tesla y Waymo. Més alld de los automdviles, técnicas similares
tienen posibles aplicaciones en muchos otros sistemas de control basados en

sensores.
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= Aprender a clasificar nuevas estructuras astronémicas: Los métodos de ma-
chine learning también han sido aplicados a diversas bases de datos con el
objetivo de aprender regularidades implicitas en esos datos. Por ejemplo, as-
troML es un modulo de machine learning y data mining de Python para el
analisis de datos astronémicos. “El objetivo de astroML es proporcionar un
repositorio comunitario para implementaciones rapidas de Python de herra-
mientas y rutinas comunes utilizadas para el analisis de datos estadisticos
en Astronomia y Astrofisica, para proporcionar una interfaz uniforme y facil
de usar a los conjuntos de datos astronémicos disponibles gratuitamente.”
(Ivezi¢, Connolly, Vanderplas & Gray, 2014).

» Aprender a jugar Go (juego milenario chino): Un juego chino cuya comple-
jidad es muy superior al del ajedrez es ahora exitosamente ganado mediante
el uso de algoritmos de machine learning. Recientemente, un grupo de in-

13

genieros de Google creé AlphaGo, un algoritmo cuyas “...redes neuronales
juegan Go a nivel de los programas de busqueda de arboles de Monte Carlo
de ultima generacion que simulan miles de juegos aleatorios de autoapren-
dizaje. También se presenta un nuevo algoritmo de busqueda que combina
la simulacién Monte Carlo con redes de valores y politicas. Utilizando este
algoritmo de busqueda, AlphaGo logré una tasa de ganancia del 99.8 % con-
tra otros programas de Go, y derroté al campedén (humano) de Furopean Go
por 5 juegos a 0. Esta es la primera vez que un programa de computadora

ha ganado el juego Go, una hazana que se crefa que estaria al menos a una
década de distancia.” (Silver et al., 2016).

Se distinguen dos tipos generales de Machine Learning: aprendizaje supervisado

y aprendizaje no-supervisado.

2.1.1. Aprendizaje Supervisado

En este tipo de aprendizaje, somos nosotros (los programadores), los encarga-
dos de darle al algoritmo la respuesta correcta. Por ejemplo, podriamos crear un
algoritmo que asigne precios a casas basandose en el tamano de la casa a partir
de ejemplos en los cuales se asocia tamanos con precios. A este tipo de problemas
le llamaremos ejercicios de regresion. Otro ejemplo seria decidir cuando un e-mail
es spam o No.

Dentro de los algoritmos de aprendizaje supervisado tenemos: Regresiones,

Naive Bayes, Maquinas de Soporte Vectorial y Redes Neuronales, entre otros.
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Es importante considerar que cuando utilizamos aprendizaje supervisado de-
bemos tener un conjunto de datos (que se dividird en conjunto de entrenamiento
y conjunto de prueba) que seran usados para entrenar al programa y probarlo.
De esa forma se entrena el algoritmo utilizando el conjunto de entrenamiento y
después se corre el algoritmo con el conjunto de prueba para saber en cuéles de los
puntos algoritmo funciona correctamente y en cuales no. Normalmente el conjunto
de datos estd constituido por un 80 % de datos de entrenamiento y un 20 % de
datos de prueba.

El algoritmo es capaz de modificar sus parametros internos para poder ge-
neralizar los datos y de esa manera encontrar las respuestas a posibles futuras
preguntas. El conjunto de datos de prueba se separa para ver cuan bien se ha
generalizado y de esa forma verificar que no ocurra overfitting (sobreadjuste).

A continuacién se explica el funcionamiento de algunos algoritmos de machine

learning supervisados.

Regresiones Lineales

Este tipo de algoritmos lo que busca es modelar la relacion entre una variable
dependiente Y y variables independientes X. Si solo poseemos una variable inde-
pendiente X, tendremos una regresion lineal simple (e.g., si queremos aproximar
el precio de casas (Y') sabiendo el tamano de las mismas (X)).

También se puede dar el caso en el que tengamos varias variables independien-
tes. Por ejemplo, queremos aproximar el precio de las casas, pero ahora ademas
de saber el tamano, también sabemos: el nimero de cuartos, la calidad de los
materiales utilizados en el diseno y el tipo de diseno, entre otros.

El nombre de regresiones lineales se debe a que nos permiten “predecir” el
comportamiento de una variable por medio de funciones lineales.

Nuestro objetivo serd encontrar una funcién gradiente H(X) = a + bX (en-
contrar a y b), que describa de la mejor manera posible el comportamiento del
conjunto de entrenamiento que nosotros le vamos a dar al algoritmo. Necesitamos
elegir los valores a y b, de manera que obtengamos un valor minimo de [H (X)—Y]?.

Al proceso de ir optimizando iterativamente los valores de los coeficientes (a y
b) para minimizar el error del modelo en nuestro conjunto de entrenamiento se le
denomina gradient descent (descenso de gradiente). Se dan valores aleatorios a los
coeficientes al principio. La suma de los errores al cuadrado se calcula para cada
par de valores de entrada y de salida. Como valor de escala se utiliza un ritmo

de aprendizaje denominado learning rate y en cada ocasién los coeficientes son
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actualizados de forma que se minimice el error. Este proceso se repite hasta que

el error alcanzado por la suma de los cuadréticos sea minimo (Brownlee, 2016b).

Regresion Logistica

En algunos casos no es posible utilizar regresiones lineales. Consideremos un
ejemplo en el que el conjunto de entrenamiento es el salario de las personas y si
estas aplican o no para un préstamo basado unicamente en su salario. Al ser las
posibilidades verdadero o falso (1 6 0), no existe una funcién lineal que se ajuste
a lo antes descrito.

En regresion logistica vamos a tratar de calcular la probabilidad de que un
ejemplo dado pertenezca a la clase verdadero (1) o a la clase falso (0). Para esto

utilizaremos la funcién sigmoide:

P(y = 1|x) = hy(x) = =o(0"2),

1
1+exp(—0' )

Ply=0|z)=1—P(y=1|z) =1 — hp(x).

La funcién sigmoide es una funciéon con forma de ‘S’, que trata de buscar el
valor 7 x para el cual y se mueve de 0 a 1. Esto es similar a cuando en la regresién

lineal buscamos el valor de a y b. La funcién sigmoide tiene un valor de 0 a 1.

Clasificadores Bayesianos Ingenuos (Naive Bayes)

Con este enfoque se permite manejar datos con una gran cantidad de dimensio-
nes. El algoritmo consiste en tener un conjunto de entrenamiento tal que, al recibir
un nuevo elemento en el sistema, este sea capaz de clasificarlo tomando en cuenta
la probabilidad de que ocurran sus vecinos. Por ejemplo, queremos clasificar si un
elemento es rojo o amarillo, y el elemento esta rodeado de cuatro vecinos rojos
y solo uno amarillo. En este caso, al calcular la probabilidad de que el elemento
sea rojo versus la probabilidad de que sea amarillo, obtenemos una mayor pro-
babilidad para rojo y clasificamos el elemento como tal. Naives Bayes tiene como
ventaja que es un algoritmo sencillo de entender y de implementar. Sin embargo,
se basa unicamente en la cantidad de vecinos de un tipo u otro y esta metodologia

no es aplicable a todos los casos.

Madaquinas de Soporte Vectorial (Support Vector Machines)

SVM es un método de machine learning supervisado que cuenta con la ventaja
de que se puede implementar para un nimero arbitrario de dimensiones. Consiste
en medir la distancia minima entre los diferentes grupos o cimulos del conjunto

de entrenamiento, buscando maximizar el “margen” entre ellos a través de una
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funcién kernel (semilla) que los traslada a un espacio de mayor dimensionalidad.
Por ejemplo, en el caso de que un conjunto de datos no pueda ser claramente
definido en dos dimensiones, se acude a una tercera para de esta forma tener mas
informacion de los datos y asi poderlos separar en distintas clasificaciones.

La figura 2.1 muestra graficamente el funcionamiento del algoritmo.

FIGURA 2.1: Descripcién gréfica de SVM (Wikipedia, s.f.-d)

X2‘

Este algoritmo es sumamente 1til para clasificar datos que no pueden ser divi-
didos por métodos mas sencillos, pero es complejo de utilizar e implementar, con

tiempos de ejecucion relativamente largos.

Redes Neuronales Artificiales

“Las redes neuronales artificiales (ANN, por sus siglas en inglés) proporcionan
un método general y practico para el aprendizaje de funciones con valores reales,
valores discretos y valores de vectores a partir de ejemplos. Algoritmos tales como
backpropagation (retropropagacién) usan una gradiente descendente para ajustar
los parametros de red para mejor adaptar un conjunto de entrenamiento de pares
de entrada-salida. El aprendizaje ANN es robusto a los errores en los datos de
entrenamiento y se ha aplicado con éxito desde hace muchos anos a problemas
tales como la interpretacion de escenas visuales, el reconocimiento de voz y el
aprendizaje de estrategias de control de robots.” (Mitchell, 1997)

Las redes neuronales interconectan capas de nodos de forma andloga a las
conexiones sindpticas entre neuronas del cerebro humano. El investigador establece

parametros de interconexién iniciales y le provee datos de entrenamiento para que
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se ajuste automaticamente a ellos. De forma similar al cerebro humano, no es facil
establecer qué rol juega cada parte de la red final, pero el agregado suele ser un
clasificador muy efectivo.

Los algoritmos de ANN se han utilizado para resolver problemas complejos de
vision por computador y reconocimiento de voz, que eran dificiles de resolver
por métodos de programacion convencionales como los que hemos descrito en
las secciones anteriores. Otra ventaja que presentan es que, aunque requieren de

muchos datos de entrenamiento, una vez entrenados son muy rapidas de ejecutar.

2.1.2. Aprendizaje no supervisado

En este tipo de aprendizaje no tenemos un conjunto de datos previamente
etiquetado con las respuestas correctas que el algoritmo deberia dar. En el apren-
dizaje no-supervisado lo que tenemos son solamente “datos”sin ningun tipo de
etiquetas. Por lo tanto, lo que se busca es encontrar patrones, clusters o distancias
entre los datos, que nos ayuden a clasificar cualquier tipo de informacién nueva.

Entre los ejemplos utilizados para aprendizaje no-supervisado tenemos: k-means
clustering, agrupamiento jerdrquico'y Andlisis de Componentes Principales (ACP).
Google News es un ejemplo conocido que se basa fuertemente en este tipo de
técnicas. Estas también son usadas con frecuencia para la clasificacion de genes,

segmentacion de mercados y redes sociales.

K-means Clustering

Es un tipo de aprendizaje no supervisado que consiste en agrupar los datos
en k clusters. Por ejemplo, si tenemos un conjunto de elementos que son alimen-
tos y queremos clasificarlos como proteinicos, grasosos o harinosos, en este caso
tendriamos k = 3.

Basado en ese k, el algoritmo elige k£ puntos iniciales en el espacio de datos y
calcula su centroide (distancia Euclidiana) respecto a los datos méas cercanos. La
ubicacién de esos nuevos puntos se va a ir depurando en cada iteracion de manera
que se encuentre lo mas céntrico posible respecto a los datos que lo rodean. El
error va disminuyendo en cada iteracion hasta que finalmente el cluster quede
formado y tengamos la clasificacién de los datos. No es inusual que el algoritmo

no converja, por lo que a menudo se corre con un limite maximo de iteraciones.
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K-means es un algoritmo pesado y dificil de escalar para grandes cantidades de
datos (NP-hard). Sin embargo, es ampliamente utilizado en areas como segmen-
tacion de mercados, vision por computador, geoestadistica, astronomia y mineria

de datos en agricultura (Dabbura, 2018).

Agrupamiento Jerarquico

A diferencia de K-means, el agrupamiento jerarquico busca no solo agrupar
sino también establecer jerarquias entre los grupos. Los resultados usualmente son
presentados en un dendograma (representacién grafica de datos en forma de érbol).

La complejidad de estos algoritmos generalmente es de O(n?), lo cual hace
que este algoritmo no sea ideal cuando se tienen grandes cantidades de datos por

analizar.

Analisis de Componentes Principales

El PCA (por sus siglas en inglés), es una técnica estadistica utilizada para
disminuir la dimensionalidad de un conjunto de datos.

“El ACP construye una transformacién lineal que escoge un nuevo sistema de
coordenadas para el conjunto original de datos en el cual la varianza de mayor
tamano del conjunto de datos es capturada en el primer eje (llamado el Primer
Componente Principal), la segunda varianza més grande es el segundo eje, y asi
sucesivamente. Para construir esta transformacion lineal debe construirse primero
la matriz de covarianza o matriz de coeficientes de correlacion. Debido a la simetria
de esta matriz existe una base completa de vectores propios de la misma. La trans-
formaciéon que lleva de las antiguas coordenadas a las coordenadas de la nueva base
es precisamente la transformacion lineal necesaria para reducir la dimensionalidad
de datos. Ademsds las coordenadas en la nueva base dan la composicién en factores
subyacentes de los datos iniciales.

Una de las ventajas del ACP para reducir la dimensionalidad de un grupo de
datos, es que retiene aquellas caracteristicas del conjunto de datos que contribu-
yen mas a su varianza, manteniendo un orden de bajo nivel de los componentes
principales e ignorando los de alto nivel. El objetivo es que esos componentes de
bajo orden a veces contienen el aspecto “mas importante” de esa informacion.”

(Wikipedia, s.f.-a)
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2.2. Deep Learning

La caja de herramientas de machine learning ha ido evolucionando con los
anos, haciéndose cada vez mas efectiva. En la actualidad existen metodologias que
permiten analizar enormes cantidades de datos para obtener clasificadores muy
detallados y poderosos. El analisis de datos por medio de redes neuronales con
muchas capas y unidades neuronales es la implementacién méas usual usada en
deep learning. Algunos autores lo ven como una sub-rama de machine learning
ideal para analizar grandes cantidades de datos, mientras que otros lo consideran
como una rama independiente.

Para el presente trabajo utilizamos deep learning (aprendizaje profundo) para
optimizar el funcionamiento de LaGeR. La cantidad de herramientas aptas para
implementar deep learning en este contexto es relativamente limitada, debido a
que esta metodologia estd disenada para aplicaciones muy especificas donde el con-
junto de datos disponible es muy amplio. Ejemplo de lo anterior son la visién por
computadora, la traduccion automaética, los vehiculos auténomos y el subtitulado
de videos en tiempo real. Afortunadamente, la mayoria de los frameworks existen-
tes para deep learning son de cédigo abierto, debido a su origen en la academia y
en empresas de tecnologia (e.g., Google) comprometidas tanto con la difusién del
conocimiento como con su aplicacién practica:

Segun Parvat et al (Parvat, Chavan, Kadam, Dev & Pathak, 2017) “Comparado
a los algoritmos tradicionales de machine learning, los modelos de deep learning son
capaces de proveer una mejora significativa en areas como reconocimiento del habla
y traducciones de lenguaje, lo cual queda evidenciado por la mejora significativa de
Google Translate después de cambiar Phrase Based Machine Translation (PBMT)
por Neural Machine Translation (NMT)” .

Deep learning estd inspirado en el funcionamiento de las redes neuronales
bioldgicas. En la seccién anterior se explicé brevemente el funcionamiento de los
algoritmos de redes neuronales artificiales supervisados. Sin embargo, las redes
neuronales se pueden utilizar en ambos ambientes (supervisados y no supervisa-
dos). En el caso especifico de deep learning, se utilizan redes neuronales con un alto
nimero de capas ocultas (de ahi su “profundidad”). Esto significa que el niimero
de parametros a afinar es mayor, por lo que deep learning requiere de grandes can-
tidades de datos de entrenamiento. En nuestro caso, haremos uso de un algoritmo
de Monte Carlo para engrosar nuestro conjunto de entrenamiento con suficientes
datos como para poder utilizar deep learning en el contexto de reconocer gestos

representados por LaGeR.
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2.2.1. Arquitecturas de Deep Learning

Existe una amplia gama de clasificaciones para las arquitecturas existentes de
deep learning. Como se describié anteriormente, el aprendizaje profundo se refiere
a un conjunto de técnicas y arquitecturas de aprendizaje automatico. A grandes
rasgos, las podemos clasificar en tres clases principales: arquitecturas profundas
generativas, arquitecturas profundas discriminatorias y arquitecturas profundas
hibridas.

Arquitecturas Generativas

“Son arquitecturas que estdn destinadas a caracterizar las propiedades de co-
rrelacion de alto orden de los datos observados o visibles para anélisis de patrones
o propdsitos de sintesis, y/o caracterizar las distribuciones estadisticas conjuntas
de los datos visibles y sus clases asociadas. En este ltimo caso, el uso de la regla

de Bayes puede convertir este tipo de arquitectura en una discriminatoria.” (Deng,
2014).

Arquitecturas Basadas en Discriminatorios

Estas arquitecturas buscan proveer poder discriminatorio para la clasificacion
de patrones. En (Morgan, 2012) se pueden encontrar algunos modelos discrimi-
natorios existentes para el reconocimiento de voz. Para trabajos mas recientes
en esta area, se pueden analizar (Pinto, Garimella, Magimai-Doss, Hermansky &
Bourlard, 2011) y (Ketabdar & Bourlard, 2010).

Arquitecturas Hibridas Generativas-Discriminativas

El objetivo de este tipo de arquitecturas es la discriminacién, pero asistida
por las arquitecturas generativas para optimizarla. En resumen, es un enfoque que
apalanca los otras dos. En (Hinton & Salakhutdinov, 2006; Mohamed, Yu & Deng,
2010; Dahl, Yu, Deng & Acero, 2011; Sainath, Kingsbury & Ramabhadran, 2012)

se pueden ver algunos ejemplos de este tipo de arquitecturas.

2.3. Algoritmo de Monte Carlo

Para poder implementar un reconocedor de LaGeR utilizando técnicas de deep
learning, necesitamos un conjunto de datos bastante grande. Dado que nuestro
conjunto de entrenamiento es limitado, vamos a utilizar la técnica de Monte Carlo.
Esta juega un papel importante pues, como se indica en (Schuck, s.f.): “La idea

del andlisis de Monte-Carlo es la generacién de un gran numero (por ejemplo,
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100 - 1000) conjuntos de datos sintéticos que son similares al conjunto de datos
experimentales, pero cada uno con diferente por el ruido aleatorio distribuido de
manera uniforme. Cada uno de estos nuevos conjuntos de datos se analiza y las
distribuciones se almacenan. El conjunto resultante de distribuciones se puede

estudiar, punto por punto, y se pueden calcular los contornos de la media y la

probabilidad”.

2.4. Algoritmo Damerau-Levenshtein

Este algoritmo fue la base del workbench original LaGeR y fue la parte que
cambiamos para introducir los algoritmos de deep learning. Este algoritmo es-
ta basado en la llamada distancia Damerau-Levenshtein que se refiere al ntime-
ro minimo de operaciones requeridas para transformar una cadena de caracteres
en otra. Debido a que el lenguaje LaGeR esta compuesto por hileras, el LaGeR
Workbench original basado en Damerau-Levenshtein fue utilizado para comparar
las hileras capturadas versus hileras previamente almacenadas (hileras candnicas).
“Dicho algoritmo ha sido utilizado exitosamente para diversas aplicaciones tales
como la correccién ortografica (Bard, 2007)y la medicién de variaciones en ADN
(Majorek et al., 2014). En nuestro caso, el tipo de operaciones tomadas en cuen-
ta por Damerau-Levenshtein se adecud satisfactoriamente a las diferencias que
pueden existir entre una hilera almacenada y una producida por un ser humano

sosteniendo un sensor.” (Odio-Vivi, 2015)






Capitulo 3

Trabajo relacionado

3.1. Deep Learning

Es importante hacer referencia a los trabajos previos que se han efectuado
para el reconocimiento de gestos haciendo uso de deep learning. Un ejemplo de
ellos es (Neverova, Wolf, Taylor & Nebout, 2015). En dicho articulo se muestra una
estrategia que fue presentada en el “Chalearn 2014, Looking at People Challenge”
en el area de reconocimiento de gestos donde obtuvieron el primer lugar de 17
equipos que presentaron.

En (Coté Allard et al., 2017) se muestra otra investigacién muy interesante
donde se utilizan redes neuronales convolucionales para reconocer gestos de una
mano por medio de SMEG, un procedimiento no-invasivo que detecta e interpreta
la actividad eléctrica en los musculos. Mediante la informacion recibida por ese
mecanismo y con el uso de algoritmos de redes neuronales, dicho proyecto presenta
una propuesta efectiva de reconocimiento de patrones en una pulsera con sensores.

La figura 3.1 muestra los gestos que es capaz de reconocer el algoritmo creado
por (Coté Allard et al., 2017). Si bien el objetivo de los proyectos es similar, a
través de LaGeR se pretende crear un sistema que sea capaz de hacer uso de
diferente tipos de dispositivos, en tanto el proyecto mencionado en (Coté Allard

et al., 2017) se centra inicamente en dispositivos sMEG.

19
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FIGURA 3.1: Gestos manuales de estudio con sEMG(Coté Allard et al., 2017)
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3.2. Modelos Ocultos de Markov

En la bibliografia se pueden encontrar bastantes ejemplos de usos de HMM
para el reconocimiento de gestos (Dahl et al., 2011). Si bien esta tesis se limita al
uso de técnicas de deep learning para mejorar el LaGer Workbench, es importante
mencionar el enfoque HMM como una posibilidad de trbajo futuro.

Desde hace mas de dos décadas se utilizan HMM para el reconocimiento de
gestos, como es el caso de (Yang & Xu, 1994), donde se creé un modelo mul-
tidimensional de Markov para tal fin. En ese caso, se convirtieron los gestos en
simbolos geométricos que fueron utilizados por HMM para entrenar su sistema. De
esa forma el algoritmo fue capaz de encontrar la mayor similitud para reconocerlos
con una exactitud del 99.78 %, un logro notable especialmente si se toma en cuenta
la época.

Existen varios otros trabajos relevantes que se han llevado a cabo en esta area.
Por ejemplo, en (Williamson, s.f.) se puede ver una lista amplia de papers que
han buscado implementar reconocimiento de gestos mediante el uso de HMM, sin
embargo ninguno de ellos se ha centrado en hacerlo para diferentes dispositivos de

entrada como es el caso de LaGeR.

3.3. La Tesis LaGeR

Esta seccion es un resumen del capitulo 4 de la tesis que origind la presente
investigacion (Odio-Vivi, 2015). Como se ha descrito en capitulos anteriores, el
presente trabajo esta basado en la oportunidad de mejorar los resultados obteni-

dos en esa tesis, en la cual se usé el algoritmo Damerau-Levenshtein para crear
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un programa capaz de reconocer los gestos representados por medio del lenguaje
LaGeR. “LaGeR es un lenguaje regular, pero se presenta una Gramatica Libre de
Contexto (GLC) para que sea més compacta y facil de leer. En particular, se des-
cribe como se enfrenta la invariabilidad de escala en los movimientos, la tolerancia
a gestos imprecisos, y la invariabilidad rotativa de gestos cerrados.” (Odio-Vivi,
2015).

Nuestro objetivo fue mejorar lo obtenido por medio del algoritmo Damerau-
Levenshtein haciendo uso de algoritmos de deep learning. Para entender mejor el

contexto de dicho trabajo el presente capitulo se dedicarda a explicar el lenguaje

LaGeR.

3.3.1. LaGeR

LaGeR es el nombre del lenguaje definido en la tesis LaGeR: Lenguaje para
descripcion de gestos bidimensionales y tridimensionales que tenia como objetivo:
“la representacién de gestos producto de sensores de entrada bidimensionales y
tridimensionales.” (Odio-Vivi, 2015). En el mismo se hizo uso de datos dados por
medio de funciones de la biblioteca VRPN para obtener las coordenadas carte-
sianas (x,y, z) de los sensores de forma periddica y asi obtener una secuencia de
vectores de movimiento con magnitud 1.

Por ejemplo, (0, 0, 0) — (1, 0, 0) — (1, 1, 0) “corresponderia a un vector de
magnitud 1 hacia la derecha, seguido por un vector de magnitud 1 hacia adelante.’
(Odio-Vivi, 2015)

Conceptualmente, el lenguaje LaGeR hace uso de las 26 caras del poliedro
regular llamado “rumbicuboctaedro” (Figura 3.2) para representar los vectores de
movimiento tridimensional en intervalos de 45°.

Cada una de estas 26 direcciones se puede representar por medio de coordena-
das esféricas {r, 8, ¢} donde r es el radio, 6 el d&ngulo polar, y ¢ el dngulo azimutal
(Figura 3.3).

3.3.1.1. Literales de movimiento

Las coordenadas antes descritas se convierten a la mas cercana de las 26 di-
recciones predefinidas. A su vez, cada direccién corresponde a una de las 26 letras
a—z del abecedario inglés. En el Apéndice A de (Odio-Vivi, 2015) se encuentra una
tabla con dicha asignacién, la cual observamos de forma gréfica en las Figuras 3.4
y 3.5.
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FI1GURA 3.2: Rombicuboctaedro (Wikipedia, s.f.-b)
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F1curaA 3.3: Coordenadas esféricas (Wikipedia, s.f.-c)

3.3.1.2. Literales de agrupamiento e inmovilidad

Los literales de movimiento se complementan por dos literales especiales:

» Literal de agrupamiento (‘.”): Agrupa los movimientos simultdneos de uno o

mMas sensores.

Por ejemplo, para llevar a cabo el gesto pinch to zoom se mueven dos sensores
simultdneamente en direcciones opuestas (llamémoslas ‘p’ y ‘1), lo cual se

puede expresar por medio de la hilera ‘pl.pl.pl.pl.pl.pl.pl.pl.” (ver Figura 3.6).

» Literal de inmovilidad (‘_”): Representa la inmovilidad de un sensor en un

intervalo de tiempo.
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FIGURA 3.4: Coordenadas esféricas en caras de rombicuboctaedro (Odio-Vivi,
2015)

Por ejemplo, si deseamos representar un movimiento con el sensor izquierdo
del Razer Hydra (sin mover el sensor derecho), lo podemos hacer con la hilera

‘l.n_n_’ (ver Figura 3.7)

3.3.2. Sintaxis y Semantica de LaGeR

La sintaxis de LaGeR se puede representar por medio de una GLC compacta
que se detalla en (Odio-Vivi, 2015).

En cuanto a la seméantica, cada < gesto > esta compuesto de una o mas ins-
tancias de < grupo >, que a su vez se componen de uno o mas < movimiento >
simultaneos en una de las 26 direcciones del rombicuboctaedro. Para mas detalles,
ver (Odio-Vivi, 2015).

3.3.3. Aspectos pragmaticos
Hay tres aspectos importantes que se contemplan en (Odio-Vivi, 2015):

s Escala: LaGeR es un lenguaje que diferencia entre gestos grandes y pequenos

por medio de la repeticién de literales de movimiento (ver Figura 3.8).
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FIGURA 3.5: Literales de LaGeR en caras de rombicuboctaedro (Odio-Vivi,
2015)

FiGUurA 3.6: Pinch-to-zoom representado por la hilera pl.pl.pl.pl.pl.pl.pl.pl.
(Odio-Vivi, 2015)

En caso de que se desee reconocer de manera equivalente gestos que con la
misma forma pero tamanos distintos, el ajuste se debe hacer a nivel del al-
goritmo de reconocimiento. En el caso del algoritmo Damerau-Levenshtein,
el reconocimiento se ralentiza puesto que se deben expandir las hileras a un
minimo comin multiplo antes de compararlas (Odio-Vivi, 2015). En la pre-
sente investigacion, todas las hileras se normalizan a una longitud estandar

y la velocidad de reconocimiento con deep learning no se ve afectada.

= Imprecision de gestos: LaGeR representa los gestos de entrada con la mayor
fidelidad posible. Esto significa que errores en los movimientos hechos por el
usuario pueden resultar en hileras diferentes a su representacién ideal (ver
Figura 3.9).
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F1auraA 3.7: Flecha representada por la hilera l_.n_n_. (Odio-Vivi, 2015)

En caso de que se desee crear un sistema de reconocimiento que tolere gestos
imprecisos, la responsabilidad recae sobre el algoritmo de reconocimiento,
no sobre el lenguaje. En (Odio-Vivi, 2015), esto se logra por medio de un
umbral de distancia Damerau-Levenshtein entre la hilera del gesto de entrada
y las hileras de los gestos candidatos. En la presente investigacién se logra
por medio de un algoritmo de deep learning que se entrena con multiples

ejemplos de cada gesto para lograr que generalice su clasificacién.

= Orden de movimientos: El lenguaje LaGeR representa una secuencia de mo-
vimientos, no la imagen de un gesto completo. Esto significa que si existen
miultiples formas de “dibujar” una misma figura, LaGeR va a representar

cada una de ellas con hileras diferentes (ver Figura 3.10).

En caso de que se desee reconocer gestos equivalentes sin importar el orden
de los movimientos, esto recae sobre el algoritmo de reconocimiento. Mien-
tras que el método utilizado en (Odio-Vivi, 2015) no tiene esa propiedad
(e.g., invariabilidad de rotacién), nuestro algoritmo de deep learning tiene
un mayor grado de tolerancia. La razon es que la red neuronal considera el
aporte de cada movimiento en la hilera de entrada de una forma que no le

da tanta importancia a su orden en la misma.
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| .n_.n_. | .l .n_.n_.n_.

FIGURA 3.8: Gestos con escalas diferentes (Odio-Vivi, 2015)

/

Gesto impreciso de entrada Gesto interpretado

FiGuraA 3.9: Hilera de gesto almacenado vs. hilera de gesto impreciso de entrada
(Odio-Vivi, 2015)

F1auraA 3.10: Gestos con trazos distintos (Odio-Vivi, 2015)
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4.1. Generalidades

La metodologia consistié en primero que todo crear un conjunto de entrena-
miento de gestos vasto, para poder hacer uso de los algoritmos de deep learning.
Esto se debe a que los algoritmos de deep learning necesitan de una gran cantidad
de datos para funcionar adecuadamente.

Seguidamente se cre6 un programa en Python para reconocimiento de gestos
en LaGeR haciendo uso de algoritmos de deep learning. Para este fin se utilizo el
framework ” TensorFlow”, el cudl provee APIs mediante los cudles se facilita hacer
uso de redes neuronales para el reconocimiento de imagenes.

Al principio se dificulté el reconocimiento de gestos LaGeR, ya que las hileras
LaGeR distan de lo que cominmente se procesa con TensorFlow. Sin embargo,
variando el factor de aprendizaje, el niimero de neuronas y el niimero de capas, se
logré el reconocimiento de los gestos.

Paralelamente a esto, se trabajo para mejorar el Workbench de LaGeR ya
existente para comprobar su factibilidad en cuanto a utilizar diferentes tipos de
dispositivos de entrada. Los dispositivos que utilizamos fueron: Razer Hydra, Leap
Motion, Wacom Intuos, XBox Controller y mouse.

A continuaciéon se detallan los dispositivos y frameworks utilizados para la

elaboracién de esta tesis.

4.1.1. Software
4.1.1.1. Frameworks de Deep Learning

En la siguiente seccion repasaremos algunos de los frameworks de cédigo abierto

existentes para deep learning.

TensorFlow

“TensorFlow fue desarrollado originalmente por investigadores e ingenieros que
trabajaron en el equipo de Google Brain dentro de la organizacién de investiga-
cién de Inteligencia Artificial de Google con el objetivo de realizar investigaciones
de aprendizaje automatico y redes neuronales profundas y con el tiempo se ha
descubierto que el framework es lo suficientemente general para ser aplicable en
un una amplia variedad de otros dominios también. TensorFlow se implementa
en Python y utiliza graficos de flujo de datos para el calculo numérico. En com-

paracién con otros frameworks de deep learning, se puede ver que se considera
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que TensorFlow es actualmente el framework de cédigo abierto mejor documen-
tado disponible. TensorFlow también hace alarde de contar con un front-end facil
de usar y modular en términos de arquitectura. [...] Ademds, TensorFlow también
contiene TensorBoard, que es un conjunto de herramientas de visualizacién que fa-
cilita la comprensién, depuracién y optimizacion de los programas que se ejecutan

con el cédigo TensorFlow.” Parvat et al., 2017

F1GURA 4.1: TensorBoard: Visualizador de TensorFlow
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Keras

Keras es un API para redes neuronales; esta escrito en Python y provee capas
de abstracciéon que facilitan el uso de otros frameworks como CNTK, Theano o
TensorFlow. En nuestro caso se utilizo como una libreria para facilitar el desarrollo

con TensorFlow.

4.1.2. Hardware

Ademas del hardware utilizado en la tesis de LaGeR, esta tesis introdujo la
utilizacién del Leap Motion, que es un dispositivo elaborado por Leap Motion
Inc. que posee sensores capaces de reconocer los movimiento de las manos y dedos
sin la necesidad de tocar el dispositivo. En el 2016 la compania lanz6 una nueva
version del producto para ser utilizada en realidad virtual. En la Figura 4.2 se
muestra una fotografia del Leap Motion (dispositivo pequeno que esta delante
del teclado), asi como una mano en la posicién tipica de uso para demostrar su

funcionamiento.
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FIGURA 4.2: Leap Motion (Hardware.Info, 2011)

El Wacom Intuos Pen and Touch (otro de los dispositivos utilizados para la
tesis) es un dispositivo tipo “tableta” que funciona con un lapiz digital inaldmbri-
co pasivo que permite reconocer la posicion de su punta asi como también la
variacién en la presién del dispositivo. Gracias a ello permite que los lapices em-
pleados sean ligeros y faciles de manipular. La tecnologia se basa en resonancia
electromagnética. La base de la tarjeta contiene unos emisores de campo electro-
magnético, mientras que el lapiz posee un circuito resonante que oscila segin el
campo electromagnético que recibe. En la Figura 4.3 se puede observar el disposi-
tivo Wacom utilizado.

El siguiente dispositivo utilizado fue un Xbox 360 Controller, que es el con-
trol estandar desarrollado para la consola Xbox 360 de Microsoft, y posteriormente
lanzado para su uso en computadoras personales.

Ademas, también se hizo uso de un mouse de computadora para trazar gestos
con el cursor.

Finalmente, al igual que en la tesis original de LaGeR, la mayoria de los expe-

rimentos se elaboraron haciendo uso de un Razer Hydra (Figuras 4.5 y 4.6).
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F1GURA 4.3: Wacom (WebAntics, 2018)

F1GurA 4.4: Xbox Controller (Wikipedia, s.f.-b)

4.2. Componentes

En primer lugar, desedbamos definir, implementar y probar un sistema de re-
conocimiento de gestos basado en LaGeR y comprobar que mejora la forma en la
que LaGeR Workbench comparaba literales. Para ello analizamos la literatura pa-

ra encontrar un algoritmo que pudiéramos reaprovechar o utilizar como base para
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F1GURA 4.5: Razer Hydra (Hardware.Info, 2011)

FIGURA 4.6: Los dos sensores del Razer Hydra en las manos de un usuario.
(Castle, 2011)

definir un reconocedor nuevo que represente gestos formados a partir de esos movi-
mientos. Luego analizamos algoritmos de deep learning utilizados normalmente en
el reconocimiento de imagenes e implementamos un sistema para tratar las hileras
de LaGeR de forma similar a como se trataban las imagenes en los algoritmos
antes mencionados.

Seguidamente implementamos los siguientes componentes con el fin de cumplir

los objetivos mencionados en el Capitulo 1 del presente documento:



Marco Metodoldgico 33

N

FIGURA 4.7: Bobinas en la base del Razer Hydra (Matthews, 2013)

FIGURA 4.8: Bobinas en un sensor del Razer Hydra (WiredEarp, 2011)

1. Creamos un programa en Python (lager_generator) que toma de entrada
hileras LaGeR y las modifica para lograr multiplicar el niimero de ejemplos de
cada gesto disponibles para entrenar la red neuronal. Para ello nos basamos
en el algoritmo de Monte Carlo descrito en el Capitulo 2 de este documento.
Esto es necesario debido a que como se menciona en ese mismo capitulo, los
algoritmos de deep learning requieren una cantidad considerable de datos

para funcionar de forma adecuada.

2. lager_calibrator: Creamos este utilitario para calibrar los diferentes sensores
de manera tal que la magnitud de sus movimientos obtenidos a través de
Open Source Virtual Reality (OSVR) sea consistente — es decir, que las

unidades del sistema de coordenadas sean equivalentes en relacién al rango
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de movimiento de cada dispositivo). Esto es importante para que el libla-
ger_convert traduzca los movimientos de los sensores a hileras de tamanos

comparables.

3. lager_ml: Creamos una red neuronal con Keras y TensorFlow para clasificar
gestos de entrada descritos en LaGeR. Adema&s creamos scripts en Python
para expandir gestos de entrenamiento al tamano de entrada de la red y

convertirlos en arreglos numéricos.

4. Remplazo de VRPN por OSVR: El lager_converter original se enlazaba con
el middleware VRPN, el cual provee “una interfaz transparente a la red entre
programas de aplicaciones y el conjunto de dispositivos fisicos (rastreador,
etc.) utilizados en un sistema de realidad virtual” (Taylor II, Yang, Weber &
Hudson, 2014). Dado que VRPN es poco flexible y extensible, modificamos
nuestro codigo para utilizar las APIs del moderno OSVR y asi poder soportar
nuevos dispositivos de entrada. Las ventajas de OSVR se detallan en la

Subsecciénb.2.1.

4.3. Experimentos

Llevamos a cabo pruebas con un conjunto predeterminado de gestos por medio
de cinco dispositivos de entrada (Leap Motion, Razer Hydra, mouse, control de
Xbox y tableta Wacom). El lager_recognizer se modific6 de manera tal que cada vez
que detecta que se hizo un gesto con un sensor invoca tanto al reconocedor antiguo
basado en el algoritmo Damerau-Levenshtein, como el nuevo reconocedor basado
en deep learning. En ambos casos se imprime el tiempo de ejecucion y porcentaje
de correspondencia de los gestos candidatos (cudn “seguro” esta el algoritmo de
que el candidato corresponde al gesto de entrada).

Para comparar el desempeno del nuevo algoritmo, reclutamos seis personas
para llevar a cabo una serie de tareas basicas de navegacion web utilizando nuestro
sistema. A continuacién una descripcién de los experimentos realizados para la

presente tesis:

4.3.1. Experimento 1

Objetivo: Comparar el algoritmo utilizado en la tesis del LaGeR, Damerau-
Levenshtein (en adelante llamado .2lgoritmo D-L”), con el algoritmo de deep lear-

ning desarrollado en la presente tesis, en cuanto a exactitud y tiempo de ejecucion
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para detectar gestos usando los 10 gestos descritos en Mata-Montero y Odio-Vivi,
2015 y el dispositivo de entrada Razer Hydra. Con ello atendimos los objetivos 1
y 2 de esta tesis.

Pasos:

1. Se defini6 una red neural de dos capas ocultas con 100 neuronas cada una
por medio de Keras y TensorFlow. Esta cumple con la definicién de redes
neuronales profundas ya que “Cuando una [red neuronal artificial] tiene dos
0 mas capas ocultas, se le conoce como una red neuronal profunda” (Géron,

2018). Detalles de la implementacién se presentan en la Seccién 5.5.

2. Se sigui6 el enfoque de aprendizaje supervisado y se entrend el sistema de la

siguiente forma:

a) Etapa de entrenamiento: Para esta etapa se hizo uso de el algoritmo
de Monte Carlo, descrito en en Capitulo 2 del presente trabajo para
generar los datos suficientes para entrenar el sistema. Se utilizaron 3/4
de los datos generados para entrenar el sistema y 1/4 para validar el
modelo. En el Capitulo 5, Seccién 5.4, el Algoritmo 1 detalla el proceso

seguido para esta etapa.

b) Etapa de pruebas: A cada sujeto S; (j € {1,6}) se le presenté la
tarea de operar el navegador web Google Chrome llevando a cabo la
siguiente secuencia de gestos G; (i € {1,8}):

1) Gy: Abrir Google Chrome (trazar C mayuscula)

Go: Abrir nueva pestana (trazar T maytscula)

Gj: Cargar CNN (trazar CNN en maytsculas)

)
)
4) Gy: Zoom in (apartar sensores horizontalmente)
) Gs: Zoom out (juntar sensores horizontalmente)
) Gg: Refrescar pagina (trazar circulo en direccién horaria)
)

Ge: Refrescar pagina con rotacién inversa (trazar circulo en direc-

cién anti-horaria)
Gr: Cerrar pestana (trazar X mayuscula)

Go: Abrir nueva pestana (trazar T mayuscula)

)
)

10) Gg: Cargar Google (trazar G maytscula)
) G7: Cerrar pestana (trazar X mayuscula)
)

G7: Cerrar pestana (trazar X mayuscula)
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Cada usuario debid realizar la secuencia antes descrita dos veces con
el dispositivo Razer Hydra, variando los movimientos de las siguiente

manera:

1) Gj de tamano “grande”

2) Gj de tamano “pequeno”
Para cada caso, contabilizamos la precision y el tiempo de ejecucion
para cada uno de los algoritmos: el de D-L y el de deep learning.

Luego capturamos los resultados para cada sujeto Sj.

4.3.2. Experimento 2

Objetivo: Demostrar que Lager Workbench también puede utilizar al menos
dos dispositivos de entrada mas, los cuales denominamos Dy y D3. Medimos la
precision y tiempo de ejecucion para detectar gestos usando los 8 gestos descritos
en Odio-Vivi, 2015. Dicho experimento atiende el objetivo 3 de esta tesis y ademas
permite comparar los algoritmos D-L y de deep learning en nuevos contextos.

Pasos:

1. Etapa de entrenamiento: Se us6 la misma red creada para el Experimento

1, por lo que no se hizo méas entrenamiento.

2. Etapa de entrenamiento: Se realizé la misma etapa de pruebas del Expe-

rimento 1, pero utilizando los dispositivos Dy vy D3 en vez del Razer Hydra.

4.3.3. Experimento 3

A pesar de que con el Experimento 1 y Experimento 2 se atendieron los tres
objetivos especificos de esta tesis, se desarrollé un experimento adicional.

Objetivo: Medir, al menos de manera preliminar, otro aspecto importante de
un algoritmo de identificacién de gestos: la escalabilidad con respecto al nimero
de gestos en el repertorio de gestos a identificar.

Pasos:

1. Se aumenté el niimero de gestos y se midio la exactitud y tiempo de ejecucion.
Solamente se utilizé el dispositivo Razer Hydra. El repertorio incluye los ocho

gestos previamente definidos, mas los siguientes ocho nuevos gestos:

» Gg: Maximizar la ventana (mover dos sensores hacia arriba y hacia

afuera simultdneamente)
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» Gjo: Restaurar el tamano original de la ventana (mover dos sensores

hacia adentro y hacia abajo simultdneamente)
» Giq: Abrir Google Play Music (trazar M maytscula)
s Gio: Abrir Netflix (trazar N mayuscula)
» Gy3: Abrir YouTube (trazar Y mayuscula)
» Gyy: Abrir el pronéstico del tiempo (trazar W mayiscula)
» Gi5: Hacer scroll hacia abajo (trazar linea hacia arriba)
» Gyg: Hacer scroll hacia arriba (trazar linea hacia abajo)
2. Etapa de entrenamiento: Se utiliz6 la misma arquitectura de red neuronal
de los experimentos anteriores pero la red se entrend, desde cero, con el nuevo

repertorio de gestos G;, donde 1<i<16 y siguiendo los pasos descritos en la

etapa de entrenamiento del Experimento 1.

3. Etapa de pruebas: Se siguieron los mismos pasos del Experimento 1, pero
con el nuevo repertorio de gestos G;, donde 1<i<16. Ademas, con el fin
de acotar la duracién de la tesis al cronograma acordado, se realizo con
solamente dos sujetos a cuyos gestos se les aplico Monte-Carlo como técnica

de data augmentation.
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5.1. Estructura del cédigo de LaGeR Workbench

Tal y como mencionamos en el Capitulo 4, la presente tesis se implemento
modificando el codigo original del LaGeR Workbench para crear un generador de
gestos, anadir un reconocedor basado en deep learning y soportar dispositivos de
entrada adicionales. El LaGeR Workbench consiste de cédigo en C++ y Python

estructurado de la siguiente manera:
(Las principales modificaciones se marcan con asterisco.)
lager
—l calibrator *Calibra escala de conversién a literales seguin el dispositivo
Makefile
lager_calibrator.cc
[ common Bibliotecas para mapeo de coordenadas a hileras de LaGeR
—" coordinates_letter.h
—" letter_coordinates.h

" spherical_coordinates.h

LY string_tokenizer.h

] gesture_manager Utilitario para manejo de archivos de gestos
Makefile

gestures.dat

lager_gesture_manager.cc

1 injector Aplicacién que se suscribe a gestos e inyecta comandos al sistema
Makefile

lager_injector.cc

] lager_generator *Generador de gestos basado en Monte Carlo

LEjlager,generator.py
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lager
— 1 liblager_connect Biblioteca de suscripcion entre aplicaciones y reconocedor

Makefile

liblager_connect.cc
liblager_connect.h
— 1 liblager_convert *Biblioteca de conversién de movimientos a LaGeR,
" Makefile
- liblager_convert.cc
LY liblager_convert.h
— liblager _recognize *Biblioteca de reconocimiento de hileras de LaGeR

Y Makefile

" liblager_recognize.cc

LY 1liblager_recognize.h
- iml *Aplicaciones para entrenamiento y reconocimiento via machine learning

- lager_expander.py

" lager_file_to_numbers.py

" lager_ml_common.py

ﬁ lager_training_prep.py

Y lager_training_prep_batch.py

- “Yml_recognizer.py

LY ml_trainer.py

{1l recognizer *Reconocedor de gestos en LaGeR
Y Makefile

" gesturesclassic.dat
" gesturesshapes.dat
" gesturesweb.dat

" gestures.dat

LY lager_recognizer.cc
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lager

—lviewer *Visualizador tridimensional de gestos en LaGeR
] common

—" controls.cc

—" controls.h

—" shader.cc

—" shader.h

—" texture.cc

=" texture.h

—lexternal
] src

" TextureFragmentShader.fragmentshader

ﬁ TransformVertexShader.vertexshader

" gesture.dat
Y lager_viewer.cc

Y lager_viewer.cc

LY uvtemplate.DDS

" CMakeLists.txt

— Y Doxyfile Configuracién de auto-generador de documentacion
—" LICENSE Licencia MIT

— Y README.md Guia répida

— Y buildall Utilitario para construir el proyecto

" dependencies.txt Instrucciones para configurar dependencias externas

5.2. Middlewares para Dispositivos de Entrada

5.2.1. Modificaciones Generales

El LaGeR Workbench original fue creado con el objetivo de soportar varios

dispositivos de entrada. Si bien el lenguaje LaGeR es agnéstico al dispositivo,



Implementacion 43

liblager_convert — el convertidor de movimientos de sensor a literales de LaGeR —
dependia de VRPN, un middleware poco flexible y con un soporte limitado para
dispositivos mas recientes.

El principal cambio que permitié soportar dispositivos adicionales en esta in-
vestigacion fue el uso de OSVR. OSVR es un middleware que se basa en VRPN y

provee dos ventajas significativas:

1. Soporta plugins, lo cual permite extender su funcionalidad a nuevos dispo-

sitivos.

2. Provee una capa de abstraccion semantica descrita en JavaScript Object
Notation (JSON) por encima de los médulos de OSVR y VRPN.

Lo primero es muy valioso puesto que el Leap Motion inicialmente no era
soportado por OSVR ni por VRPN, pero logramos encontrar un plugin de OSVR
que anadié el soporte.

Lo segundo fue fundamental para lograr que el liblager_convert en si fuera
agnostico al dispositivo de entrada, ya que nos permitio representar los diferentes
dispositivos de entrada por medio de mapeos semanticos consistentes:

“OSVR mantiene un “arbol de ruta” — similar a un URL o ruta de sistema de
archivos — en el cual todos los datos de sensado y representacion se hacen disponi-
bles. Los aliases se configuran en el servidor para esencialmente redireccionar desde
una ruta semantica (una ruta con un nombre significativo) de vuelta a los detalles
de hardware especificos al sistema. [...] Esto permite casos de uso donde el hard-
ware [...] es modificado durante la operacién sin ningin impacto al desarrollador
de aplicaciones.” (Boger & Pavlik, 2015)

Por ejemplo, liblager_convert solo tiene que suscribirse a notificaciones de OSVR
para “/me/hands/left” y “/me/hands/right/, y la configuracién de OSVR se en-
carga de ligar cada “mano” a los rastreadores correspondientes de cada dispositivo
de entrada (e.g., movimientos del mouse, manos con el Leap Motion, bastones del
Razer Hydra, lapiz del Wacom y bastones del Xbox Controller).

De la misma forma, “/controller/left/1” y “/controller/right/1” representan
los botones principales de los dispositivos (e.g., botones del mouse, Razer Hy-
dra, 1dpiz del Wacom y Xbox Controller) mientras que “/controller/left/trigger”
y “/controller /right /trigger” representan los gatillos analégicos (e.g., pinchazo de

dedos / cierre de punos con el Leap Motion, gatillos del Xbox Controller).
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A continuaciéon vemos el cédigo de suscripcion via mapeo semantico que se
utilizé en liblager_convert, junto con la configuracién de OSVR correspondiente

para el Xbox Controller:

[liblager_convert|

void LagerConverter::InitializeTrackers () {

// Initialize the tracker handlers

left_tracker_ = context_.getInterface ("/me/hands/left") ;
right_tracker_ = context_.getInterface ("/me/hands/right") ;

left_tracker_.registerCallback (¢§HandleTrackerChangeLeft, NULL) ;
right_tracker_.registerCallback (&§HandleTrackerChangeRight , NULL) ;

if (use_buttons_) {
// Initialize the button and pinch handlers
left_button_ = context_.getInterface ("/controller/left/1") ;
right_button_ = context_.getInterface ("/controller/right/1") ;

left_button_.registerCallback (&§HandleButtonChangelLeft, NULL) ;
right_button_.registerCallback (&§HandleButtonChangeRight , NULL) ;

[osvr_server_config.json]

"externalDevices": {
"/Xbox_360_LeftTracker": {
"deviceName": "TrackerQO",
"server": "localhost :3884",
"descriptor": {
"interfaces": {
"tracker": {

"count": 1

b

"automaticAliases": {

"/me/hands/left": " /Xbox_360_LeftTracker/tracker/0"

}

"/Xbox_360_RightTracker": {
"deviceName": "Trackerl",
"server": "localhost :3884",
"descriptor": {

"interfaces": {
"tracker": {

"count": 1

b
"automaticAliases": {

"/me/hands/right": " /Xbox_360_RightTracker/tracker/0"

}
"/Xbox_360_Buttons": {



Implementacion 45

"deviceName": "JoylinO",
"server": "localhost :3884",
"descriptor": {
"interfaces": {
"button": {

"count": 14

b

"automaticAliases": {
"/controller/left/1": " /Xbox_360_Buttons/button/4",
"/controller/right/1": " /Xbox_360_Buttons/button/5"

5.2.2. Configuracién para Leap Motion

Para configurar el soporte para el Leap Motion, los pasos a seguir fueron:
1. Descargar e instalar el SDK de Leap Motion para Linux
2. Descargar e instalar el plugin de OSVR para Leap Motion
3. Iniciar el servicio de sistema de Leap Motion

4. Iniciar el servidor de OSVR

Para mas detalles, favor consultar el Apéndice A.

5.2.3. Configuracién para Mouse
Para configurar el soporte para el mouse, los pasos a seguir fueron:
1. Obtener el nombre del dispositivo de entrada correspondiente de Linux
2. Asociarlo a un dispositivo ligado a un tracker en la configuracién de VRPN
3. Anadir un dispositivo correspondiente en la configuracion de OSVR
4. Iniciar el servidor de VRPN

5. Iniciar el servidor de OSVR

Para mas detalles, favor consultar el Apéndice A.
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5.2.4. Configuraciéon para Razer Hydra

Para configurar el soporte para el Razer Hydra, los pasos a seguir fueron:
1. Iniciar el servidor de OSVR

(No fue necesario configurarlo ya que OSVR soporta el Razer Hydra por defecto.)

5.2.5. Configuracién para Wacom
Para configurar el soporte para tabletas Wacom, los pasos a seguir fueron:
1. Obtener el nombre del dispositivo de entrada correspondiente de Linux
2. Asociarlo a un dispositivo ligado a un tracker en la configuracion de VRPN
3. Anadir un dispositivo correspondiente en la configuracion de OSVR
4. Iniciar el servidor de VRPN

5. Iniciar el servidor de OSVR

Para mas detalles, favor consultar el Apéndice A.

5.2.6. Configuracién para XBox Controller

Para configurar el soporte para controles de Xbox, los pasos a seguir fueron:
1. Descargar e instalar el driver del control de Xbox para Linux
2. Cargar el driver y obtener el nombre del dispositivo de Linux correspondiente
3. Asociarlo a un dispositivo ligado a un tracker en la configuracion de VRPN
4. Anadir un dispositivo correspondiente en la configuracién de OSVR
5. Iniciar el servidor de VRPN

6. Iniciar el servidor de OSVR

Para mas detalles, favor consultar el Apéndice A.
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5.3. Calibrador de sensores

Como vimos anteriormente, el uso del middleware OSVR permite que libla-
ger_convert se refiera a diferentes dispositivos de entrada a través de mapeos
semanticos consistentes. Sin embargo, eso no resuelve la problematica de que cada
dispositivo genera coordenadas con escalas diferentes, por lo que el convertidor
podria llegar a generar hileras de tamanos muy distintos segin el dispositivo que
se utilice.

Para resolver esto, creamos un programa llamado lager_calibrator. El mismo
permite que el usuario defina los bordes de su “drea de trabajo” moviendo el
dispositivo de lado a lado mientras presiona su botén principal. El niimero de
unidades de esa distancia se convierte a un factor de escala que luego es utiliza-
do por lager_convert para que el nimero de literales producido guarde la misma
proporcién para cada dispositivo. De esta manera, nos aseguramos de que el La-
GeR Workbench sea agnostico al dispositivo de entrada sin tener valores de escala

predefinidos para cada uno.

5.4. Generador de Gestos Basado en Monte Carlo

El LaGeR Workbench original utilizé un reconocedor que requeria pocos ges-
tos canodnicos para su funcionamiento, los cuales se crearon manualmente. Sin
embargo, ese enfoque no iba a ser factible para esta investigacion puesto que se
requeririan miles de ejemplos para entrenar el nuevo clasificador basado en deep
learning.

Eso se solucion6 escribiendo lager_generator, un programa en Python que gene-
ra nuevas hileras (en este caso, 500) a partir de una hilera original en la cual se van
remplazando literales de movimiento por sus vecinos en el espacio tridimensional.
Esto se hace siguiendo una distribucién estadistica (enfoque de Monte Carlo). El

proceso se formaliza en el Algoritmo 1.

5.5. Reconocedor basado en Deep Learning

Para crear el nuevo reconocedor nos basamos en el enfoque de la tesis original de
LaGeR: traducir el dominio del problema. En Odio-Vivi, 2015, se convirtieron los
movimientos a hileras para compararlas con un algoritmo cominmente aplicado a

la correccion ortografica. De forma andloga, en esta tesis convertimos los literales de
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Algoritmo 1 Algoritmo de generacion de variantes de gestos en LaGeR

Require: Hilera de LaGeR para gesto a ser variado
1: for all Caracteres ¢; en la hilera do

if ¢; # ‘ and ¢; ¢ {a — 2z} then

continue (solo se procesan literales de LaGeR)
end if
Obtener un valor aleatorio x de una distribucién normal con =5, 0 =1
if ¢; # ‘. and |z — p| < o then

continue (no se modifica el caracter)
else if ¢; = and |z — p| < 20 then

continue (no se modifica el caracter)
end if
Remplazar ¢; por uno de sus vecinos v; en el rombicuboctaedro, elegido al
azar. En el caso del caracter ‘’, todos los 26 literales de movimiento de
LaGeR se consideran °
12: end for
13: return Nueva hilera de LaGeR modificada

==
—= O

‘vecinos”.

LaGeR a “pixeles” para alimentarlos a un tipo red neuronal comtinmente utilizado

para clasificar imagenes.

5.5.1. Creacion de la red neuronal

El nuevo reconocedor se escribié en Python utilizando las bibliotecas estandar
de TensorFlow. Nuestro punto de partida fue una red neuronal profunda utilizada
para clasificar imagenes de digitos escritos a mano de la base de datos Modified
National Institute of Standards and Technology (MNIST) (LLC, 2017). Dicha red
toma una serie de imagenes cuadradas pequenas y trata sus n x n pixeles como
una matriz donde cada ntmero corresponde al valor en escala de grises de cada
pixel (ver Figura 5.1). Finalmente, la matriz se convierte a una sola hilera de n?
nimeros.

El resultado fue una red neuronal con dos capas ocultas de cien neuronas cada
una, un learning_rate (tasa de aprendizaje) de 0.05, 1000 epochs (pasos) y un
batch_size (tamano de lotes) de 30.

Uno de los problemas de esta implementacién es que el codigo era verboso y
dificil de seguir. Por ello decidimos mantener el concepto original pero reescribir
la implementacién baséndonos en (Authors, 2018), donde se utiliza la biblioteca
tf.keras para crear un clasificador de imagenes de prendas de vestir. El resultado

fue un codigo mas compacto sobre el cual pudimos iterar mas facilmente.
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FI1GURA 5.1: Representacion de iméagenes de digitos

La capa de entrada era demasiado grande (784 neuronas para imégenes de
28X28 = 784 pixeles), y ademds solo manejaba entradas unidimensionales (la
escala de gris de cada pixel). En el caso de LaGeR, queriamos optimizar la red
para las longitudes de hilera mas comunes y ademés poder representar al menos
dos dimensiones por movimiento (“pixel”), correspondientes a los movimientos de
dos sensores.

Analizamos las hileras resultantes para el gesto més largo de nuestro conjunto
experimental (“OpenCNN”), y vimos que rondaba un maximo de 200 movimientos.
Anadimos un factor extra de 10 % y redondeamos a 224, un nimero cercano que
es divisible por una potencia de 2 (224 = 32/7). Esto se basa en el hecho de que
TensorFlow aprovecha el procesamiento paralelo del GPU, y los GPUs pueden
operar mas eficientemente con datos en potencias de 2 (Josh, 2012).

Luego, nos inspiramos en redes neuronales para el reconocimiento de imagenes
a color (con tres canales RGB) para redefinir la entrada de nuestra red en términos
de tuplas bidimensionales. Esto nos permitio representar cada movimiento con una
tupla donde la primera dimensién representa el movimiento del sensor izquierdo,

y la segunda dimension representa el movimiento del sensor derecho.

5.5.2. Afinamiento de la red neuronal

Para afinar los hiperparametros de la red neuronal, partimos de las redes de

ejemplo antes mencionadas y seguimos un proceso sistematico de prueba y error:
1. Realizar gestos de los experimentos con un dispositivo de entrada

2. En caso de una clasificacién errénea, examinar su representacion grafica por

medio de lager_viewer para determinar si fue error del usuario (e.g. gesto
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mal realizado), del dispositivo (e.g. imprecision excesiva para detectar el
comienzo, fin, o camino de los trazos) o del algoritmo (se clasificé mal un

gesto fiel a su forma correcta).

En caso de que el error haya sido atribuible al algoritmo, anotar su hilera de

LaGeR en un archivo de errores

Al final de la secuencia de gestos, modificar el hiperparametro en cuestion,

re-entrenar el clasificador y re-evaluar las hileras de gestos antes anotadas

En caso de mejora, mantener las modificaciones y continuar el proceso. En

caso contrario, deshacer el cambio, realizar otra modificacion y repetir el

proceso.

Este proceso fue utilizado para afinar cada aspecto de la red en orden de lo

mas grueso a lo mas fino:
1. Numero y tipo de capas
2. Numero de neuronas por capa
3. Optimizador
4. Learning rate

5. Epochs

A continuacién vemos la arquitectura basica del clasificador de 8 gestos, des-

crito segin el comando model.summary() de TensorFlow Keras:

Layer (type) Output Shape Param #
flatteni (rlattemy  (wome, &) 0
dense_1 (Dense) (None, 100) 44900
dense_2 (Dense) (None, 100) 10100
dense_3 (Dense) (None, 38) 808

Total params: 55,808
Trainable params: 55,808

Non-trainable params: O

Y aqui tenemos la arquitectura basica del clasificador de 16 gestos:
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Layer (type) Output Shape Param #
flatten_i (Flatten) (none, 448) 0
dense_1 (Dense) (None, 100) 44900
dense_2 (Dense) (None, 100) 10100
dense_3 (Dense) (None, 16) 1616

Total params: 56,616
Trainable params: 56,616

Non-trainable params: O

En ambos casos, la primera capa sirve para aplanar la entrada de 224 movi-
mientos bidimensionales a 2242 = 448 salidas que son conectadas densamente con
el resto de la red. Si bien las capas posteriores podrian recibir entradas bidimensio-
nales, decidimos aplanar al comienzo de la red puesto que de lo contrario el niimero
de pardmetros entrenables crecia notablemente sin ninguna mejora aparente en la
clasificacion.

La informacién multidimensional si se aprovecharia en capas convolucionales
(Karpathy, 2018), pero decidimos utilizar capas densas puesto que consideramos
que tanta complejidad no era necesaria para nuestro clasificador. Por ejemplo, el
uso de capas densas fue suficiente para clasificar de forma muy exitosa imagenes
de digitos escritos a mano de 24 X 24 pixeles, mientras que nuestra entrada de 224
movimientos es equivalente a “imagenes” de tan solo 15 X 15 “pixeles”. También
experimentamos con el uso de capas “dropout”que desechan informacion aleato-
riamente para reducir las probabilidades de overfitting (Brownlee, 2016a), pero no
vimos un beneficio inmediato.

Para dichas capas, empezamos con la funcién de activaciéon ReLu (Rectified
Linear Unit). En la actualidad, ReLu es la funcién de activacion més utilizada
para deep learning (Sharma, 2017) ya que es muy sencilla y resulta en una con-
vergencia multiples veces mas rapida que otras ya que no se satura (Krizhevsky,
Sutskever & Hinton, 2017). Existe un riesgo de que parte de la red “muera” (neu-
ronas con peso cero) en caso de gradientes muy grandes, pero esto se puede evitar
con learning rates bajos (Karpathy, 2018), como en nuestro caso. De todas formas
experimentamos brevemente con otras funciones de activacién (sigmoid y tanh),
pero el desempeno empeord y decidimos mantener ReLu.

En cuanto al niimero de neuronas en las capas ocultas, empezamos con 100

en cada una ya que es lo que se utilizaba en el clasificador de digitos. Luego de
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probar con numeros significativamente méas pequenos, vimos que la red perdia la
capacidad de distinguir gestos consistentemente, probablemente porque no con-
taba con suficientes parametros para capturar toda la complejidad del problema.
Finalmente, decidimos dejar la cifra en 100 y no subir méas para evitar el riesgo de
overfitting.

Para la capa de salida, utilizamos un niimero de neuronas igual al nimero de
gestos a clasificar (8 0 16) y la funcién de activacion softmax. Esto nos permitié ge-
nerar una salida adecuada para la funcion de pérdida sparse_categorical crossentropy.
Esta es la funcién recomendada para clasificacién entre multiples clases, ya que
produce un arreglo donde cada clase recibe una probabilidad y todas suman a 1
(Zhang, 2018).

En cuanto al optimizador, inicialmente utilizamos Adam (Adaptive Moment
Estimation), el cual se utiliz6 en el ejemplo de clasificacién de digitos. Adam es
muy moderno y es eficiente para entrenar redes complejas con grandes cantida-
des de datos ruidosos (Ruder, 2016). Curiosamente, el mismo autor lleva a cabo
un analisis comparativo de optimizadores que concluye que el SGD (Stochastic
Gradient Descent) se estd utilizando “en muchos papers recientes y usualmente
logra encontrar un minimo, pero le puede tardar significativamente mas tiempo
que con algunos de los otros optimizadores”, mientras que se recomienda el uso de
optimizadores adaptativos para “convergencia rapida y entrenar redes neuronales
profundas o complejas” (Ruder, 2016).

Dado que nuestra red se entrena muy rapidamente, decidimos utilizar SGD
junto con un learning rate bajo de 0.001. Esto también bajo el riesgo de usar
de ReLu como funcién de activacion de las capas ocultas, como mencionamos
anteriormente.

Por ultimo, como vimos que rapidamente convergia con alta exactitud y baja
pérdida, redujimos el nimero de epochs a solo 25 para reducir la posibilidad de

overfitting.

5.5.3. Entrenamiento de la red neuronal

5.5.3.1. Proceso

En la Figura 5.2 podemos observar el flujo completo para la creacion del con-

junto de entrenamiento que alimenta nuestra red neuronal.
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Para cada gesto a ser entrenado, se hacen 10 repeticiones manualmente y se
guardan en un archivo. Luego se invoca lager_training_prep_batch.py y se ejecuta

la secuencia de la figura para cada archivo:

1. Se toma una hilera y se convierte a nimeros a través de la funcién con-
vert_lager_to_numbers(), la cual provee lager_ml_common.py. Esta convierte
cada literal a un nimero de 0 a 26, donde 0 corresponde al literal de inmo-

vilidad “” y el 1 — 26 a los literales a — z.

2. El paso anterior permite invocar lager_expander.py, el cual invoca la fun-
cién expand_gesture_num_to_target() provista por lager_ml_common.py para
expandir el arreglo de nimeros como si se tratara de una imagen. Esto se
logra por medio de la biblioteca skimage (scikit-image), y simplifica y acele-
ra notablemente el proceso de redimensionar las hileras al tamano deseado.
Anteriormente, el LaGeR Workbench “expandia” las hileras de entrada a ni-
vel de caracter (e.g., a_.b_. —a_.a_b_b_.) al MCM (minimo comuin miltiplo)
del de tamano de las hileras candnicas. En casos donde el MCM era muy
grande (e.g., nimeros primos), esto causaba expansiones excesivas y ralen-
tizaba todo el resto del proceso. En cambio, el nuevo método nos permite
redimensionar todas las hileras a un tnico tamano con un llamado a funcién

sencillo.

3. Se convierten las hileras expandidas (o rara vez, encogidas) de vuelta a le-
tras por medio de la funcién convert_numbers_to_lager(), provista por la-

ger_ml_common.py.

4. El paso anterior nos permite utilizar lager_generator.py (descrito en la Sec-
cién 5.4) para generar un gran nimero de variantes (en este caso, 500) por

cada una de las 10 hileras de ejemplo del gesto.

5. Por tultimo, las variantes se convierten de vuelta a nimeros con la funciéon
onvert_lager_to_numbers() y se almacenan con su respectiva etiqueta en un

archivo junto con los demés ejemplos del conjunto de entrenamiento.

Al final del proceso, obtenemos un archivo de texto donde cada linea corres-
ponde a un ejemplo etiquetado para cada gesto a ser entrenado. Los mismos se
generan en orden secuencial, por lo que los reordenamos aleatoriamente (“shuffle”)

con el utilitario de Linux shuf.
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lager_converter 7a'.:b.7c. X 10
a. ._C.
X 10 =)=
/ \ convert_lager_to_numbers()
0,1,0,2,0,3

/ convert_numbers_to_lager()

a._a._b._b. c._c.

_a._f._b._b.xc._c. _a._a._b. b._c._k. (XN} _a._a._q._b._c._c.
/ convert_lager_to_numbers() \
0,1,0,6,0,2,0,2,24,3,0,3 0,1,0,1,0,2,0,2,0,3,0,11 (XN} e,1,90,1,0,17,0,2,0,3,0,3

lager_training_prep

A
v

(etiquetas) N (ejemplos)

3,0,1,0,1,0,17,0,2,0,3,0,3

.

Conjunto de entrenamiento

FIGURA 5.2: Creacién de conjunto de entrenamiento. (Muneco de palitos obte-
nido de Storyblocks, 2018)

Segin vemos en los Cuadros 5.1 y 5.2, el conjunto de datos para el clasificador
de 8 gestos contiene 40 mil entradas, mientras que el de 16 gestos contiene 80 mil
entradas. Estos datos se le alimentan al programa mi_trainer.py, el cual usa el 75 %

como conjunto de entrenamiento y el 25 % restante como conjunto de validacion.

Gestos por clasificar 8
Ejemplos manuales por gesto x 10
Variantes autogeneradas por ejemplo  x 500
Total de datos de entrenamiento 40000

CUADRO 5.1: Conjunto de datos para clasificador de 8 gestos
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Gestos por clasificar 16
Ejemplos manuales por gesto x 10
Variantes autogeneradas por ejemplo  x 500
Total de datos de entrenamiento 80000

CuUADRO 5.2: Conjunto de datos para clasificador de 16 gestos

5.5.3.2. Desempeno

Una vez creado el conjunto de entrenamiento, entrenamos cada modelo y eva-
luamos su desempeno.
Como vemos en el Cuadro 5.3, ambas redes se entrenaron rapidamente y pro-

dujeron buenos resultados.

Red para 8 gestos | Red para 16 gestos
Tiempo de entrenamiento (s) 39 7
Pérdida logaritmica promedio 0.0391 0.0942
Exactitud promedio 99.83 % 99.03 %

CUADRO 5.3: Valores promedio para tres corridas de entrenamiento de las redes
neuronales

La red de 8 gestos fue casi dos veces mas rapida entrenando, ya que su topo-
logia es mas sencilla en la ultima capa y tiene un conjunto de entrenamiento mas
pequeno (40 mil ejemplos vs. 80 mil ejemplos).

La red de 8 gestos también tuvo una perdida menor y una exactitud mayor, lo
cual se explica por el hecho de que tiene que discriminar entre menos clases, y por
lo tanto las probabilidades de clasificacién se distribuyen entre menos objetivos.

En las Figuras 5.3 y 5.4 se muestra el historial de la pérdida logaritmica durante
el entrenamiento de ambos modelos. Vemos que desciende consistentemente tanto
para el conjunto de entrenamiento (“train”) como para el de validacién (“test”).
Esto significa que no llegé a haber overfitting, lo cual se habria visto como en
la Figura 5.5. En tal circunstancia, el desempetio con el conjunto de validacién
empezaria a empeorar a medida que el modelo se adapta excesivamente al conjunto
de entrenamiento y pierde la capacidad de generalizar.

Por tultimo, en las Figuras 5.6 y 5.7 se muestra el historial de la exactitud
durante el entrenamiento de ambos modelos. La evolucién es similar a la que
vimos para la pérdida logaritmica, con mejoras constantes tanto para el conjunto

de entrenamiento como para el de prueba.
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FicuraA 5.3: Historial de pérdida logaritmica para entrenamiento del modelo
de 8 gestos

5.6. Proceso para Reconocimiento con

Deep Learning

El proceso para reconocer gestos con el las redes neuronales es similar al del

entrenamiento (ver Figuras 5.8 y 5.9.

1. Se convierte la hilera de entrada a niimeros por medio de convert_lager_to_numbers()

2. Se redimensiona al tamano estandar por medio de la biblioteca de procesa-

miento de imagenes scikit-image
3. Se redimensiona a un arreglo bidimensional y se le alimenta a la red neuronal

4. La red procesa los datos y su ultima capa produce un arreglo con probabi-
lidades [P1, ..., Pn], donde n es el nimero de gestos a clasificar y Pn es la

probabilidad de que la hilera de entrada corresponda a ese gesto.

5. Por ultimo, lager_recognizer decide si la probabilidad mas alta esta por arriba
del umbral de deteccion ML_RECOGNITION_THRESHOLD_PCT, el cual
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FiGurA 5.4: Historial de pérdida logaritmica para entrenamiento del modelo
de 16 gestos

establecimos en 55 % segin nuestro juicio a través de un proceso de prueba

y error.
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FicurA 5.5: Ejemplo de overfitting
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FicurA 5.6: Historial de exactitud para entrenamiento del modelo de 8 gestos
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6.1. Experimento 1

El experimento 1 fue exactamente la misma que se realizd en la tesis LaGeR
(Odio-Vivi, 2015), tal y como se describié en el Capitulo 4. Los resultados de esta
prueba se muestran en el Cuadro 6.1, donde se puede observar un resultado segin

lo esperado.

Algoritmo Damerau-Levenshtein Algoritmo de deep learning
Exactitud (%) | Tiempo prome- | Exactitud (%) | Tiempo prome-
dio (ms) dio (ms)

88.89 610.58 93.06 6.13

CUADRO 6.1: Resultados de experimento 1 con gestos grandes

Mientras tanto, el mismo experimento con gestos pequenos mostré un resultado
inferior (pero en todo caso satisfactorio) de 90.28 % de exactitud para el algoritmo
de deep learning vs 84.72 % para el algoritmo Damerau-Levenshtein. Los resultados
se pueden observar en el Cuadro 6.2.

Esta diferencia se debe a que al tratar de hacer gestos pequenos, las hileras son
mas cortas y por lo tanto hay menos literales y menos “resolucion” para describir
los trazos. Este pese a que el sistema disenado trata de normalizar el tamano
de los datos obtenidos, ya que al expandir hileras pequenas se repiten los literales
originales (no se crea “resolucién”), y aunado a esto para los usuarios es mas dificil
ser precisos al dibujar gestos pequenos con los diferentes dispositivos de entrada.

En todo caso, se puede observar que persiste la tendencia de mejor exactitud
por parte del algoritmo deep learning respecto al Damerau-Levenshtein.

Al mismo tiempo, se evidencia una mejora en los tiempos de reconocimiento
para ambos algoritmos al hacer los gestos pequenos. Esto también es esperado
tomando en cuenta que las hileras mas pequenas son mas faciles de procesar. La
diferencia es mucho mayor para el algoritmo Damerau-Levenshtein, ya que este es
el més afectado por la longitud de las hileras debido al método de expansién (ver
Subseccién 3.3.3) y la subsiguiente comparacién caracter por caracter. En cambio,
el algoritmo de deep learning redimensiona las hileras con una operacién eficiente
de la biblioteca de iméagenes scikit-image, y luego ejecuta un modelo pre-entrenado
cuya desempeno es practicamente de tiempo constante.

Respecto a la invariabilidad de rotacion los resultados se pueden ver en el
Cuadro 6.3. El algoritmo de deep learning fue capaz de tener una exactitud del
100 % con gestos “RefreshTab” ejecutados en direccién anti-horaria, en tanto el

algoritmo Damerau-Levenshtein no fue capaz de reconocer ni uno solo.
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Algoritmo Damerau-Levenshtein Algoritmo de deep learning
Exactitud (%) | Tiempo prome- | Exactitud (%) | Tiempo prome-
dio (ms) dio (ms)

84.72 204.18 90.28 5.29

CUADRO 6.2: Resultados de experimento 1 con gestos pequenos

Algoritmo Damerau-Levenshtein Algoritmo de deep learning
Exactitud (%) | Tiempo prome- | Exactitud (%) | Tiempo prome-
dio (ms) dio (ms)

0 506.08 100 4

CUADRO 6.3: Resultados de experimento 1 con variabilidad de rotacién

6.2. Experimento 2

El experimento 2 tal y como se describi6 en el Capitulo 4 consistié en realizar
los mismos gestos descritos en el experimento 1 pero utilizando 2 dispositivos
diferentes al Razer Hydra: el Wacom y el Leap Motion.

En general, los resultados obtenidos continuaron la tendencia del experimento
1. Sin embargo, en este caso no solo queremos observar el comportamiento para
gestos grandes y pequenos, sino también observar la adaptabilidad del algoritmo

Damerau-Levenshtein vs. el algoritmo de deep learning.

Algoritmo Damerau-Levenshtein Algoritmo de deep learning
Exactitud (%) | Tiempo prome- | Exactitud (%) | Tiempo prome-
dio (ms) dio (ms)

84.72 479.53 95.83 5.49

CUADRO 6.4: Resultados de experimento 2 con el Leap Motion para gestos
grandes

Como se observa en el Cuadro 6.4 los resultados obtenidos utilizando el dis-
positivo Leap Motion y gestos grandes tuvieron un 95.83 % de exactitud con el
algoritmo de deep learning vs. 84.72% con el de Damerau-Levenshtein. En tan-
to a los tiempos promedio de ejecucion, tenemos un total de 479.53 ms para el
Damerau-Levenshtein vs. 5.49 ms para el algoritmo de deep learning. En estos re-
sultados se refleja la misma tendencia observada en los resultados del experimento
1.

Los resultados observados en el Cuadro 6.5 muestran como para gestos pe-
quenos la exactitud y el tiempo de ejecucién promedio bajan con ambos algorit-
mos. Cabe mencionar que persiste el fenémeno de que el tiempo de ejecucién del

algoritmo de deep learning es casi el mismo para todos los experimentos, debido a
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Algoritmo Damerau-Levenshtein Algoritmo de deep learning
Exactitud (%) | Tiempo prome- | Exactitud (%) | Tiempo prome-
dio (ms) dio (ms)

83.33 237.5 88.89 4.44

CUADRO 6.5: Resultados de experimento 2 con el Leap Motion para gestos
pequenos

que una red neuronal ya entrenada siempre tarda casi lo mismo en ejecutarse; la

unica variante es el tiempo que dure el proceso en espera del hilo ejecutor.

Algoritmo Damerau-Levenshtein Algoritmo de deep learning
Exactitud (%) | Tiempo prome- | Exactitud (%) | Tiempo prome-
dio (ms) dio (ms)

88.33 1278.47 93.33 4.35

CUADRO 6.6: Resultados de experimento 2 con el Wacom para gestos pequenos

Como se observa en el Cuadro 6.6, el Wacom mostré mejores resultados para
gestos pequenos de los que mostré el Leap Motion. Esto era esperado ya que es
mas sencillo para el usuario hacer uso de un stylus para dibujar los gestos vs.
dibujarlos en el aire a pequena escala. Ademas hay que tomar en cuenta que con
el Wacom se efectuaron menos gestos pues los gestos que requerian dos sensores
(e.g., ZoomlIn y ZoomOut) no se pudieron hacer ya que solo es capaz de rastrear

el movimiento de un stylus.

Algoritmo Damerau-Levenshtein Algoritmo de deep learning
Exactitud (%) | Tiempo prome- | Exactitud (%) | Tiempo prome-
dio (ms) dio (ms)

90 1736.13 88.33 4.62

CUADRO 6.7: Resultados de experimento 2 con el Wacom para gestos grandes

Los resultados del experimento 2 con gestos grandes utilizando el Wacom se
muestran en el Cuadro 6.7, donde se puede observar que son los mejores resultados
de los tres dispositivos utilizados con el algoritmo Damerau-Levenshtein. Como se
menciond anteriormente, esto se debe a que fue un modo mucho més natural para
los usuarios el utilizar un stylus para dibujar los gestos. Ademas, al dibujarlos con
un tamano mayor se les facilito ser precisos con los detalles.

Finalmente, los Cuadros 6.8 y 6.9 muestran los resultados del experimento 2
a la invariabilidad de rotacién. Nuevamente el algoritmo de Damerau-Levenshtein

no fue capaz de reconocer los gestos, en tanto el de deep learning si lo fue.
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Algoritmo Damerau-Levenshtein Algoritmo de deep learning
Exactitud (%) | Tiempo prome- | Exactitud (%) | Tiempo prome-
dio (ms) dio (ms)

0 2242.67 91.67 4

CUADRO 6.8: Resultados de experimento 2 con el Wacom con invariabilidad de
rotacién

Algoritmo Damerau-Levenshtein Algoritmo de deep learning
Exactitud (%) Tiempo prome- | Exactitud (%) Tiempo prome-
dio (ms) dio (ms)

0 469.5 100 4.08

CUADRO 6.9: Resultados de experimento 2 con el Leap Motion con invariabili-
dad de rotacion

6.3. Experimento 3

El experimento 3 consistié en probar la capacidad de ambos algoritmos para
reconocer gestos nuevos a los descritos en la tesis LaGeR (Odio-Vivi, 2015). La lista
completa de gestos hecha en este experimento se detalla en el Capitulo 4, donde
ademéds de dos de los gestos antiguos (OpenChrome y CloseTab), se incluyen 8

nuevos gestos.

Algoritmo Damerau-Levenshtein Algoritmo de deep learning
Exactitud (%) | Tiempo prome- | Exactitud (%) | Tiempo prome-
dio (ms) dio (ms)

80 5997.95 100 7.75

CUADRO 6.10: Resultados de experimento 3 para gestos grandes

Como se observa en el Cuadro 6.10, la diferencia en el porcentaje de exactitud
de ambos algoritmos aumenta al introducir més gestos al sistema. Esto se debe a
que el algoritmo Damerau-Levenshtein se basa en una simple comparacion, por lo
que es mas susceptible a que la probabilidad de fallo aumente al tener mas gestos
con los cuales comparar. En tanto, con el algoritmo de deep learning los buenos
resultados para gestos grandes prevalecen. Si hay que tomar en cuenta al hacer
un analisis de estos resultados que los sujetos de prueba fueron tinicamente 2 en
lugar de 6, lo cudl disminuye el poder de los datos a analizar.

Los resultados de gestos pequenios que se muestran en el Cuadro 6.11 fueron
menos satisfactorios que para gestos grandes. Esto fue especialmente evidente con

el algoritmo Damerau-Levenshtein, tal y como fue esperado. Como se menciond



Andlisis de Resultados 68

anteriormente, los gestos pequenos son mas dificiles de hacer para el usuario, con-
tienen menos informacion y aunado a esto el LaGeR Workbench original normaliza

las hileras de forma ineficiente.

6.4. Analisis de matrices de confusion

6.4.1. Matriz de confusion experimentos 1 y 2

Como se observa en la Figura 6.1 la mayoria de los errores cometidos por el
algoritmo Damerau-Levenshtein se dieron con el gesto RefreshTab, que fue confun-
dido con el OpenGoogle. Esto se debe a que cuando se hicieron los experimentos
de invariabilidad de rotacién, el circulo anti-horario de RefreshTab era confundido
con una “G” de Google. Recordemos que el algoritmo Damerau-Levenshtein fun-
ciona por la distancia lexicogréafica y al hacer el circulo anti-horario y no poseer
invariabilidad de rotacion, lo méas cercano a ese gesto es la “G”.

Para los otros gestos que no se pudieron reconocer, el algoritmo no fue capaz

de clasificarlos como ninguno de los gestos almacenados.
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N/A CloseTab NewTab OpenChrome OpenCNN  OpenGoogle RefreshTab Zoomin ZoomOut
N/A - - - — — — — — —
CloseTab 1
NewTab 0
OpenChrome 2
OpenCNN 0
OpenGoogle 0
RefreshTab 7
Zoomin 5
ZoomOut 5

FicUura 6.1: Matriz de confusiéon del experimento 1 y 2 para el algoritmo
Damerau-Levenshtein
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Con el algoritmo de deep learning, los resultados obtenidos fueron mas satis-
factorios. Sin embargo como se observa en la figura 6.2 en algunos casos los gestos
RefreshTab y OpenGoogle se confundieron entre si. Esto se debe a que dos de los
sujetos dibujaron la “G” de OpenGoogle muy cerrada y fue dificil para el algoritmo
distinguir si los gestos correspondian a una “G” o a un circulo un poco abierto. Es-
to se podria mejorar usando més sujetos para crear el conjunto de entrenamiento

del sistema.



N/A

CloseTab

NewTab

OpenChrome

OpenCNN

OpenGoogle

RefreshTab

Zoomin

ZoomOut
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N/A CloseTab NewTab OpenChrome OpenCNN  OpenGoogle RefreshTab Zoomin

ZoomOut

F1GURA 6.2: Matriz de confusion del experimento 1 y 2 para el algoritmo de
deep learning
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6.4.2. Matriz de confusion experimento 3

Como se observa en la Figura 6.3, el comportamiento del algoritmo Damerau-
Levenshtein con nuevos gestos es algo cadtico. Como se comenté en la Seccién 6.3
para gestos grandes el algoritmo presenté una exactitud de 80 %. Es gracias a ese
resultado que la matriz presenta una tendencia a la diagonal. Sin embargo, existen
gestos como por ejemplo el de Maximize Window que el algoritmo no fue capaz de
reconocer.

No existe una tendencia clara, como se vio en la Subseccion 6.4.1, donde la
confusion del algoritmo se daba con los gestos RefreshTab y OpenGoogle. En este
caso no esta tan explicito, no obstante se podria concluir que el algoritmo confunde

la “W” de OpenWeather con el ScrollDown, que era simplemente una linea vertical.
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N/A CloseTab imi: i OpenChrome [o] i [o] i O OpenYouTube  RestoreWin ScrollDown ScrollUp
N/A - - - - - - - - - - -
CloseTab 0 0 0 0 0 0 0 0 0
MaximizeWindow 0 0 0 0 0 0 0 0 0

OpenChrome 0 0 0 0 0 0 0 0
OpenMusic 0 0 0 0 0 0 0 0
OpenNetflix 0 0 0 0 0 0
OpenWeather 0 0 0 0 0 0 1 0 0
OpenYouTube 0 0 0 0 0 0 0 0

RestoreWindow 0 0 0 0 0 0 0 1 0 0
ScrollDown 0 0 0 0 0 0 0 0 0 0
ScrollUp 0 0 0 0 0 0 0 0 0 0

Ficura 6.3: Matriz de confusién del experimento 3 algoritmo Damerau-
Levenshtein
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En la Figura 6.4 se puede observar la matriz de confusion del experimento
3 para el algoritmo de deep learning. El comportamiento de este algoritmo para
reconocer los gestos nuevos fue muy bueno y una de las dos veces que fallo se debe
a que a pesar de que el gesto que tenia la mayor probabilidad fue OpenChrome, el
resultado fue inferior al umbral, entonces no lo considerd correcto. El segundo si

fue un error en el reconocimiento.
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N/A CloseTab laximizeWindo' OpenChrome Ok i OpenNetflix OpenWeath OpenYouTube RestoreWindow ScrollDown ScrollUp
N/A - - - - - - - - - - -
CloseTab 0
MaximizeWindo 0
OpenChrome 1
OpenMusic 0
OpenNetflix 0
OpenWeather 0
OpenYouTube 0
RestoreWindow 0
ScrollDown 0
ScrollUp 0
+

FI1cURA 6.4: Matriz de confusion del experimento 3 algoritmo deep learning
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Algoritmo Damerau-Levenshtein Algoritmo de deep learning
Exactitud (%) | Tiempo prome- | Exactitud (%) | Tiempo prome-
dio (ms) dio (ms)

50 926.75 85 7.15

CUADRO 6.11: Resultados de experimento 3 para gestos pequenos

6.5. Analisis de Gestos Especificos

En esta seccién veremos algunos gestos que fueron excluidos por distintos mo-
tivos del andlisis de las secciones anteriores. Ademéds veremos algunos gestos que
fueron identificados como erréneos por el sistema para entender cémo la diversidad
de sujetos y de diferentes caligrafias afectaron los resultados obtenidos. Muchas de
estas situaciones ya fueron descritas en las secciones anteriores, sin embargo tener
los gestos ayuda a entender las tendencias explicadas con antelacion.

La curva de aprendizaje para el uso de los dispositivos de entrada ocasion6 que
las primeras veces que los sujetos hicieron ciertos gestos, estos fueron irreconocibles
para ambos algoritmos. En la Figura 6.5 se muestran dos ejemplos de estos casos.
El gesto de la izquierda es un intento de OpenCNN y el de la derecha es un intento
de RefreshTab (circulo en direccién horaria). Debido a que inclusive para el ojo

humano estos gestos no son faciles de identificar, se tomé la decisién de excluirlos.

/

F1GURA 6.5: Gestos excluidos

También se observo que ninguno de los algoritmos fue capaz de reconocer gestos
que variaban el punto inicial de donde se dibujaban. Especificamente estamos
refiriéndonos al circulo, ya que este es el inico gesto que puede variar su punto de
inicio. Dos ejemplos de este fenémeno se muestran en la Figura 6.6 donde el punto
inicial del circulo fue a la izquierda en lugar de arriba, que es como se definié el
gesto. En el caso del circulo de la izquierda ninguno de los algoritmos fue capaz de

reconocer este gesto como un RefreshTab. El de la derecha fue reconocido de forma
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correcta por el algoritmo Damerau-Levenshtein. El algoritmo de deep learning, al

poseer invariabilidad de rotacion, confundié ese circulo con una “G” espejo abierta.

F1GURA 6.6: Gestos con punto inicial variable

En otros casos, hubo gestos cuya forma general fue correcta pero que tenia
ruido al inicio y/o al final de la misma. Estos tendieron a ser identificados de forma
correcta por el algoritmo Damerau-Levenshtein, pero no asi por el algoritmo de
deep learning. La Figura 6.7 muestra a la izquierda un gesto RefreshTab donde
eso sucedi6. El gesto de la derecha muestra un gesto NewTab con ruido al final
que también fue reconocido unicamente por el algoritmo Damerau-Levenshtein.

De lo anterior concluimos que el algoritmo de deep learning presenta dificultad
para reconocer gestos que presenten ruido al inicio o al final del mismo, en tanto
el algoritmo de Damerau-Levenshtein es capaz de hacerlo sin ningtin problema.
Esto puede ser debido a que esas pequenas desviaciones resultan en pocas letras
de diferencia al calcular la distancia Damerau-Levenshtein, pero que en una red

neuronal de caja negra pueden tener resultados inesperados.

J\—w

FicurA 6.7: Gestos con ruido al inicio y al final

Por otra parte, si hubo casos donde el algoritmo Damerau-Levenshtein no fue

capaz de reconocer gestos ruidosos. La figura 6.8 muestra dos ejemplos del gesto
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OpenChrome que no fueron reconocidos por ninguno de los algoritmos debido a
su forma ruidosa. Pese a esto, en general el algoritmo Damerau-Levenshtein tuvo

un mejor comportamiento con gestos ruidosos.

FIGURA 6.8: Gestos con ruido no reconocidos

La Figura 6.9 muestra un ejemplo de un gesto ruidoso que si fue capaz de
reconocer el algoritmo de deep learning pero no el de Damerau-Levenshtein. Este
ejemplo sin embargo fue una excepcion ya que al ser un gesto anti-horario el
algoritmo Damerau-Levenshtein no es capaz de reconocer este tipo de gestos al no
tener invariabilidad de rotacién. No obstante y como se menciond anteriormente,

el algoritmo Damerau-Levenshtein suele ser mejor para reconocer gestos ruidosos.

FI1GURA 6.9: Gesto con ruido reconocido por el algoritmo de deep learning

Algunos de los errores cometidos por el algoritmo de deep learning que mencio-
namos en la Subseccion 6.4.1 estan relacionados con la invariabilidad de rotacion y
cémo en ocasiones, dependiendo de la “G” que se dibuje para el gesto OpenGoogle,
el algoritmo de deep learning confunde esos gestos con un circulo anti-horario. En
la Figura 6.10 se muestran 3 gestos de OpenGoogle (“G”) que el algoritmo de deep

learning confundié con gestos de RefreshTab (circulo anti-horario).
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00G

FicuraA 6.10: Gestos confundidos por el algoritmo de deep learning

Otro caso curioso que sucedié con el algoritmo de deep learning y que también
mencionamos en la Subseccién 6.4.1 es el de las “G” espejo. Al poder identificar
gestos en sentido anti-horario, el algoritmo de deep learning identifico gestos de
RefreshTab realizados por los sujetos como si fueran OpenGoogle (“G” espejo).
En la Figura 6.11 se pueden observar tres gestos de RefreshTab que los sujetos
de estudio realizaron como circulos y que si fueron reconocidos como tales por
el algoritmo de Damerau-Levenshtein pero no por el de deep learning, el cual
los identific6 como OpenGoogle (“G”). Tal y como se observa en dicha figura,

efectivamente estos gestos estdn mas cercanos de ser una “G” espejo que a un

) C

F1GURA 6.11: Gestos que el algoritmo deep learning confundié con “G” espejo

circulo.







Capitulo 7

Conclusiones y Trabajo Futuro

81



Conclusiones y Trabajo Futuro 82

7.1. Conclusiones

La presente investigacion probd la hipdtesis de que es posible encontrar un
algoritmo de deep learning para mejorar el enfoque de reconocimiento de gestos
con LaGeR logrado con el algoritmo Damerau-Levenshtein, mejorando el tiempo
de ejecucion y la exactitud. Dichos resultados se ven soportados por los datos
mostrados en el Capitulo 6.

Los objetivos planteados se alcanzaron de la siguiente manera:

1. Objetivos 1:Desarrollamos e implementamos un algoritmo de deep learning

que mejord los resultados obtenidos por el LaGeR Workbench original.

2. Objetivo 2: Logramos comparar el algoritmo implementado con el original
de LaGeR Workbench (Damerau-Levenshtein), enfocandonos en la exacti-
tud de la deteccion de gestos, la invariabilidad de escala, la invariabilidad
de rotacién y el tiempo de ejecucién (el cual disminuyé en al menos dos
6rdenes de magnitud). Este objetivo qued6 comprobado en el resultado del

experimento 1 (Seccién 6.1).

3. Objetivo 3: Se logré utilizar méas dispositivos de entrada para la prueba
del funcionamiento del LaGeR Workbench. Esto quedé comprobado en el

experimento 2 (Seccién 6.2.

4. Adicionalmente, se desarrolld un tercer experimento que de manera preli-
minar nos sugiere que al incrementar el nimero de gestos a identificar, el
algoritmo de deep learning logré desempenarse con mayor velocidad y exac-

titud que el algoritmo Damerau-Levenshtein.

7.1.1. Trabajo Futuro

La investigacion desarrollada logré cumplir los objetivos planteados en esta
tesis, no obstante siempre existen areas que se pueden desarrollar para futuros
trabajos. A continuaciéon una lista de posibles mejoras que se podrian trabajar en

el futuro:

1. Algoritmo Basado en Modelos Ocultos de Markov: Explorar utilizar
un algoritmo basado en Modelos Ocultos de Markov en lugar de los algorit-
mos de deep learning y de Damerau-Levenshtein. Tal y como se pudo leer

en el Capitulo 3.2, los Modelos Ocultos de Markov han sido ampliamente
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utilizados en el reconocimiento de gestos. Es por este motivo que considera-

mos importante explorar utilizar un algoritmo basado en dicho enfoque en
LaGeR Workbench.

2. Automatizacion del afinamiento de la red neuronal: Una de las re-
comendaciones de los expertos respecto a la creacion de algoritmos de deep
learning es automatizar el proceso de eleccién de los hiper-parametros de la

red neuronal.

3. Optimizacién del algoritmo de Monte Carlo: Mejorar la generacion
de variantes para el entrenamiento de la red neuronal. Podria ser mediante
el ajuste de los parametros del generador basado en Monte Carlo, o por
medio de otros métodos. Esta posible mejora la concluimos de lo observado
en la Seccion 6.5, donde se pudo observar que algunos gestos con diferentes

caligrafias no fueron reconocidos por el algoritmo de deep learning.

4. Automatizar la creacion de nuevos gestos: Automatizar el proceso
mediante el cual programas escritos por terceros puedan definir nuevos gestos
a ser identificados por el nuevo reconocedor. (e.g., integrar proceso descrito
en la Subseccién 5.5.3.1 con el lager_gesture_manager). Esto se debe a que
actualmente si utilizamos el algoritmo de Damerau-Levenshtein es sencillo
para cualquier usuario anadir nuevos gestos a la lista de candidatos, sin
embargo no es igual de sencillo si lo que deseamos es utilizar el algoritmo
de deep learning. El algoritmo de deep learning requiere una gran cantidad
de datos generados mediante Monte Carlo, un cambio a su topologia y un
re-entrenamiento, por lo que la creaciéon de nuevos “gestos candidatos” es

mas compleja.

5. Sistema de suscripciones: Actualmente, el LaGeR Workbench provee un
mecanismo de “suscripciones”’para que los programas escritos por terceros
soliciten ser notificados cuando se detecten gestos especificos. Sin embargo,
el mecanismo es relativamente limitado ya que solo permite crear nuevas
suscripciones. Tal y como se sugiri6 en la tesis original de LaGeR, “Se podria
crear un mecanismo para cancelar las suscripciones [manualmente], asi como
...] para cancelarlas autométicamente en caso de que el programa cliente

muera inesperadamente.” (Odio-Vivi, 2015).
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* Dependencies that need to be installed for lager to compile and run
on

* an Ubuntu 18.04 machine.

*/

Install the missing packages:
“$ sudo apt-get install cmake doxygen git graphviz libboost -
serialization-dev libboost-system-dev libboost-thread-dev libglew-dev

libusb-1.0-0-dev libxrandr-dev libxt-dev libxtst -dev

Make sure to accept all extra packages suggested by apt-get.

Clone the OSVR-Core repository:
“$ git clone https://github.com/OSVR/OSVR-Core.git

Install OSVR-Core by following the instructions at:

https://github.com/0OSVR/0OSVR-Docs/blob/master/Getting-Started/Installing
/Linux-Build-Instructions.md

If the compilation segfaults with GCC, try it with clang:

“/0SVR-Core/build$ CXX=/usr/bin/clang++ CC=/usr/bin/clang cmake

"/0OSVR-Core/build$ CXX=/usr/bin/clang++ CC=/usr/bin/clang make

Finally, install OSVR:
“/0OSVR-Core/build$ sudo make install

The Razer Hydra is supported out of the box by OSVR.

Simply start the OSVR server:

“$ sudo osvr_server

Download the Leap Motion v2 SDK:
https://leapmotion.app.box.com/s/rlwzvt680i5r6zes75ge36ub2yt7ksx3

Extract it:

“$ tar xvzf LeapDeveloperKit_linux-hotfix_2.3.14+433747_linux.tgz
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Move the LeapSDK to your home directory:
“$ mv LeapDeveloperKit_2.3.1+33747_linux/LeapSDK/

Copy the Leap library to your system:
“$ sudo cp LeapSDK/lib/x64/libLeap.so /usr/local/lib/

Clone the OSVR-Leap-Motion repository:
“$ git clone https://github.com/OSVR/OSVR-Leap-Motion.git

Checkout the following commit, which is the latest one that supports the
Leap

Motion v2 SDK:

"$ cd OSVR-Leap-Motion

“/0SVR-Leap-Motion$ git checkout
aa89b29454a6e717£f£9860a29p7791518a690d3d

Cherry-pick the following commit, which adds retries to make sure the
Leap

Motion controller 1is connected:

“$ cd OSVR-Leap-Motion

“/0SVR-Leap-Motion$ git cherry-pick 3810
b93d908a943bb934£fe739171£f9f4e21e575¢C

Apply the following patch to fix a compilation error:

--—- a/Tracker.cpp

+++ b/Tracker.cpp

@@ -15,7 +15,7 @@ Tracker::Tracker (const osvr::pluginkit::DeviceTokens

pDeviceToken,

mTrackerInterface (NULL) {
// note we have two skeleton sensors, one for each hand, each with
their own spec
// this is because the articulation specs for each hand are not
connected by a parent Jjoint
- osvrDeviceSkeletonConfigure (pOptions, &mSkeletonInterface,
com_osvr_LeapMotion_json, 2);
+ osvrDeviceSkeletonConfigure (pOptions, &mSkeletonInterface,

com_osvr_LeapMotion_json) ;

osvrDeviceTrackerConfigure (pOptions, &mTrackerInterface) ;

Compile and Install OSVR-Leap-Motion:

“/0OSVR-Leap-Motion$ mkdir build

“/0SVR-Leap-Motion$ cd build

“/0SVR-Leap-Motion/build$ cmake -DLEAPMOTION_LEAP_LIBRARY_RELEASE="/
LeapSDK/1lib/x64/1liblLeap.so -DLEAPMOTION_ROOT_DIR="/

“/0OSVR-Leap-Motion/build$ make

“/0SVR-Leap-Motion/build$ sudo make install

Start the Leap Motion daemon:

“$ sudo service leapd start

Start the OSVR server:

"$ sudo osvr_server
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Install the Xbox 360 controller Linux driver:

“$ sudo apt install xboxdrv

Clone the VRPN repo:
“$ git clone https://github.com/vrpn/vrpn.git

Install VRPN:
“$ cd vrpn

“/vrpn$ mkdir build && cd build && cmake .. && make && sudo make install

Start the Xbox 360 controller driver:

“$ sudo xboxdrv --detach-kernel-driver --daemon
Check the ID assigned by the system to the controller ("JjsO0" or "jsl"):
“$ cat /proc/bus/input/devices | grep Js

Uncomment the following Jjoystick support within the VRPN config file (/
usr/local/etc/vrpn.cfqg),

making sure that the ID matches the one obtained before ("3jsO0" or "jsl")

vrpn_Joylin Joylin0O /dev/input/js0

Add virtual trackers to the VRPN configuration (/usr/local/etc/vrpn.cfqg)

1

that use the controller’s analog sticks:

vrpn_Tracker_AnalogFly TrackerO 60.0 absolute
X *JoylinO 0 0.0 0.0 1.0 1.0

Y *JoylinO 1 0.0 0.0 -1.0 1.0
vrpn_Tracker_AnalogFly Trackerl 60.0 absolute
X *JoylinO 2 0.0 0.0 1.0 1.0

Y *JoylinO 3 0.0 0.0 -1.0 1.0

Add Xbox 360 tracker and button devices to the OSVR configuration (/usr/
local/share/osvrcore/osvr_server_config. json) :
"externalDevices": {
"/Xbox_360_LeftTracker": {

"deviceName": "Tracker0",
"server": "localhost :3884",
"descriptor": {
"interfaces": {
"tracker": {
"count": 1
}
}
"automaticAliases": {
"/me/hands/left": "/Xbox_360_LeftTracker/tracker/0"

} ’
"/Xbox_360_RightTracker": {

"deviceName": "Trackerl",
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"server": "localhost :3884",
"descriptor": {
"interfaces": {
"tracker": {

"count": 1

}
"automaticAliases": {
"/me/hands/right":
/OIV

I
"/Xbox_360_Buttons": {
"deviceName": "JoylinO",
"server": "localhost :3884",
"descriptor": {
"interfaces": {
"button": {

"count": 14

}
"automaticAliases": {
"/controller/left/1":

"/controller/right/1":

}

Start the VRPN server on port 3884

server's default port:

“$ sudo vrpn_server

Start the OSVR server:

“$ sudo osvr_server

Look for the name of your mouse device in the Linux

“$ cat /proc/bus/input/devices |

Use that name to add a mouse device to the VRPN configuration

local/etc/vrpn.cfg). For example:

vrpn_DevInput MouseO

Gaming Mouse" relative -1

Add a virtual tracker to the VRPN configuration

) that uses the mouse device:

grep Name

"Logitech G700s

"/Xbox_360_RightTracker/tracker

"/Xbox_360_Buttons/button/4"
"/Xbox_360_Buttons/button/5"

so it doesn’t clash with the OSVR

-f /usr/local/etc/vrpn.cfg 3884

/usr/local/share/osvrcore/osvr_server_config. json

input system:

| grep -i mouse
(/usr/

Rechargeable

(/usr/local/etc/vrpn.cfg

vrpn_Tracker_AnalogFly Tracker0O 60.0 absolute

X *Mouse0O O 0.5 0.0 1.0 1.0
Y *Mouse0O 1 0.5 0.0 -1.0 1.0
Z NULL 2 0.0 0.0 1.0 1.0
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RX NULL 3 0.0 0.0 1.0 1.0
RY NULL 4 0.0 0.0 1.0 1.0
RZ NULL 5 0.0 0.0 1.0 1.0

RESET NULL 0
CLUTCH NULL O

Add mouse tracker and mouse button devices to the OSVR configuration (/
usr/local/share/osvrcore/osvr_server_config. json) :

"externalDevices": {

"/MouseTracker": {
"deviceName": "TrackerO",
"server": "localhost :3884",
"descriptor": |

"interfaces": {
"tracker": {
"count": 1
}
}
"automaticAliases": {
"/me/hands/right": "/MouseTracker/tracker /0"

I
"/MouseButtons": {
"deviceName": "MouseO",
"server": "localhost :3884",
"descriptor": {
"interfaces": {
"button": {

"count": 7

}
"automaticAliases": {

"/controller/right/1": "/MouseButtons/button/4"

In the example above, we used mouse button 4, but you can use any button

on your mouse.

Start the VRPN server on port 3884 so it doesn’t clash with the OSVR
server's default port:

“$ sudo vrpn_server —-f /usr/local/etc/vrpn.cfg 3884

Start the OSVR server:

“$ sudo osvr_server /usr/local/share/osvrcore/osvr_server_config. json

Look for the name of your Wacom pen device in the Linux input system:

“$ cat /proc/bus/input/devices | grep Name | grep Wacom
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Use that name to add a Wacom pen device to the VRPN configuration

local/etc/vrpn.cfg). For example:

vrpn_DevInput WacomO

1920

"Wacom Intuos PT S Pen"

(/usr/

absolute

Add a virtual tracker to the VRPN configuration (/usr/local/etc/vrpn.cfg
) that uses the Wacom device:
vrpn_Tracker_AnalogFly Tracker0 60.0 absolute
X *WacomO 0 0.0 0.0 1.0 1.0
Y *Wacom0O 1 0.0 0.0 -1.0 1.0
Z NULL 2 0.0 0.0 1.0 1.0
RX NULL 3 0.0 0.0 1.0 1.0
RY NULL 4 0.0 0.0 1.0 1.0
RZ NULL 5 0.0 0.0 1.0 1.0
RESET NULL O
CLUTCH NULL O
Add Wacom tracker and Wacom button devices to the OSVR configuration (/
usr/local/share/osvrcore/osvr_server_config. json) :
"externalDevices": {
"/WacomTracker": {
"deviceName": "TrackerO",
"server": "localhost :3884",
"descriptor": |
"interfaces": {
"tracker": {
"count": 1
}
}
"automaticAliases": {
"/me/hands/right": "/WacomTracker/tracker /0"
}
}
I
"/WacomButtons": {
"deviceName": "WacomO",
"server": "localhost :3884",
"descriptor": {
"interfaces": {
"button": |
"count": 80
}
}
"automaticAliases": {
"/controller/right/1": "/WacomButtons/button/59"
}
}
}
}
In the example above, we used Wacom button 59, which corresponds to our

Wacom pen’s main button,

but you can use any button on your device.
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Start the VRPN server on port 3884 so it doesn’t clash with the OSVR
server's default port:

“$ sudo vrpn_server -f /usr/local/etc/vrpn.cfg 3884

Start the OSVR server:

“$ sudo osvr_server /usr/local/share/osvrcore/osvr_server_config. json
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B.2. Experimento 1: Razer Hydra - Pequenos
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